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RESUMO

A geracao de energia fotovoltaica tem se tornado cada vez mais importante como uma fonte
renovavel e sustentavel de energia. A instalacao de painéis solares em grande escala tem sido
uma alternativa cada vez mais viavel para a geracao de energia elétrica, tanto para consumo
residencial quanto para a industria. No entanto, é fundamental garantir a eficiéncia e
confiabilidade desses sistemas de geracao de energia. A detec¢ao de anomalias em sistemas
de geracao de energia fotovoltaica ¢ um questao importante, pois essa anomalias podem
afetar a qualidade e a quantidade de energia produzida. Identificar essas anomalias de
forma precoce permite a manutencao preventiva e o aumento da vida 1util dos equipamentos,
o que pode resultar em economia de custos e aumento da eficiéncia do sistema. Neste
trabalho, sao estudados métodos para identificacao de anomalias em sistemas de geracao
de energia fotovoltaica. Estes métodos sao o uso do Coeficiente de Correlagao de Pearson
entre os dados de geragao ao longo da vida 1til dos médulos fotovoltaicos e o uso de
Redes Neurais Recorrentes para fazer previsdes de geragao de préximas horas. O objetivo
é fornecer uma ferramenta 1util para a deteccdo de falhas em sistemas de geragao de
energia fotovoltaica e, assim, garantir a eficiéncia e confiabilidade desses sistemas. A
metodologia utilizada consiste na coleta de dados da poténcia de mdédulos de geracao
em condicao de funcionamento normal, esses dados sao agrupados em 1 valor por hora e
sao feitas duas analises sobre esses dados. A primeira é a de correlagdo com os mddulos
vizinhos, que tem como objetivo comparar a producao e identificar mudancas nos padroes
de geracao de cada um dos médulos. Comparando com médulos vizinhos, efetivamente
diminui-se a influéncia de elementos externos na comparacao, visto que pelos modulos
estarem localizados proximos uns aos outros, as influéncias externas sobre eles podem ser
consideradas muito semelhantes. Na analise que utiliza redes neurais, sao feitas previsoes
das geragoes de momentos futuros com o objetivo de estudar a possibilidade de usar estas
previsoes para detectar anomalias em médulos fotovoltaicos. Estuda-se também a variacao
da precisao ao longo do ano, avaliando o impacto das influéncias sazonais como estagoes
do ano no modelo de previsdo. Os resultados mostraram que a correlacao linear é uma
ferramenta boa para a deteccao de mudancgas no perfil de geragao dos médulos. Também
mostram que redes neurais de previsao desenvolvidas apresentam resultados bons mesmo

sem que seja feita um retreinamento periédico com dados novos e recentes.

Palavras-chave: Energia Solar Fotovoltaica, Deteccao de falhas, Coeficiente de Correlagao,

Redes Neurais Recorrentes.



ABSTRACT

Photovoltaic power generation has become increasingly important as a renewable and
sustainable source of energy. The installation of large-scale solar panels has become an
increasingly viable alternative for the generation of electrical energy, both for residential
consumption and for industry. However, it is critical to ensure the efficiency and reliability
of these power generation systems. The detection of anomalies in photovoltaic power
generation systems is an important problem, as they can affect the quality and quantity
of energy produced. Identifying these anomalies early allows for preventive maintenance
and increased equipment lifetime, which can result in cost savings and increased system
efficiency. In this paper, methods for identifying anomalies in photovoltaic power generation
systems are studied. These methods are the use of Pearson’s correlation coefficient between
generation data over time from photovoltaic modules and the use of recurrent neural
networks to make next-hours generation predictions. The goal is to provide a useful
tool for fault detection in photovoltaic power generation systems and thus ensure the
efficiency and reliability of these systems. The methodology used consists of collecting
power data from generation modules under normal operating condition, these data are
grouped into 1 value per hour and two analyses are done on these data. The first is the
correlation with neighboring modules, which aims to compare the production and identify
changes in the generation patterns of each of the modules. Comparing with neighboring
modules effectively eliminates the influence of external elements in the comparison, since
because the modules are located close to each other, the external influences on them can
be considered very similar. In the analysis using neural networks, predictions of future
moment generations are made with the goal of studying the possibility of using these
predictions to detect anomalies in photovoltaic modules. The variation of accuracy over
the year is also studied, evaluating the impact of seasonal influences such as seasons on the
prediction model. The results showed that linear correlation is a good tool for detecting
changes in the generation profile of modules, and that developed prediction neural networks

perform well even without periodic retraining with new and recent data.

Keywords: Solar Photovoltaic Energy, Fault Detection, Correlation Coefficient, Recurrent

Neural Networks.
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1 INTRODUCAO

1.1 Energia solar

Energia elétrica é um dos recursos mais importantes na vida de um ser humano. Com o
passar dos anos, mais e mais partes de nossa vida se tornam dependentes dela, tornando
impossivel imaginar a vida como conhecemos hoje sem eletricidade. De acordo com a
Empresa de Pesquisa Energética (EPE, 2021), o consumo de energia no Brasil esta perto
de alcangar o marco dos 500 000 GWh e as tarifas de energia tem aumentado quase todo

alno.

Devido a esta grande demanda, surge a necessidade de um aumento constante na geracao
de energia elétrica, e fontes limpas como solar e edlica tém ganhado bastante espago no

sistema elétrico de diversos paises (EPE, 2021).

De acordo com a Associa¢ao Brasileira de Energia Solar Fotovoltaica (ABSOLAR), a
energia proveniente de médulos solares compoe 10,6% da matriz elétrica brasileira, com
uma producao de 22.357 MW. A Figura 1 ilustra a distribuicdo da origem da energia
produzida ligada ao Sistema Interligado Nacional (SIN) (ABSOLAR, 2022).

Figura 1 — Distribui¢do da geragdo de energia da Matriz Elétrica Brasilera.

Hidrica
109.770 MW
51,8%

Matriz Solar
., . Fotovoltaica
22.357 MW

Elétrica o

Brasileira:
203.722 MW* Gas Natural

17.163 MW
8,1%

Fonte:
ANEEL/ABSOLAR, 2022

Biomassa
+ Biogas
16.618 MW
7,8%

Petréleo

eoutros
Importacao Carvao Fésseis
8.170 MW Mineral 8.974 MW
3,9% 3.583 MW 4,2%
1,7%

*A poténcia total da matriz ndo inclui a importago e segue critério aplicado pelo MME, que adiciona,
nos valores de capacidade instalada, as quantidades de mini e microgeragao distribuida associadas a
cada tipo de fonte.

Fonte: ABSOLAR (2022).
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Na Figura 2, tem-se um grafico da evolugao da fonte solar fotovoltaica no Brasil, o eixo das
abscissas representa os anos, de 2012 até 2022 e o eixo das ordenadas a poténcia instalada,
em MW. Os dados em amarelo representam a geragao centralizada, enquanto os dados
em azul representam a geracao distribuida. Observa-se ndao s um crescimento rapido na
poténcia total instalada, mas também um grande aumento na porcentagem da geracao

distribuida quando comparada a geracao centralizada.

Figura 2 — Evolucdo da Fonte Solar Fotovoltaica no Brasil.

Evolucao da Fonte Solar
Fotovoltaica no Brasil

Fonte: ANEEL/ABSOLAR, 2022.
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Até2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 nov/2022

Geracao Centralizada (fracioem %) W Geracgdo Distribuida (fracagoem %) M Total (GC+GD)

Fonte: ABSOLAR (2022).

1.2 Curvas de geracgao

Com o aumento das instalagoes solares nas residéncias e estabelecimentos, os donos dessas
chamadas estagoes de mini ou micro geracao distribuidas também foram conhecendo as

chamadas curvas de geracao solar, ou perfis de geracao.
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A curva de geragao, ou perfil de geracao, é o grafico da geragdo de uma fonte de energia
em fung¢do do tempo. Para o caso da geracao fotovoltaica, a curva de geracao geralmente é

bem caracteristica e acompanha o valor de irradiagdo do sol ao longo do dia.

O Operador Nacional do Sistema Elétrico (ONS) disponibiliza os dados da geragao solar
fotovoltaica no SIN nos seus boletins da operacao. Na Figura 3 pode-se ver exemplos de
curvas de geragao disponibilizadas pelas ONS, onde tem-se as horas do dia no eixo das
abscissas e a geracao de energia em MW desta hora no eixo das ordenadas. As curvas
destacadas em vermelho representam os valores de geragdo méaximos e minimos do més de
Janeiro de 2022, enquanto a curva em azul representa a média dos valores de geracao de

cada hora.

Figura 3 — Perfil de geragdo médio horario do més de janeiro de 2022 das usinas solares fotovoltaicas
programadas e/ou despachadas pelo ONS.

Geracao Média Horédria (Todos os Dias de janeiro de 2022)
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Fonte: ONS (2022).

Conforme é esperado, os modulos de geracao solar s6 funcionam durante o periodo em que
o sol estd visivel, portanto, so se terda uma geracao consideravel entre as 5 horas da manha
até as 7 horas da noite, aproximadamente. E essa geracao sera influenciada por fatores
ambientais externos como a deposi¢ao de poeira, irradiancia solar, temperatura, umidade
do ar, velocidade do vento, entre outros (MEKHILEF; SAIDUR; KAMALISARVESTANI,
2012).

Dentre estes fatores ambientais externos, destaca-se a deposi¢ao de poeira, ou sujidade,
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que além de impactar na degradacao da vida 1til do sistema fotovoltaico, ocasiona perdas
econOmicas que devem ser consideradas no projeto de viabilidade econémica de implantacgao

de um sistema fotovoltaico (COMERIO, 2019).

1.3 Anomalias na geracao

A poluicao atmosférica é um tema de grande discussao atualmente, e ocasiona graves
problemas a saude de grande parte dos organismos vivos, causando anualmente cerca de 3
milhoes de mortes no mundo (BERGIN et al., 2017).

Um dos outros efeitos negativos da poluicao atmosférica que é menos discutido é o impacto
sobre a geracao de energia solar. Particulas de poeira acumuladas sobre esses modulos

diminuem o desempenho dos médulos fotovoltaicos.

De acordo com Livera et al. (2019), um defeito ou falha é qualquer efeito que diminua a

poténcia de saida de um sistema fotovoltaico.

Essa reducao de desempenho depende da composi¢ao, tamanho e tipo dessas particulas
de poeira (EL-SHOBOKSHY; HUSSEIN, 1993). Segundo Alessandra (COMERIO, 2019),
no pior caso estudado por ela, um nivel de sujidade de 10g/m? pode ocasionar em uma

reducdo de em média 54% da geragao do médulo fotovoltaico.

Além disso, a redugao de desempenho proveniente dos efeitos da poluicdo atmosférica pode
causar danos ao médulo parcialmente sombreado, visto que a poténcia elétrica gerada que

nao esta sendo entregue ao consumo ¢ dissipada no médulo afetado (BESSO, 2017).

Portanto, comportamentos atipicos devem ser identificados rapidamente para minimizar
os efeitos negativos que podem ser desde a simples perda de energia até danos aos

equipamentos e diminuicao de sua vida ttil.

Devem também ser consideradas anomalias provenientes de outros fatores. O trabalho de
Silva (2020) cita diversas formas de se diagnosticar falhas em sistemas fotovoltaicos, dentre
elas, inspecao visual, técnicas de imagem, técnicas baseadas em dispositivos de protecao,
técnicas de andlise da curva I-V (graficos que mostram a relacao entre a corrente elétrica
(I) e a tensao elétrica (V)), técnicas estatisticas, técnicas de aprendizado de maquinas,

entre outras.

Neste trabalho serao exploradas técnicas estatisticas e de aprendizado de maquina, utili-
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zando apenas os dados temporais de gera¢ao (poténcia).

1.4 Trabalhos relacionados

Este trabalho teve como base principalmente 2 trabalhos de pés graduacgao e um artigo
cientifico. Sao eles a “Identificagdo de funcionamento atipico de painel fotovoltaico* por
André Silva (2020), a dissertagdo “Modelos para previsao de poténcia gerada e identificacao
de falha em painéis fotovoltaicos“ por Bruna Rodrigues Vidigal (2022a) e o artigo “Recent
advances in failure diagnosis techniques based on performance data analysis for grid-

connected photovoltaic systems* de Andreas Livera et al. (2019).

1.4.1 Identificagcao de funcionamento atipico de painel fotovoltaico

A dissertagao de Silva (2020) teve como objetivo identificar o funcionamento atipico em
uma string fotovoltaica utilizando apenas a tensao e a corrente em seus terminais, sem a

utilizacao de dados ambientais de irradiagdo solar e temperatura.

O trabalho primeiramente descreve o funcionamento dos painéis solares, entrando em
detalhes sobre sua geracao de energia a nivel de modulo, apresentando modelos matematicos
para a tensao e corrente fornecidas pelo modulo solar a carga e as caracteristicas da curva

I-V de uma célula solar.

A seguir descreve a estrutura usual de um sistema fotovoltaico, tendo ele diversas células
por modulo e diversos modulos por sistema, a fim de gerar uma quantidade de poténcia a

nivel utilizavel, frente ao consumo da instalagao elétrica do sistema.

Feita a introducao sobre a estrutura do sistema fotovoltaico, o autor lista em detalhes
diversos defeitos possiveis em um sistema fotovoltaico, classificando-os conforme sua

localizacao no sistema.

Por fim, o trabalho desenvolve uma Rede Neural Convolucional para detectar anomalias
em uma mini usina de geragdo com uma string com 6 modulos fotovoltaicos. Dessa string

foram coletados dados de corrente, tensao e poténcia e usados para treinar a rede.

Para que a rede também fosse exposta a condi¢oes de funcionamento defeituosas e categori-

zadas propriamente, um operador humano forgou uma das 19 condigoes escolhidas (listadas
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Tabela 1 — Codificagao das condigdes de funcionamento da string fotovoltaica para o trabalho do Silva

(2020).

Cdédigo | Condicao de funcionamento da string
0 Normal
1 Painel #1 inteiro sombreado
2 Painel #2 inteiro sombreado
3 Painel #3 inteiro sombreado
4 Painel #4 inteiro sombreado
D Painel #5 inteiro sombreado
6 Painel #6 inteiro sombreado
7 Painel #1 com setor sombreado
8 Painel #2 com setor sombreado
9 Painel #3 com setor sombreado
10 Painel #4 com setor sombreado
11 Painel #5 com setor sombreado
12 Painel #6 com setor sombreado
13 Painel #1 em curto-circuito
14 Painel #2 em curto-circuito
15 Painel #3 em curto-circuito
16 Painel #4 em curto-circuito
17 Painel #5 em curto-circuito
18 Painel #6 em curto-circuito
19 Arco elétrico na string

Fonte: Silva (2020).

na Tabela 1) e misturou os dados defeituosos com dados de condigées de funcionamento

normal.

Por fim, o autor conclui que no sistema estudado foi sim possivel detectar cada uma das

20 condicoes monitoradas usando apenas amostras de tensao e de corrente com acuracia

de 94,03%.

O trabalho de Silva foi de grande ajuda para o entendimento do funcionamento basico
dos moédulos fotovoltaicos e dos sistemas de geracao construidos com eles. Ele também

faz uma coletanea concisa de diversos tipos de defeitos que podem afetar estes sistemas e

descreveu bem o funcionamento de redes neurais.
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1.4.2 Modelos para previsao de poténcia gerada e identificacao de falha em

painéis fotovoltaicos

A dissertagao de Vidigal (2022a) aborda um tema semelhante ao presente trabalho, que é a
utilizacao de modelos de redes neurais para previsao de poténcia gerada e identificacdo de
falhas em painéis fotovoltaicos, e utiliza a mesma base de dados. A dissertacao tem como
um dos objetivos a exploragdo de modelos de previsao utilizando grafos para monitorar o

funcionamento de um sistema fotovoltaico.

O estudo empregou a arquitetura de uma rede neural para aprender com dados da topologia
logica de um sistema fotovoltaico e séries temporais de mudancas histéricas de poténcia
da rede, a fim de prever a poténcia de um moddulo especifico em um momento futuro.
Além disso, o estudo comparou o desempenho de um modelo simples de Redes Neurais
Recorrentes LSTM com um modelo hibrido que combina convolucao de grafos e Redes
Neurais Recorrentes LSTM.

Na revisao bibliografica sao detalhados os temas de sistemas fotovoltaicos, teoria de grafos,

séries temporais, modelos estatisticos e aprendizado profundo de maquina.

Foi feito também uma analise exploratoria dos dados para o entendimento do dominio
analisado e do comportamento aparente dos dados. Por meio de métodos estatisticos

encontrou-se a melhor forma de lidar com os dados.

O trabalho conclui que a utilizagdo de um modelo hibrido de convolucao de grafos e redes
neurais recorrentes LSTM apresentou melhor desempenho quando comparado a outros
modelos de previsao de valores de poténcia de sistemas fotovoltaicos. Conclui-se também

que a inclusao da estrutura de grafo gerou um melhor aprendizado para a rede neural.

A dissertagao de Vidigal (2022a) foi de grande ajuda no assunto de deteccao de falhas no
sistema de geracao fotovoltaica do Centro de Pesquisa, Inovacao e Desenvolvimento do
Espirito Santo (CPID). A assisténcia da autora com os conceitos abordados também foi

essencial para que fossem dados os primeiros passos deste trabalho.
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1.4.3 Recent advances in failure diagnosis techniques based on performance

data analysis for grid-connected photovoltaic systems

O artigo de Livera et al. (2019) aborda os recentes avangos em técnicas de diagnéstico de
falhas baseadas na andlise de dados de desempenho para sistemas fotovoltaicos ligados a

rede.

O artigo teve como objetivo fornecer uma visao geral das técnicas e praticas mais avancadas
no tema de detecgao de falhas e classificacao utilizada em sistemas fotovoltaicos ligados
a rede, uma vez que a literatura existente sobre métodos baseados na anélise de dados

utilizados para a deteccao de falhas é extensa.

Os tipos de erros que podem ocorrer em sistemas de geragao fotovoltaicos sao categorizados
e detalhados a fundo, e sao divididos em erros que acontecem do lado AC (lado onde
tem-se um sistema em corrente alternada) e do lado DC (lado onde tem-se um sistema
em corrente continua). Categorizagoes adicionais sao feitas baseadas principalmente na

localizacao e estrutura do erro.

O trabalho foi de grande ajuda para o entendimento dos diversos tipos de defeitos que
podem afetar os sistemas fotovoltaicos, desde defeitos nos médulos quanto no inversor, que
afeta todo o sistema. Defeitos estes que por vezes podem ser detectados e classificados por

meio da analise dos dados de geragao, e que por vezes nao sao detectaveis tao facilmente.
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1.5 Objetivo Geral

A presente monografia tem como objetivo principal estudar as ferramentas de correlagao
linear e redes neurais para identificar comportamentos atipicos em um grupo de médulos
fotovoltaicos. O estudo ¢é feito a partir de informagoes extraidas da poténcia gerada por cada

modulo do Centro de Pesquisa, Inovac¢ao e Desenvolvimento do Espirito Santo (CPID).

1.6 Objetivos Especificos

Estudar a viabilidade do uso de Coeficientes de Correlacao de Pearson para detectar anor-
malidades na geragao de painéis fotovoltaicos. Esta andlise tem como objetivo minimizar as

influéncias externas como condi¢oes climaticas, radiacao solar, sombreamento e sujidade.

Estudar a viabilidade de uso de Redes Neurais Recorrentes que preveem a geracao em um
instante futuro para deteccao de anomalias nos painéis fotovoltaicos. O estudo também
investiga a necessidade de que esse modelo seja reajustado com o tempo, visto que as
influéncias externas como condi¢oes climaticas, radiacao solar, sombreamento e sujidade,

assim como a eficiéncia do proprio painel variam ao longo do tempo de sua vida util.
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2 REFERENCIAL TEORICO

2.1 Conceitos basicos da geracao solar

O Sol é uma fonte de energia primordial e essencialmente inesgotavel quando levamos em
consideracao a escala de tempo da vida no planeta Terra. O Sol é uma estrela considerada
de tamanho médio e a energia irradiada por ele é proveniente das reagoes de fusao nuclear
dos atomos de Hidrogénio para formar Hélio. A poténcia emitida por essas reagoes esta na
ordem de 3,86 - 10*0W e a temperatura na superficie do Sol ¢ da ordem de 5778K (5505°C)
e embora a energia que chega na terra é apenas uma pequena fragao disso, a radiagao

solar ¢ uma das fontes de energia mais promissoras deste milénio (INPE, 2017).

Os raios solares cobrem uma grande faixa do espectro eletromagnético, eles incluem as
ondas de radio, infravermelho, luz visivel, ultravioleta, raios X e raios Gama. Porém, 99%
de toda a energia solar emitida esta contida no intervalo de comprimentos de onda entre
0,15 e 4 um e a taxa de radiagio total emitida pelo Sol se mantém praticamente constante

(BHATIA, 2014).

Essa energia alimenta todos os processos térmicos, dinamicos e quimicos que dependem
da luz solar, e torna possivel a captagao por meio de painéis fotovoltaicos para geracao de
eletricidade. Os avangos tecnoldgicos feitos nas ultimas décadas aumentaram significativa-
mente o aproveitamento fotovoltaico, o que esta resultando em um crescimento expressivo

da participagao da energia solar na matriz energética Brasileira (INPE, 2017).

Porém, a disponibilidade do recurso energético solar é limitada ao intervalo em que o Sol
estd visivel em determinado ponto da superficie terrestre, portanto, apesar de o Sol emitir
uma radiacao quase que constante no tempo, s6 se pode aproveitar dela em tempos e
quantidades limitadas e variadas (INPE, 2017).

A duracao do dia e a quantidade de energia solar incidente em um ponto qualquer da
superficie terrestre apresenta variabilidade temporal caracteristica de dois ciclos: o ciclo
diario e o ciclo anual. O ciclo diario tem o impacto mais evidente e imediato, acontece
devido a rotacao da Terra sobre seu préprio eixo, e determina o periodo em que o Sol

estara visivel para cada regiao da Terra.
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O ciclo anual existe por consequéncia da inclinacdo de aproximadamente 23 graus do
eixo axial da Terra com relagdo ao plano orbital do planeta em torno do Sol. A Figura 4
mostra a curvas de exposicao solar para diferentes niveis de latitude, o eixo das abscissas
representa os meses do ano e o eixo das ordenadas representa a duragao em horas do

periodo em que hé exposigao solar (fotoperiodo) (INPE, 2017).

A Figura 4 deixa bem evidente que a localizacdo na superficie terrestre é um fator

determinante na quantidade de energia solar incidente em determinado local.

Figura 4 — Variabilidade do fotoperiodo ao longo do ano para diferentes latitudes.
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Pelo boletim de geragao solar disponibilizado pelo ONS (2022), é disponibilizado acesso
aos dados da geragao solar fotovoltaica no Sistema Interligado Nacional (SIN). Na Figura
5 tem-se a geracao média horaria em MW de um complexo solar de Minas Gerais para

diferentes meses do ano.

Percebe-se que em Dezembro de 2018 e Janeiro de 2019, consta uma exposicao solar que
dura aproximadamente de 6:00 até 19:00 horas, enquanto para Agosto e Outubro de 2018,
consta uma exposi¢ao que dura de 5:00 até 17:00 horas. Fica evidente, entdo, a mudanca

no periodo de exposicao solar para diferentes periodos do ano.

Os efeitos listados acima sao fatores astrondémicos, e afetam a radiagao solar que incide
no topo da atmosfera. No entanto, a radiacao solar deve passar por toda a atmosfera

até chegar a superficie do planeta, e portanto, sofre a influéncia de processos fisicos que
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Figura 5 — Geracdo média horaria do complexo solar Pirapora em Minas Gerais, dos meses de Agosto,
Outubro e Dezembro de 2018 e Janeiro de 2019
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Fonte: ONS (2022)

interagem e atenuam a intensidade da radiacao solar ao longo do seu percurso até incidir
na superficie terrestre (INPE, 2017).

Por ser emitida na forma de radiagao eletromagnética, a energia proveniente do Sol é
distribuida em diversos comprimentos de onda. Os diferentes comprimentos de onda da
radiagao interagem de forma distinta com os constituintes atmosféricos, e podem sofrer
processos de absorcao, reflexdo, ou espalhamento, conforme mostra a Figura 6 (INPE,
2017).

Os processos de absorcao e espalhamento alteram o espectro magnético da radiagao solar
ao longo do seu percurso pela atmosfera terrestre. Diferentes componentes quimicos na
atmosfera irdo interagir com diferentes faixas de frequéncia da radiagdo solar, e por vezes
até totalmente atenud-los (INPE, 2017).

A Figura 7 ilustra o espectro continuo de radiacao eletromagnética emitido pelo Sol no
topo da atmosfera (linha em azul) e a quantidade que atinge a superficie da Terra apos
ser afetado pelos processos radiativos na atmosfera (drea verde no grafico). E possivel
observar que alguns comprimentos de onda sao completamente bloqueados pela atmosfera

e nao alcancam a superficie da Terra, enquanto outros apenas atenuados ou até mesmo
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Figura 6 — Principais processos de interagao da radiacao solar na atmosfera
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muito pouco afetados.

Apesar de tudo isso, as nuvens sao o principal fator modulador da radiacao solar que incide
na superficie. Devido a suas propriedades 6ticas, elas produzem um espalhamento eficiente
da radiagao solar causando sombreamentos em areas. O espalhamento da radiagao solar
por nuvens depende da sua espessura Otica, da distribuicao de tamanhos das goticulas, do
contetdo e do estado fisico da agua, podendo afetar fortemente a geragao de eletricidade
por painéis fotovoltaicos (INPE, 2017).

2.2 Células fotovoltaicas

As células fotovoltaicas sao dispositivos que convertem a radiagao eletromagnética emitida
pelo Sol em energia elétrica através do efeito fotoelétrico. Elas funcionam como um

semicondutor que gera corrente elétrica quando expostas a luz (GHENSEV, 2006).

Quando conectadas, elas formam um modulo, e quando combinadas, formam sistemas de

diferentes tamanhos e configuragdes, fornecendo energia elétrica nos terminais de saida.

Os sistemas fotovoltaicos estao cada vez mais presentes em nossa vida cotidiana e sao

utilizados como fonte de energia para diversos equipamentos eletroeletronicos, como
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Figura 7 — Espectro continuo de radiacao eletromagnética da radiagdo solar.
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calculadoras, relégios de pulso, satélites de comunicacao, sistemas de telecomunicagoes,
sistemas de bombeamento de agua, iluminacao, dispositivos sensores, seguranca e vigilancia
remota, entre outros (GHENSEV, 2006).

2.2.1 Funcionamento da célula fotovoltaica

O funcionamento fisico das células fotovoltaicas é baseado no efeito fotovoltaico. Esses
materiais sdo chamados de semicondutores, e o silicio é o mais comumente usado na
fabricagao de células fotovoltaicas (GOETZE, 2017).

As células fotovoltaicas sdo basicamente constituidas por materiais tipo-N (com excesso
de elétrons) e materiais tipo-P (com falta de elétrons). Essa jungdo cria uma barreira de
potencial que quando em contato com a luz solar, faz com que os elétrons excitados se
movam do material tipo-N para o material tipo-P. Um coletor de cargas elétricas é usado

para capturar a corrente proveniente deste novo campo elétrico e fornecer energia para
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dispositivos eletronicos (GHENSEV, 2006).

A poténcia gerada por uma célula fotovoltaica é proporcional a sua area e densidade
de corrente. A densidade de corrente de células de silicio varia entre 16 a 42 mA /cm?,
dependendo da tecnologia utilizada (GREEN et al., 2017). Por exemplo, uma célula com
15x15 cm e densidade de corrente de 40 mA /ecm? é capaz de gerar de 4,5 a 8,1 W de
poténcia (SILVA, 2020).

Para elevar a poténcia gerada a um nivel comparavel ao consumo de equipamentos elétricos,
conectam-se as células formando um maédulo solar. E comum a utilizacio de 60 células
solares por médulo solar, com diodos de by-pass a cada 20 células para minimizar possiveis
polarizacoes reversas nas células solares e evitar danos nas células ou reducao da eficiéncia

de geracao. Na Figura 8 esta exemplificada a interligagdo interna das células de um médulo
solar (SILVA, 2020).

Figura 8 — Interligacao interna das células de um moddulo solar.
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Fonte: Silva (2020)

2.2.2 Estrutura de um sistema fotovoltaico

Para obter um nivel de tensao e corrente desejado, os médulos solares (ou painéis solares)
sao conectados em série, formando strings, que por sua vez sao conectados em paralelo,
formando um arranjo fotovoltaico, ou gerador solar, que conformam com as especificagdes
de tensao e corrente (SILVA, 2020).

Outros componentes comumente utilizados em um sistema fotovoltaico sdo: Diodos de
bloqueio, condicionador de poténcia, sistema de armazenamento e inversor para conectar

a rede de energia elétrica (SILVA, 2020).

Uma ilustragdo de um sistema fotovoltaico tipico pode ser vista na Figura 9.
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Figura 9 — Componentes de um sistema fotovoltaico tipico.
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2.3 Usina de pesquisa fotovoltaica do CPID

O Centro de Pesquisa, Inovacao e Desenvolvimento do Espirito Santo (CPID) é um centro
de pesquisas situado em Cariacica, que tem como objetivo incentivar a ciéncia, tecnologia
e inovagao no Estado do Espirito Santo. O espaco ¢ formado por laboratoérios de diferentes

areas, como novas tecnologias, inovagao, energia, meio ambiente e atendimento ao setor
industrial (MOZER, 2021).

O objetivo é atuar por meio do desenvolvimento de pesquisas, em areas estratégicas para

o desenvolvimento sustentavel do ES.

Em 17 de Margo de 2021 foi inaugurada a usina fotovoltaica do CPID. A usina é composta
de um total de 840 painéis solares, e se estima a produgao de 425 MWh/ano e uma
economia anual de R$ 357.923,48 (MOZER, 2021). Uma foto da usina pode ser vista na
Figura 10.

A usina fotovoltaica possui um otimizador de poténcia para cada dois médulos fotovoltaicos,
resultando em 420 leituras periddicas dos dados de geracao. Os dados sao armazenados

pelo sistema SolarEdge Monitoring Platform, e as leituras tiveram inicio em fevereiro de

2021 (VIDIGAL, 2022b).

As medigoes de poténcia, corrente e tensao sao efetuadas por sensores, presentes no sistema


https://www.solaredge.com/br
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Figura 10 — Usina de pesquisa fotovoltaica do CPID

Fonte: Mozer (2021).

de painéis fotovoltaicos, que sdo dispositivos de eletronica de poténcia no nivel de mddulo,
do inglés Module-Level Power Electronics (MLPE), denominados otimizadores de poténcia
P730/P850 (VIDIGAL, 2022b).

Os moédulos também possuem uma divisao légica, de acordo com a conexao elétrica deles.
Existem 4 inversores e portanto, 4 grupos distintos que sao representados pelas diferentes
cores na Figura 11. Dentro de cada grupo ainda existem divisdes com 17 a 22 mddulos

fotovoltaicos e cada médulo possui seu identificador tinico.

Além disso, existem 2 arvores que produzem sombreamento nos painéis em alguns momentos.

Uma representacao destas arvores também constam na Figura 11.
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Os identificadores tinicos sao constituidos entao, pelo nimero do inversor, seguido do
numero do grupo, seguido do seu nimero tinico dentro desse grupo. Por exemplo, o modulo

4.3.9 é 0 92 médulo do 3° grupo do 4 inversor.

Figura 11 — Disposicao fisica dos painéis solares. Cada grupo de painéis da mesma cor esta ligado a um
inversor independente.

Fonte: SolarEdge Monitoring Platform
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Apesar dos médulos estarem todos em uma mesma localizacao, os equipamentos de
monitoramento dos painéis apontam uma diferenga na geracao entre cada painel. Além
disso, dois destes painéis apresentaram um defeito e ndao estdo gerando energia desde 27

de Dezembro de 2021, conforme mostra a Figura 12.

Figura 12 — Painéis defeituosos do sistema do CPID

©

Fonte: Portal de monitoramento do sistema pela SolarEdge Monitoring Platform.

Faz-se necessaria entdao, uma analise dos dados gerados pelos mddulos, a fim de identificar o
motivo da disparidade de geragao entre células e estudar o histérico do comportamento dos
dois painéis que apresentaram defeito, a fim de identificar possiveis padroes que poderao

predizer o defeito de outros painéis.

2.4 Analise de correlacao

A anélise de correlagdo entre grandezas é uma técnica estatistica que permite identificar
se existe alguma relacao entre duas ou mais variaveis. Essa andlise é importante porque
pode ajudar a entender como diferentes variaveis se influenciam mutuamente, e se sim,

qual ¢é a natureza dessa relagao. Exemplos de aplicagoes sao:

o Na medicina, a andlise de correlagao pode ser usada para investigar se ha alguma
relacdo entre determinado fator de risco e a ocorréncia de uma doenca. Isso pode

ajudar a identificar possiveis fatores de risco e a desenvolver estratégias preventivas.

« Na economia, a analise de correlacdo pode ser usada para examinar se ha alguma
relagao entre duas variaveis economicas, como por exemplo, o nivel de emprego e
o nivel de inflagdo. Isso pode ajudar a prever o comportamento de determinadas

varidveis e a tomar decisoes informadas.

« Na psicologia, a analise de correlacao pode ser usada para investigar se hé alguma

relacao entre determinadas caracteristicas ou comportamentos e o nivel de bem-estar
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de uma pessoa. Isso pode ajudar a identificar fatores que influenciam o bem-estar e

a desenvolver intervencoes eficazes.

Em geral, a analise de correlagdao ¢ importante porque permite aos pesquisadores e cientistas
identificar relagoes entre grandezas e usar essas informacoes para entender melhor o mundo
ao nosso redor (LAPPONI, 2005).

A anélise de correlacao linear é a forma mais comum de correlacao e expressa o grau de
relacdo linear entre dois conjuntos de dados. A relagao linear significa que a variacao de

um conjunto de dados pode ser previsivelmente explicada de forma linear pela variagdo do
outro conjunto de dados (LIRA, 2004).

Essa relacdo é comumente quantizada pelo Coeficiente de Correlacdo de Pearson, e é
nomeado assim como homenagem a Karl Pearson, que juntamente com Francis Galton

estudou o conceito da correlacao linear entre conjuntos de dados (FILHO, 2009).

O coeficiente de correlagdo de Pearson varia de -1 a 1, onde um valor de -1 indica uma relacao
perfeitamente negativa (ou seja, a medida que um conjunto de dados aumenta, o outro
conjunto diminui de forma consistente), um valor de 1 indica uma relagido perfeitamente
positiva (ou seja, os dois conjuntos de dados aumentam ou diminuem juntos de forma

consistente) e um valor de 0 indica auséncia de relagao linear (FILHO, 2009).

Calcula-se o coeficiente de correlacdo de Pearson (p) segundo a seguinte férmula (LAPPONTI,
2005):

cov(X,Y)

X, V) =
4 ) \/V&I“(X) -var(Y)

Onde cov(X,Y') é a covarincia entre o conjuntos de dados (vetores) X e Y e var(X) e

var(Y') sdo os valores de variancia dos conjuntos X e Y, respectivamente.

Substituindo as defini¢oes de covarincia e variancia, temos (LAPPONI, 2005):

2ic (2 — T) (Y — §)
\/Zgl:l(xi —z)? \/Z?:l(yi —y)?

p(X,Y) =

Onde z1,29,...,%, € Y1,Y2,...,Yn sa0 os valores dos conjuntos X e Y, e e y sao as

médias aritméticas destes valores, respectivamente.
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Por exemplo, considere os conjuntos de dados bidimensionais A, B e C mostrados na

Figura 13 na forma de curvas e a matriz de coeficientes de Pearson (P) destes conjuntos,
na Tabela 2.

Figura 13 — Conjuntos de dados bidimensionais A, B e C
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=10 -

—15 -

Fonte: Autor

Tabela 2 — Matriz de coeficientes de Pearson (P) dos conjuntos A, B e C

A B C
A 10 -0,867 0,257
B -0867 10 -0,166
C 0,257 -0,166 1,0

Fonte: Autor

Onde a célula Pxy indica o coeficiente de Pearson entre os conjuntos de dados X e Y, ou
p(X,Y). A diagonal principal de uma matriz de coeficientes de Pearson serd sempre 1 pois
p(X, X) =1, e a matriz é simétrica pois p(X,Y) = p(Y, X).

O coeficiente de p(A, B) é negativo e préximo de -1, o que indica que estao relacionados
linearmente de forma negativa. Percebe-se pela Figura 13 que quando A cresce, B diminui.
Além disso, p(A, C) e p(B,C) tem valores préximos a 0, o que indica uma nao dependéncia

linear.

Segundo Callegari-Jacques (2003), o coeficiente de correlagdo pode ser avaliado qualitati-

vamente da seguinte forma:
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Se 0,00 < |p| < 0,30, existe fraca correlacao linear,

Se 0,30 < |p] < 0,60, existe moderada correlagao linear,
e Se 0,60 < |p| < 0,90, existe forte correlagao linear,

e Se 0,90 < |p| < 1,00, existe correlagao linear muito forte.

Vale lembrar que uma correlacao linear préxima a 0 nao significa que os dois conjuntos sao
independentes, e sim que nao sao linearmente relacionados. Por exemplo, o coeficiente
de correlacao linear entre os valores de seno e cosseno serd um valor igual ou muito proximo
a zero, mas sabe-se que essas 2 fungoes estao fortemente relacionadas, apenas de forma

nao-linear.

2.5 Redes Neurais Artificiais

O Aprendizado de Maquina é uma area da ciéncia da computagao que se concentra em criar
modelos computacionais capazes de aprender com dados e fazer previsoes, classificacoes ou
mais recentemente até criar imagens e textos. Esses modelos sao treinados usando grandes
quantidades de dados e sao capazes de evoluir e se adaptar a novos dados. O objetivo do
Aprendizado de Maquina é automatizar o processo de tomada de decisdo, o que pode ser

util em muitas dreas, como na satde, a finanga e a seguranga (IZBICKI; SANTOS, 2020).

Redes Neurais Artificiais (RNA) simulam a estrutura neural de organismos inteligentes
por meio de um modelo matematico que adquire conhecimento através da experiéncia. A
popularidade das RNAs reside nas caracteristicas de processamento de informacao, ao
poder de aprendizagem, elevado paralelismo, tolerancia a falhas, nao linearidade, tolerancia
ao ruido, e capacidades de generalizagdo (ABIODUN et al., 2018).

Uma rede neural artificial é composta por varias unidades de processamento, que sao
conectadas entre si, e a seus canais de comunicagao sdo atribuidos pesos (LORENA;
GAMA; FACELI, 2000).

Essas unidades fazem operacoes sobre seus dados de entrada, e repassam para suas conexoes
de saida. O resultado repassado é entao ampliado ou reduzido pelo peso atribuido a este
canal de comunicagao e o processo se repete. No final do processo, é feita uma soma
ponderada dos sinais e se esta soma resultar em um certo limite, a unidade produz uma

determinada resposta de saida. Esta comparacao com um certo limite ¢é feita pela funcao
de ativagao (LORENA; GAMA; FACELI, 2000).
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O arranjo das conexoes entre unidades de processamento é composto de uma camada de
entrada (input layer), miltiplas camadas intermedidrias (hidden layers) e uma camada de

saida (output layer).

A representagao gréafica usual de uma RNA com quantidades arbitrarias de camadas
intermediarias e de unidades de processamento, de entradas e de saidas pode ser vista na

Figura 14.

Em verde tem-se as entradas, onde cada circulo representa uma entrada de dados, nesse
caso existem b entradas. Em laranja tem-se as camadas intermedidrias, nesse caso existem
2 camadas intermediarias com 7 unidades de processamento cada. Em azul tem-se as

saidas de dados, neste caso, com 4 saidas.

Figura 14 — Organizagdo de camadas em uma RNA
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Fonte: Bhatia (2018).

A camada de entrada é onde os dados sao introduzidos a rede, nas camadas intermediarias
¢é onde a maior parte do processamento acontece, sao feitas diversas operacoes nas unidades,
seguidas das multiplicagoes de pesos. Por fim, chega-se a camada de saida, onde o resultado
final é concluido (CARVALHO, 2009).

O processo de aprendizado de uma RNA ¢ feito pela alimentagao de dados de treino e um
conjunto de regras bem definidas (um algoritmo de otimizagao) para alterar os pesos de
forma que melhor descreva os dados de treino. Desta forma, a “aprendizagem do modelo”

consiste em encontrar os pesos que entregarao o melhor resultado.
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2.5.1 Neuronio artificial

Um neurdnio artificial é baseado no principio do neurénio biologico. Ele é composto por
entradas (ou dendritos), uma unidade de processamento (ou corpo celular) e saidas (ou
axonios). As entradas recebem sinais de outros neurénios ou sensores, esses sinais sao
processados pela unidade de processamento e a saida é enviada a outros neuronios ou
atuadores (HAYKIN, 2011).

Na unidade de processamento, os sinais de entrada sao combinados através de uma operagao
matemética, geralmente uma soma ponderada. Cada neur6nio tem um valor de bias (viés
do neurénio) e cada entrada dos neurénios tém um peso associado (peso sindptico) que
determina a importancia do sinal. Esta soma ponderada é passada por uma funcao de
ativagao, que determina se o neurdnio esta “ativo“ ou “inativo“ e, portanto, se a saida
sera enviada (SILVA, 2019).

Os pesos das entradas e a funcao de ativacao sdo os principais componentes de um
algoritmo de neuroénio artificial. Esses pesos sao ajustados através de um processo chamado
treinamento, onde o neurdnio é exposto a uma série de entradas conhecidas e as saidas
desejadas sdo comparadas com as saidas reais. A diferenca entre as saidas desejadas e reais

é usada para ajustar os pesos e a fungao de ativagdo (HAYKIN, 2011).
Na Figura 15 tem-se uma representacgao grafica de um neurénio artificial usado em redes
neurais artificiais (HAYKIN, 2011). Nota-se a semelhanca com a representacao de um

neurdénio humano na Figura 16.

Em termos matemaéticos, descreve-se o neuronio artificial £ mostrado na Figura 15 pela

equagao:
Jj=1
yr = (O wijag) + by
m
Onde z1, s, ..., 2, sdo os valores de entrada, wyy, Wk, . .., Wy SA0 08 pesos sinapticos
) ) ym y Wk, WE2, sy Wkm

do neurdnio k, by é o bias, ¢(+) é a fungao de ativagdo e yj é o sinal de saida do neuronio.
O uso do bias b, serve para aumentar o grau de liberdade dos ajustes dos pesos (HAYKIN,
2011).
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Figura 15 — Representacao de um neurénio artificial.
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Fonte: Haykin (2011).

Figura 16 — Representacdo de um neurénio humano.
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Fonte: OpenStax (2018), modificado por Khan Academy.

2.5.2 Funcao de ativacao

As funcoes de ativacdo em redes neurais sao usadas para determinar se um neuronio
deve ser ativado ou desativado em uma determinada situacgao. Elas sao aplicadas a soma

ponderada das entradas do neurdnio, e a saida é usada como entrada para a proxima

camada (HAYKIN, 2011).

A funcao de ativagdo é uma forma de introduzir nao linearidade nas redes neurais,

permitindo que elas possam modelar problemas nao lineares. Sem nao linearidade, toda a
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rede neural seria equivalente a uma tnica camada linear, nao podendo modelar problemas
mais complexos (SILVA, 2019).

A escolha da funcao de ativagao certa depende do problema em questao e do tipo de
rede neural que estd sendo usado. As fungoes Sigmoid, Tangente Hiperbdlica e ReLU

(Rectified Linear Unit) sdo as mais comumente utilizadas e possuem diferentes aplicacoes
(EBERMAM, 2018).

2.5.3 Funcao de custo

A funcao de custo (ou funcdo de perda) é usada para medir a diferenga entre as saidas
previstas pelo modelo e as saidas desejadas e é usada durante o processo de treinamento.
O objetivo é minimizar a fun¢do de custo para ajustar os pesos da rede de forma que as

saidas previstas sejam cada vez mais proximas das saidas desejadas (SILVA, 2020).

Existem vérias fungoes de custo comuns usadas em redes neurais, como a Entropia Cruzada
Categorica, erro quadratico médio ou erro absoluto médio. A escolha da fungao de custo

depende do tipo de problema e do tipo de rede neural.

Em geral, ao longo do treinamento, o resultado da fun¢ao de custo deve diminuir, indicando

que a precisao do modelo estd aumentando e que o modelo esta "aprendendo".

2.5.4 Perceptron e Perceptron de multiplas Camadas

O Perceptron é uma rede neural composta por um tnico neurénio com m entradas, como
o da Secao 2.5.1, e é usado principalmente para classificagdo binaria. O Perceptron cria
um hiperplano, que é uma estrutura matematica de m dimensoes, que divide o espago
em duas regioes distintas. Cada regiao ¢ destinada para valores de entrada pertencentes a
uma classe especifica (SILVA, 2020).

O caso de um Perceptron com apenas 2 entradas é o mais simples e um exemplo deste caso
pode ser visto na Figura 17. Neste caso, tem-se um Perceptron que é capaz de categorizar
um dado com valores de z; e xs, representados pelos eixos do grafico. Os pesos wiewsy sao
responsaveis pela angulacao do hiperplano, enquanto o bias b, é responsavel por deslocar
o hiperplano da origem, como mostra a equacao do hiperplano denominada Fronteira de

Decisdao (HAYKIN, 2011).
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Figura 17 — Regioes de classificagdo dos dados de entrada, separados pelo hiperplano de separacao do
Perceptron
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Fonte: Silva (2020)

Perceptron de multiplas camadas, também conhecido como redes neurais feedforward, é uma
extensao do perceptron simples. Em vez de ter apenas um neur6nio, como no perceptron
simples, as redes neurais feedforward tém varias camadas de neurdnios conectadas. A
primeira camada é chamada de camada de entrada e as camadas subsequentes sao chamadas
de camadas ocultas. A ultima camada é chamada de camada de saida. Cada camada é
composta por varios neuronios que processam as entradas e produzem saidas para a proxima
camada. A Figura 14 é um exemplo de perceptron de multiplas camadas (EBERHART,
2014).

Devido a combinacao de varias camadas de neurdnios e as fungoes de ativacao nao lineares
em cada camada, o Perceptron de multiplas camadas é capaz de lidar com problemas nao

linearmente separaveis, o que era impossivel para o Perceptron com um tnico neurénio

(EBERHART, 2014).
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2.5.5 Backpropagation

Backpropagation é um algoritmo usado para treinar redes neurais feedforward. Ele é baseado
no principio da descida de gradiente e busca encontrar os pesos 6timos para uma rede de

Perceptron de multiplas camadas, minimizando a diferenca entre as saidas desejadas e as
saidas reais (EBERHART, 2014).

O algoritmo funciona da seguinte maneira (EBERHART, 2014):

1. Primeiro, as entradas sao passadas através da rede e as saidas sao calculadas.

2. Em seguida, a diferenca entre as saidas desejadas e as saidas reais é calculada,

geralmente usando uma func¢ao de custo.

3. A partir da saida, o erro é propagado de volta através da rede, camada por camada,

até a camada de entrada.

4. Em cada camada, os pesos sao ajustados para minimizar o erro, geralmente usando

algoritmos de otimizagao como o gradiente descendente.

5. Este processo é repetido varias vezes com diferentes conjuntos de entrada e saida

desejadas, até que o erro seja satisfatorio.

Algumas observagoes a serem feitas sobre o algoritmo sao (EBERHART, 2014):

« A funcao de custo e a funcao de ativagdo devem ser diferenciaveis para que o gradiente

possa ser calculado.

o Os pesos iniciais da rede sao usualmente definidos de forma aleatoéria ou inicializados

com valores proximos a zero.

o O numero de épocas de treinamento deve ser grande o suficiente para que a rede

possa aprender, mas nao tao grande a ponto de causar overfitting.

e O conjunto de dados de treinamento deve ser representativo da populacao alvo e

conter exemplos suficientes para que a rede possa aprender.

e A arquitetura da rede e pardmetros como taxa de aprendizado devem ser adequados

para o problema.



Capitulo 2. Referencial tedrico 40

2.5.6 Redes Neurais para Séries Temporais

As redes neurais de séries temporais sao uma subclasse de redes neurais que sao especial-
mente bem adequadas para lidar com dados que tém dependéncias temporais. Isso inclui
dados como séries temporais de mudancas climaticas, precos de agoes e sinais de audio
e video. Essas redes sao capazes de aprender padroes complexos nos dados de entrada e
fazer previsoes sobre o futuro (MATSUMOTO, 2019).

Para séries temporais, as Redes Neurais Recorrentes (RNR) sdo mais comumente usadas do
que as redes tradicionais feed-forward, discutidas anteriormente. As redes neurais recorrentes
sao algoritmos de aprendizado profundo de maquina que possuem conexoes ponderadas
dentro de uma camada que funcionam como ciclos, isso permite o armazenamento de

informagoes ao processar novas entradas (VIDIGAL, 2022b).

Uma representagao grafica de uma Rede Neural Recorrente pode ser vista na Figura 18.
Neste caso, os dados processados pela camada recorrente nao sao direcionados apenas
para a proxima camada de processamento como na Figura 14, os dados processados sao
também direcionados & si mesmos, a fim de usar o dado de um ciclo de processamento em
um ciclo seguinte e assim por diante (VIDIGAL, 2022b).

Figura 18 — Representacdo grafica de uma Rede Neural Recorrente
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Fonte: Weiss (2021).
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2.5.6.1 Redes neurais LSTM

As redes neurais LSTM, do inglés Long Short-Term Memory, sao um tipo de rede neural
recorrente que é projetada para lidar com séries temporais de dados. Ela possui uma
estrutura interna chamada “memoria de célula“ que permite que a rede mantenha uma
memoria a longo prazo dos dados anteriores, enquanto também permite esquecer infor-
macoes irrelevantes. Isso faz com que a LSTM seja especialmente 1til para tarefas como

previsao de séries temporais, traducao automéatica e processamento de linguagem natural

(HOCHREITER; SCHMIDHUBER, 1997).

A LSTM é composta por trés portas: entrada, esquecimento e saida. A porta de entrada
controla o quao relevante é a informacgao atual para a memoria de célula; a porta de
esquecimento controla o quao rapidamente a informacao anterior é esquecida; e a porta de
saida controla o quao relevante é a informacao armazenada na memoria de célula para a

saida da rede (VIDIGAL, 2022b).

A LSTM é treinada através de backpropagation como qualquer outra rede neural. Durante

o treinamento, os pesos das portas sao ajustados para maximizar a precisao da previsao
para dados de treinamento (VIDIGAL, 2022a).
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3 METODOLOGIA

A metodologia adotada busca, por meio de métodos estatisticos como coeficientes de
correlagao e redes neurais, identificar anomalias em sistemas fotovoltaicos como o instalado
no Centro de Pesquisa, Inovac¢ao e Desenvolvimento (CPID) do Espirito Santo. A escolha
desta metodologia se justifica pelo fato de que ela permite detectar padroes e relagoes
entre os dados, o que é fundamental para identificar possiveis problemas nos sistemas
fotovoltaicos. Além disso, as redes neurais sao ferramentas poderosas para o processamento

de dados, o que aumenta a precisao e eficiéncia da analise.

Neste capitulo, serdo apresentadas as ferramentas usadas e detalhados os passos que
serao seguidos para a implementacao da metodologia proposta, bem como as premissas e

justificativas para cada uma das etapas.

3.1 Ferramentas

O projeto foi desenvolvido utilizando um computador com sistema operacional Windows
10, processador Intel Core 15-4460 3,2 GHz e 16 GB de memoria RAM, com placa de video
NVIDIA GeForce GTX 1650, propriedade do autor.

Os modelos de aprendizado de maquina e andlise de dados foram desenvolvidos na
linguagem Python, utilizando o software Visual Studio Code (MICROSOFT, 2015) e o
Google Colaboratory (GOOGLE, 2020). O Visual Studio Code é um editor de codigo-fonte
que inclui suporte para a extensdo de arquivo .ipynb (Jupyter Notebook, um ambiente
computacional interativo), realce de sintaxe, complemento inteligente de cédigo, entre
outras ferramentas. O Google Colaboratory é um produto do Google Research que permite
a criagao e execucao de codigo Python arbitrario pelo navegador e é especialmente
adequado para aprendizado de méaquina e andlise de dados pois disponibiliza Unidade

de Processamento Gréfico, do inglés Graphics Processing Unit (GPU) para processar os
dados.

O computador do autor foi usado para o desenvolvimento do modelo da rede neural e para
processamentos mais leves como o de cédlculo do coeficiente de correlacao, geracao das
imagens e testes com banco de dados. Para o treinamento dos modelos de previsao para

todos os 420 médulos fotovoltaicos, foi utilizado o Google Colaboratory pois por mais que
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fosse feita uma andlise de desempenho para que a rede fosse o mais eficiente possivel, a
grande quantidade de modulos e o grande volume de dados a serem processados tornam o
processo de treinamento computacionalmente intensivo e demorado, mesmo para sistemas

especializados nessas tarefas, como o Google Colaboratory.

As principais bibliotecas de Python utilizadas no projeto foram:

o Numpy: Fornece suporte para manipulacao de arrays multidimensionais e realizacao
de calculos matematicos sofisticados em tais arrays. E uma ferramenta poderosa

para trabalhar com dados numéricos em Python.

e Pandas: Fornece estruturas de dados e ferramentas de andlise de dados de alta

performance. E muito 1til para manipular e analisar dados tabulares em Python.

o Matplotlib: Fornece ferramentas para criacao de graficos e visualizagao de dados.
E amplamente utilizada em aplicagoes de ciéncia de dados e estatisticas para criar

graficos e visualizagoes de dados de alta qualidade.

o Tensorflow: Uma biblioteca de c6digo aberto para criacao e treinamento de mo-
delos de aprendizado de maquina. E amplamente utilizada em aplicacdes de visdo
computacional, processamento de linguagem natural e outras areas de inteligéncia

artificial.

e Keras: E uma camada de abstracao sobre outras bibliotecas de aprendizado de
maquina, como Tensorflow, que permite aos usuarios criar e treinar modelos de rede

neural de maneira mais rapida e facil.

o Psycopg?2: Fornece suporte para conexao e acesso a bancos de dados PostgreSQL.
E amplamente utilizada em aplicacoes Python que precisam acessar banco de dados

PostgreSQL para armazenar e recuperar dados.

3.2 Dados de geragao da usina do CPID

O sistema de geracao solar do CPID é monitorado 24 horas por dia pelo sistema de
monitoramento da SolarEdge Monitoring Platform. A cada aproximadamente 5 minutos,
o sistema salva os dados de tensao, corrente e poténcia de cada um dos 420 médulos. Para

este trabalho, s6 sao utilizadas as medi¢oes de poténcia.

Esse intervalo de tempo entre medigoes varia, podendo ser menor ou maior que 5 minutos.

Para padronizar os dados e simplificar os calculos foram adotados intervalos de 1 hora e é
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feita uma média com todas as medigoes entre as trocas de horario a esse valor é atribuido
a proxima hora. Por exemplo, as medigoes de 14:05, 14:30 e 14:55 serdao consolidados para
encontrar o valor da hora 15 deste dia. Outra consideracao feita foi que sé foram usados
os valores entre 6:00 e 20:00, pois qualquer leitura fora deste intervalo é insignificante para

a pesquisa.

Os dados utilizados sdo em sua maioria do ano de 2021. Durante o més de Outubro, os
dados dos inversores 1, 2 e 3 foram perdidos, portanto, este periodo foi desconsiderado

para alguns moédulos.

Posteriormente adquiriu-se os dados de 2022 para comparagao e teste dos resultados.

Foi desenvolvido um algoritmo em linguagem Python, utilizando a biblioteca Psycopg2
para acessar os dados do banco de dados. Esses dados foram manipulados pelas bibliotecas
Numpy e Pandas conforme descrito acima, e salvos em arquivos para que fossem aplicadas
as bibliotecas Keras, TensorFlow e Pandas para desenvolver o modelo de previsao e analise

da correlacao posteriormente.

Por fim, tem-se 14 leituras de poténcia gerada por dia, das 6:00 até as 20:00, e esses sao

os dados utilizados para analises de correlacao e treinamento do modelo de redes neurais.

3.3 Analise do coeficiente de correlagcao de Pearson

Para esta analise, é adotada a premissa de que dois painéis que estao préximos um ao
outro devem apresentar uma alto coeficiente de correlacao de Pearson entre seus conjuntos

de dados de geracao de energia, ja que estao expostos a luz solar de forma semelhante.

A fim de minimizar os impactos externos entao, decidiu-se fazer a andlise do coeficiente de
correlacdo de Pearson apenas para modulos que estejam proximos entre si, de forma que

um coeficiente baixo possa ser visto como algo fora do comum.

Criou-se entao grupos a serem utilizados na analise do coeficiente de correlagao, que devido
a proximidade dos modulos, pode-se esperar que eles tenham uma exposicao a influéncias

externas muito semelhantes durante o dia.
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As divisdes mostradas na Segao 2.3 foram utilizadas para facilitar a criacao destes grupos.

Os grupos menores podem ser observados na Figura 19.

Figura 19 — Grupos utilizados para andlise do coeficiente de correlagao

Fonte: SolarEdge Monitoring Platform, alterado pelo autor.

A Figura 10, na pagina 28, mostra uma foto do layout fisico visto de cima.
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Algumas observacoes que devem ser feitas sobre esta divisao sao:

3.4

Os grupos 1 e 2 sao constituidos por todos os médulos dos inversores 1 e 2, respecti-

vamente, e possuem 48 moédulos cada;
O grupo 3 é constituido por todos os médulos do inversor 3 e contém 128 modulos;

Os grupos do inversor 4 possuem 22 moédulos cada, exceto 4.4, que contém 20

modulos;

Os grupos 1, 2 e 3 foram afetados por uma falha durante o més de outubro que fez

com que alguns dias deste més nao tivessem seus dados salvos;

Os grupos 1, 2 e 3 estao no telhado do prédio central do CPID, enquanto os grupos

do inversor 4 estao em regides abaixo;

Os grupos do inversor 4 sofrem maior influencia de arvores ao redor e da prépria
construcao do CPID;

O grupo 4.9 foi incluido da forma com que esta no layout 16gico do sistema, porém

¢ dividido em 3 espagos fisicos diferentes, o que afeta a analise de correlacao deste

grupo.

Modelo de previsao de geracgao

Para o modelo de previsao, foi utilizada a técnica de Redes Neurais Recorrentes para

reconhecimento dos padroes de geracao de cada painel e assim fazer uma previsao adequada

da geracao da préxima hora. Para esse fim, foi desenvolvido um algoritmo em linguagem

Python e aplicadas as bibliotecas Keras e TensorFlow.

3.4.1 Topologia da rede

Para a previsao da geracao da proxima hora, foram testadas uma série de combinagdes de

camadas com diferentes hiperpardmetros e o que foi encontrado é que para esta aplicacao

uma rede com apenas 2 camadas ocultas é suficiente.

Devido a natureza temporal dos dados, uma Rede Neural Recorrente foi escolhida. A

primeira camada oculta é uma LSTM e a segunda uma densa. Também foram adicionadas
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camadas de Dropout com uma taxa de desativamento de neurdnios de 0,1 entre as camadas,

de forma a garantir que o modelo seja robusto para a perda de qualquer evidéncia individual.

As fungoes de ativacgao utilizadas foram Tangente Hiperbdlica para a LSTM e ReLu para a
Densa. O otimizador utilizado foi o RMSProp, a Loss function (fungao de perda) utilizada
foi a Mean Squared Error (MSE) e o batch size escolhido foi 32. O ntmero de épocas
escolhido foi 100, porém, nao se atinge este nimero por conta do callback de early stopping,
que para o treinamento do modelo quando nao ha melhoria no modelo nas ultimas 10

épocas.

Essas configuragoes foram escolhidas com base em testes empiricos e em recomendagcoes

da literatura.

Também foram realizados diversos testes para determinar o tamanho da sequéncia de
entrada e o nimero de neuronios em cada camada. Para cada valor de tamanho de
sequéncia, nimero de neuronios na primeira e nimero de neurénios na segunda camada,
foram treinados 7 modelos, para painéis diferentes, e no fim foi pego a média dos valores
da funcao de perda dos dados de validagao. Desta forma, pode-se comparar a eficiéncia de

cada combinacao de parametros para todo o sistema de geracgao.

Os 7 modulos escolhidos podem ser vistos na Figura 20.

Figura 20 — Localizacdo dos médulos utilizados para encontrar o modelo ideal.

Fonte: SolarEdge Monitoring Platform, alterado pelo autor.
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Os valores testados para cada hiperparametro foram:

o Tamanho da sequéncia: 6, 8, 10, 12, 14, 16, 18, 20, 22, 42, 70, 98, 140, 196 e 420;
o Numero de neurdnios da camada LSTM: 16, 32, 64, 128, 256;

o Numero de neurdnios da camada densa: 16, 32, 64, 128.

A fim de comparar a eficiéncia de diferentes combinacoes de hiperparametros, foram
construidas tabelas para cada tamanho da sequéncia de entrada com as combinagoes de
cada quantidade de neurdnios utilizada para as camadas de LSTM e Densa. A seguir
as Tabelas 3, 4, 5 e 6 mostram os resultados para sequéncias de 6, 14, 70 e 140 valores

respectivamente.

Estes resultados foram escolhidos para mostrar o comportamento dos valores de validacao

da funcao de custo conforme se aumenta o tamanho da sequéncia de entrada.

Tabela 3 — Valores da fungdo de perda para sequéncia de 6 valores

LSTM
Dense
16 32 64 128 256
16 0,14947066950 0,17787777630 0,20919176440 0,12082119780 0,17858989290
32 0,20856981970 0,13791848720 0,11204734820 0,10153460250 0,10880717640
64 0,19607367610 0,17154354600 0,20866720630 0,13375882560 0,13484554240
128 0,19412064060 0,12443954000 0,13265738390 0,10850080350 0,11225529760
Tabela 4 — Valores da fungao de perda para sequéncia de 14 valores
LSTM
Dense
16 32 64 128 256
16 0,02903030174 0,05622445579 0,02806249554 0,02230729655 0,02899938396
32 0,02661573674 0,02689239356 0,02737003937 0,02645660245 0,02463850006
64 0,06198738781 0,05299997543 0,02527659786 0,02697685787 0,02988705252
128 0,05619912302 0,02783504368 0,02793318033 0,02687596184 0,05319917521

Pode-se notar que os valores de perda diminuem conforme a quantidade de valores na
sequéncia aumenta, com apenas 6 valores, a perda fica muito alta, mas para 14 e adiante

os valores comecam a ser aceitaveis.

Também pode-se observar o comportamento dos valores de fungao de perda no grafico da
Figura 21, onde tem-se a mediana de todos os valores das tabelas construidas, em funcao

do tamanho da sequéncia de entrada.
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Tabela 5 — Valores da fungdo de perda para sequéncia de 70 valores

LSTM
Dense
16 32 64 128 256
16 0,01321710872 0,01235966331 0,04157422975 0,01274377600 0,01332582946
32 0,01315527888 0,01297427607 0,01219952705 0,01236344475 0,01244732046
64 0,01287773305 0,01255425771 0,01270994251 0,04160853276 0,01348817654
128 0,0119804386  0,01237220809 0,01249104831 0,01249221978 0,01255779075
Tabela 6 — Valores da funcéo de perda para sequéncia de 140 valores
LSTM
Dense
16 32 64 128 256
16 0,01243962148 0,01155739331 0,01134627166 0,01182944461 0,04332586205
32 0,01227440100 0,01207464854 0,01235981445 0,01172753357 0,01114591996
64 0,01091890742 0,01599408952 0,01036450426 0,01142157481 0,01100599446
128  0,04238871884 0,05036685789 0,04410211396 0,01184081246 0,0147317479

Figura 21 — Mediana dos valores de func¢ao perda em fungao do tamanho da sequéncia de entrada.

Funcgao perda de validacao
o
o
[e5]

6 8 10 12 14 16182022 42 48 70 98

Tamanho da sequéncia de entrada

Fonte: Autor

Observa-se que o valor de perda diminui com o tamanho da sequéncia, até um valor de
aproximadamente 0,01. Porém, para valores de tamanho de sequéncia de entrada maiores
que 70, diminuir o valor da perda torna-se muito dificil. Portanto, foi escolhido 70 como
o tamanho da sequéncia de entrada para a rede neural, isso totaliza 5 dias de dados de

entrada.

Tendo escolhido o tamanho da sequéncia, deve-se agora escolher o nimero de neuronios
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para as 2 camadas. A Tabela 5 mostra os valores da funcao de perda de validagao para
cada combinac¢ao de nimero de neuronios das camadas para o caso de uma sequéncia de

entrada de 70 valores.

Foram escolhidos 64 neurdnios para a camada LSTM e 32 para a camada Densa

pois estes parametros se mostraram consistentemente bons em todos os testes.

A topologia final da rede escolhida entao ficou como mostrado na Tabela 7 e possui um

total de 19.009 parametros de treinamento.

Tabela 7 — Topologia da Rede Neural adotada.

Tipo de Camada Formato de saida Numero de Pardmetros

LSTM (None, 64) 16896
Dropout (None, 64) 0
Dense (None, 32) 2080
Dropout (None, 32) 0
Dense (None, 1) 33

3.4.2 Dados de treinamento

Como discutido na sessao anterior, para o treinamento e previsao, sao utilizadas sequéncias
de 70 valores consecutivos de geragao deste modulo, e a saida é o valor da geracao
da préxima hora. Foram utilizados os dados dos dias de 12 de Fevereiro de 2021 até 21
de Dezembro de 2021, totalizando 313 dias de dados.

Como os dias sao divididos em 14 valores de geracao, isso totaliza 4.382 valores consecutivos

de poténcia, e portanto, 4.312 sequéncias para treinamento por maédulo.

Os dados foram divididos em 80% para treinamento e 20% para validacao, portanto, 3.450

sequéncias foram usadas como dados de treinamento e 862 como dados de validacao.

Os dados de entrada e saida para o treino e validacado também devem ser normalizados
com base somente nos dados de entrada, pois quando o sistema fizer previsoes reais, ele
nao terd o dado da saida para usar na normalizacao. Outra consideracao é que como uma
sequéncia de 70 valores consecutivos ira incluir os primeiros e tltimos dados cada um dos

5 dias, os dados minimos dessa sequéncia sempre serao muito proximos de zero.
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Portanto, a normalizagao utilizada se resume apenas em dividir todos os valores

pelo maior valor da sequéncia de 70 valores, incluindo a saida esperada.

Os dados de testes usados sao os dados de geracao de 2022, adquiridos posteriormente.

3.4.3 Processo de previsao

Uma vez treinada, cada rede neural estard pronta para fazer previsdes do valor de geragao

da proxima hora para o seu médulo especifico.

O processo de previsao entao serd como a seguir:

1. E inquirida ao banco de dados todos os valores de geracio registrados dos tltimos 5

dias;
2. Esses valores sao consolidados em intervalos de 1 em 1 hora;
3. E ignorado todo o perfodo de 20:00 até 6:00 horas;
4. Os dados sao normalizados e sao usados de entrada para o modelo treinado;

5. A saida do modelo é desnormalizada e mandada de volta ao banco de dados.

Vale lembrar que os itens 4 e 5 sao feitos para cada mdodulo, individualmente, e a rede

neural a ser usada devera ser a treinada especificamente para o moédulo em questao.
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4 RESULTADOS

Neste capitulo sao apresentadas informagoes iniciais dos dados estudados e os resultados
das andalises feitas com base neles.

4.1 Andlise inicial dos dados

Como descrito na Secao 3.2, para este estudo, os dados de geragao dos painéis foram

consolidados em 14 leituras de poténcia por dia, das 6:00 as 20:00 horas, com um valor
por hora.

Uma andlise visual inicial dos dados ja traz muitas informacgoes sobre a natureza da
geracao. Ao longo do ano pode-se ver que a curva de geracao muda, seja pela diferenca da

intensidade dos raios solares, por sujidade nos painéis, ou por sombreamento.

As Figuras 22, 23 e 24 mostram a média dos valores de geracao das horas dos meses de Marco,

Junho, Setembro e Dezembro de 2021 dos médulos 3.6.1, 4.3.1 e 4.6.1, respectivamente.

Figura 22 — Perfil de geracao médio horario do médulo 3.6.1
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Fonte: Autor

Figura 23 — Perfil de geragdo médio horario do médulo 4.3.1
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Figura 24 — Perfil de geracdo médio horario do médulo 4.6.1
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E nitido que apesar do médulo da Figura 22 (3.6.1) estar no telhado do CPID e longe
de qualquer possibilidade de sombreamento, a geragao ainda caiu durante o ano, seja por
uma reducao na intensidade de raios solares, por aumento da sujidade dos painéis ou por

outro fator.

J& nas Figuras 23 e 24, além da atenuacao da poténcia que vimos na Figura 22, também é
nitida a influéncia de sombreamento durante o comego do dia para o médulo 4.6.1 e do
fim do dia para o médulo 4.3.1. Este sombreamento é fruto de arvores que se encontram

ao redor dos painéis na parte inferior do CPID, que podem ser vistas nas Figuras 10 e 19.

Fica claro entdo que, durante o ano, a curva de geracao dos moédulos pode mudar drastica-
mente e essas mudancas devem ser levadas em conta quando fazemos andlises sobre os

padroes de geragao dos moédulos.

Além disso, o painel de controle da SolarEdge Monitoring Platform mostra que a geracao
do ano de 2022 tem sido constantemente menor do que no ano de 2021, o que sugere que
a sujidade tenha tido um efeito negativo na geracao, tendo em vista que os painéis nao

foram limpos durante o intervalo estudado.

O comparativo da geracao dos meses ao longo dos anos de 2021 e 2022 pode ser visto na
Figura 25, onde se tem o grafico da geracao de cada més pela usina do CPID. Nota-se que

em quase todos os meses, a geracao do ano de 2021 foi maior do que a de 2022.

Os dados de geracao comecam em 12 de Fevereiro de 2021, em Outubro de 2021 houve
uma falha nos grupos 1, 2 e 3 e os dados de Dezembro de 2022 estavam incompletos no
momento da coleta desta imagem do SolarEdge Monitoring Platform, portanto, os meses

de Fevereiro de 2021, Outubro de 2021 e Dezembro de 2022 devem ser desconsiderados do
grafico da Figura 25.

Outro fator que deve ser considerado é que a eficiéncia dos painéis também decai com o
tempo de uso, o que provavelmente também teve influéncia nessa reducao da geragao do

ano de 2022 quando comparado a 2021.
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Figura 25 — Comparativo de geragdao mensal de toda a usina fotovoltaica do CPID nos anos de 2021 e
2022
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Fonte: SolarEdge Monitoring Platform

4.2 Andlise dos Coeficientes Correlacao de Pearson entre os mdédulos

Como mostrado na Figura 19, os painéis foram divididos em grupos para que os efeitos
externos sobre os modulos como intensidade solar e sombreamento sejam minimizados.
Desta forma, a andlise dos coeficientes correlacao entre os modulos estard melhor atrelada

ao desempenho dos equipamentos.

A analise dos coeficientes correlagao entre os moédulos é feita usando o coeficiente de

correlacao de Pearson, como mostrado na Segao 2.4.

O nome Pearson sera omitido daqui em diante.

A visualizacao dos coeficientes de correlacao sera feita pela matriz de correlacdo, assim
como foi feita no exemplo da Tabela 2. Porém, como para alguns grupos existem dezenas de
modulos, a visualizagao por nimeros fica debilitada, serdo utilizadas entdo imagens cujas
cores representam os valores de 0 a 1, de acordo com a escala ao lado da imagem, onde 0
significa nenhuma correlacao linear e quanto maior o valor, maior o nivel de correlacao

linear entre os dois conjuntos.

Serao mostrados alguns exemplos de matrizes de correlacdo para grupos e periodos

arbitrarios, para melhor introducao a analise desses resultados. Apds isso, serao exibidas
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imagens que mostram a mudanca dessas matrizes de correlagdo ao longo do periodo
estudado para os grupos que melhor representam as analises e resultados da pesquisa. Os

demais resultados estdo presentes no Apéndice A.

Os eixos serao omitidos para as figuras de todo o periodo estudado devido a falta de

espaco, apenas tenha em mente que cada linha e coluna representa um maodulo especifico.

A Figura 26 mostra um exemplo de matriz de correlagdo dos dados de geracao dos modulos
do grupo 4.2 para uma das semanas estudadas. A escala ao lado mostra que cores mais
proximas ao amarelo indicam um coeficiente de correlacio alto entre os médulos dos eixos,

enquanto cores mais escuras ou azuladas indicam um coeficiente de correlacao mais baixo.

Pode-se ver que os mdédulos com identificadores 4.2.1, 4.2.2, 4.2.3 e 4.2.4 estao com
coeficientes mais baixos que os demais. Nota-se também que o coeficiente entre eles é
um pouco maior que o coeficiente entre eles e os demais, indicando que estao sofrendo

influéncias semelhantes, que o resto nao esta sofrendo.

Nota-se também que a diagonal desta matriz sempre apresenta o valor maximo, represen-
tado pela cor amarela, isso porque o coeficiente entre um conjunto e ele mesmo é sempre

igual a 1, como discutido na Se¢ao 2.4.

Algumas andlises ja podem ser feitas para a Figura 26. Como discutido, os modulos 4.2.1,
4.2.2,4.2.3 e 4.2.4 sdo os 4 com menor coeficiente de correlacdo com os outros painéis,
enquanto o coeficiente entre eles se mantém alto. Portanto, pode-se supor que as influéncias

externas sobre os 4 sdo as mesmas.

Olhando para a posicao deles na disposicao fisica pela Figura 19, pode-se supor que durante
essa semana, a arvore que fica ao lado deste grupo estava fazendo um sombreamento mais

intenso nesses 4 modulos.

Na Figura 27, tem-se também um exemplo de matriz de correlacao do grupo 1 para uma

das semanas estudadas.

Para a Figura 27, pode-se ver que os modulos 1.2.14, 1.2.15, 1.3.14 e 1.3.15 estao com
problemas que nao parecem afetar muito os demais deste grupo. Olhando para o layout
fisico na Figura 19 novamente, descobre-se que apesar dos identificadores destes médulos
aparentarem ser de painéis distantes uns dos outros, eles estao lado a lado, como mostra a

Figura 29.
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Figura 26 — Exemplo de matriz de correlacao dos dados de geracao dos moédulos do grupo 4.2 para uma

das semanas estudadas
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Figura 27 — Exemplo de matriz de correlacdo dos dados de geracao dos médulos do grupo 1 para uma das

semanas estudadas
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4.2.1 Grupo 1

Fazendo agora uma andlise de todo o periodo estudado para o Grupo 1, a Figura 28
apresenta a evolucao destas matrizes de correlacao dos dados de geracao dos modulos do
Grupo 1 ao longo do ano. Cada subfigura representa a matriz de correlacao dos dados de

geracdo dos modulos do Grupo 1 para cada uma das semanas estudas.

Pode-se ver que a anomalia inicialmente apresentada na Figura 27 ¢ uma anomalia que
ocorre por um periodo ao longo do ano mas nao é permanente. Para o ano de 2021, essa

anomalia comeca a aparecer por volta de marco e desaparece por volta de setembro.

Figura 28 — Matrizes de correlagdo dos dados de geragao dos médulos do grupo 1 ao longo do periodo
estudado. Dados de 2021.
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Como dito na se¢do anterior, apesar dos nimeros dos identificadores dos médulos 1.2.14,
1.2.15, 1.3.14 e 1.3.15 serem bem diferentes, o layout fisico apresentado na Figura 29

mostra que estes modulos estao na verdade lado a lado.

Figura 29 — Localizagdo dos médulos 1.2.14, 1.2.15, 1.3.14 e 1.3.15 (destacados) no layout fisico

Fonte: SolarEdge Monitoring Platform

Uma suposicao a ser feita pode ser que por estes médulos estarem mais localizados em
uma parte lateral do grupo, existe algum sombreamento sendo feito que atinge apenas

esta area.

Percebe-se pelas Figuras 27 e 29 também que os moédulos 1.3.11 e 1.2.11 também sao

afetados por esta reducao de eficiéncia.

Olhando novamente para a Figura 10, observa-se também que os modulos 1.2.14, 1.2.15,
1.3.14 e 1.3.15 estao inclinados de forma que a parede ao lado esteja mais alta do que eles.
Supobe-se entdo, que durante o periodo do ano mostrado na Figura 28 (principalmente
durante os meses de Marco a Agosto), devido ao movimento do sol, esta parede faz um
sombreamento sobre estes médulos, fazendo com que tenham um perfil de geracao diferente

dos demais modulos.


https://www.solaredge.com/br
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A Figura 30 mostra uma foto do grupo 1 da usina do CPID. Percebe-se que ha sim uma
elevagao na lateral dos modulos 1.2.14, 1.2.15, 1.3.14 e 1.3.15 (destacados em vermelho na

figura).

Figura 30 — Foto tirada do grupo 1

Fonte: Foto tirada pelo autor

A anélise de correlacao do grupo 1 para o ano de 2022 (presente no Apéndice A, Figura
43) também mostra este mesmo padrao durante o mesmo periodo de tempo (entre margo
e agosto), o que reforga a ideia de que o movimento do sol neste periodo e a parede ao

lado ocasionam um sombreamento nestes méodulos.



Capitulo 4. Resultados 61

4.2.2 Grupo 2

A Figura 31 apresenta a evolucao das matrizes de correlacdo dos dados de geracao dos
modulos do grupo 2 ao longo do ano de 2021. Para este grupo tem-se o que seria o ideal
para todos os grupos, matrizes de correlagao com coeficientes todos proximos do valor

maximo, com minimas variacoes.

As poucas anormalidades que podem ser vistas nas matrizes podem ter origens variadas,
mas como nao se mostram persistentes ao longo do tempo, portanto, nao sao vistas como

problemas nos moédulos.

Figura 31 — Matrizes de correlagdo dos dados de geragdo dos médulos do Grupo 2 ao longo do periodo
estudado. Dados de 2021.
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4.2.3 Grupos 4.1, 4.2, 4.3 e 4.4

Para os grupos 4.1, 4.2, 4.3 e 4.4, aconteceu um fendémeno diferente. Durante o periodo de
06 de agosto até 30 de setembro, as matrizes de correlagao apresentaram resultados muito
divergentes dos demais, diversos médulos tiveram coeficientes baixos e sem um padrao

aparente, os demais grupos apresentaram este mesmo problema.

A Figura 32 apresenta a evolugdo das matrizes de correlagdo dos dados de geragao dos
modulos do Grupo 4.4. O Grupo 4.4 foi escolhido para mostrar esta anomalia, a evolugao
das matrizes dos Grupos 4.1, 4.2 e 4.3 também apresenta o mesmo padrao durante o
mesmo periodo do ano e podem ser vistas no Apéndice A.

Figura 32 — Matrizes de correlagdo dos dados de geracdo dos modulos do Grupo 4.4 ao longo do periodo
estudado. Dados de 2021.
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Averiguando o perfil de geracao dos mdédulos do grupo 4.4, percebe-se que eles estavam
mesmo com alguma anomalia pois as curvas estao muito diferentes umas das outras, e por

vezes alguns mddulos pararam de produzir até o final do dia, como mostra a Figura 33.

Figura 33 — Perfil de geracao de alguns dos médulos do grupo 4.4 durante o periodo com a anomalia.
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Fonte: Autor

O que estes 4 grupos tem em comum ¢é que estao presentes em regides proximas as arvores,
supoe-se que folhas tenham coberto os painéis durante este periodo, porém, nao ha como

ter certeza.

A analise dos coeficientes de correlagao dos dados de geracao dos modulos para o ano
de 2022 também revelou que este erro também aparenta ter acontecido para os Grupos
1 e 2, para um periodo diferente. O que contradiz a hipdtese de ser algo relacionado a
arvores, pois os Grupos 1 e 2 estao longe de quaisquer arvores por estarem no telhado da
construcao do CPID.

As evolugoes das matrizes de correlagao dos dados de geragao dos médulos dos Grupos 1 e

2 para o ano de 2022 podem ser vistas no Apéndice A.

Fosse essa analise feita durante o ocorrido, poderia-se fazer uma inspecao nos modulos

afetados e possivelmente descobrir a causa do problema.



Capitulo 4. Resultados 64

4.3 Rede neural de previsao de geracao em instante futuro
4.3.1 Treinamento da rede neural recorrente

Como descrito na Secao 3.4, foi escolhido fazer uma rede neural recorrente individual de
previsao de geragao em um instante futuro para cada moédulo da usina de geragao do

CPID. Todas as redes possuem as mesmas configuragoes, sdo apenas treinadas com os
dados de seu modulo especifico.

Os modelos sao treinados com os dados de 2021 e convergem para uma solugao estavel
rapidamente, o callback de early stopping faz com que apesar de o modelo estar configurado
para ter 100 épocas, ele termine de treinar com por volta de 30 épocas. Os modelos converge

para um valor com um Mean Squared Error (MSE) por volta de 0,012 para os dados de
validacao.

Na Figura 34 pode-se ver o grafico do resultado da fungao de perda (MSE) ao longo do
treinamento do mddulo 1.1.1. Este grafico mostra a evolugao do valor de perda (eixo das
ordenadas) em fungao da etapa de treinamento, ou Epoca (eixo das abscissas). Percebe-se

que os dados de treino e validagao convergem para um valor de aproximadamente 0,01.

Figura 34 — Gréfico da funcdo de perda (MSE) para o treinamento do médulo 1.1.1
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Os demais modulos também apresentaram graficos muito semelhantes. Um maédulo de

cada um dos demais grupo pode ser visto no Apéndice B.

4.3.2 Teste da rede neural recorrente

Para teste da rede construida, foram adquiridos os dados de 2022 para que fossem utilizados
de teste para a rede. Para cada mddulo, foram comparados os resultados previstos com
os reais, e feita uma média para cada més do erro absoluto dos valores normalizados e

também uma inspecao visual dos dados.

A normalizagdo dos dados ¢ feita dividindo todos os dados de entrada pelo maior valor de

geracao do periodo de 5 dias usado como entrada, conforme descrito na Secao 3.4.2.

4.3.2.1 Erro absoluto médio da previsdo de geracao

Os valores encontrados para o erro absoluto médio da previsdo para dados de teste (meses
de Janeiro até Novembro de 2022) podem ser vistos no Apéndice C e tiveram valores por
volta de 0,075, o que representa um erro de 7,5% do valor usado para a normalizagao
dos dados.

Também foi feita esta andlise para os mdédulos em cada més, a fim de verificar se ao longo
do ano, esta precisao das previsoes era afetada por mudancas sazonais nas influéncias
externas, como clima, radiagao solar, sombreamento e outros fatores provenientes das

estagoes do ano. Tabelas com os resultados podem ser vistas no Apéndice D.

Percebe-se que ha sim uma variacao na precisao com o passar dos meses, porém, o erro
absoluto médio mantém-se em sua maioria abaixo do valor de 0,1. Nas Tabelas 8 e 9,
pode-se ver uma descri¢ao dos dados presentes no Apéndice D. Percebe-se que as médias

dos meses estao entre 0,061 e 0,085 como visto também nos dados do Apéndice C.

A média comega com seu valor mais alto em Janeiro e diminui gradativamente, posterior-
mente aumentando novamente, até que em Novembro estd com o mesmo valor. As linhas
com os valores de Minimo, 25%, 50%, 75% e Méximo mostram que os resultados ficam

bem distribuidos e ndo tendem muito para os valores maximos ou minimos.

Supoe-se que no verao tem-se um clima mais imprevisivel, porém, o modelo ainda assim

performa bem para todos os meses estudados.
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Tabela 8 — Descri¢ao dos dados de erro absoluto médio da previsao da geracdo dos os médulos para os
meses de Janeiro até Junho de 2022

Jan Fev Mar Abr Mai Jun
Média 0,085790 0,078558 0,077295 0,061127 0,069899 0,066662
Desvio padrao 0,008578 0,006966 0,009502 0,005643 0,010723 0,006527
Minimo 0,050700 0,066791 0,057073 0,049778 0,056993 0,055701
25% 0,081165 0,073184 0,069976 0,057048 0,064572 0,062662
50% 0,085451 0,077716 0,076627 0,060148 0,067241 0,065329
75% 0,090945 0,082565 0,084759 0,065023 0,071165 0,068466
Maéaximo 0,126893 0,108180 0,101297 0,088555 0,135759 0,102337

Tabela 9 — Descricao dos dados de erro absoluto médio da previsao da geracao dos os mdédulos para os
meses de Julho até Novembro de 2022

Jul Ago Set Out Nov
Média 0,078648 0,061289 0,069538 0,082601 0,084523
Desvio padrao 0,005254 0,005038 0,003807 0,005140 0,004187
Minimo 0,063058 0,050867 0,060033 0,071791 0,076806
25% 0,075815 0,057653 0,066632 0,078671 0,081189
50% 0,078451 0,060544 0,069504 0,081513 0,084063
5% 0,080946 0,064536 0,072278 0,086034 0,087596
Maximo 0,108791 0,089768 0,081422 0,109317 0,098896

4.3.2.2 Inspecdo visual dos resultados

A Figura 35 mostra como ficam as previsoes para dias normais de geracao para o médulo
1.1.1, a linha em verde representa o valor de poténcia gerada (eixo das ordenadas) previsto
para esta hora usando os 70 valores anteriores para este instante (numerado pelo indice no

eixo das abscissas), enquanto o valor em azul é o valor real.

Percebe-se que o modelo consegue prever de forma consistente a geracao da proxima hora
para perfis de geragdo préximos ao padrao, como os mostrados na Se¢ao 1.2. Porém, para
periodos em que a geracao é muito variada, como quando o tempo esta instavel, ou quando

h& um sombreamento feito pelas nuvens, o modelo tem dificuldade em acertar na previsao.

Assim como na Figura 35, a Figura 36 ilustra o mesmo principio e exibe as previsoes para
modulos que sofrem influéncia de sombreamento, conforme demonstrado anteriormente na

Figura 23, durante o més de J23unho. Percebe-se que o modelo tem uma certa dificuldade
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Figura 35 — Exemplo dos resultados de previsao do modelo em dias normais de geracao para o modulo
1.1.1.
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em acertar a previsao, porém, ainda consegue acompanhar o perfil de geracao.

Figura 36 — Exemplo dos resultados de previsdo do modelo em um médulo afetado por sombreamento
para o moédulo 4.3.1.
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A analise de 2022 das matrizes de coeficientes de correlagao dos dados de gera¢ao mostrou
que os grupos 1 e 2 também tiveram problemas como os analisados na Secao 4.2.3, como

pode-se ver nas Figuras 43 e 44, no Apéndice A.

Para estes grupos, também foi verificado um perfil de geracao mais instavel, como pode-se
ver na Figura 37. Para estes modulos, o modelo também tem dificuldade em manter uma

alta taxa de acerto.
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Figura 37 — Exemplo dos resultados de previsdo do modelo em dias anormais de geracao para o médulo
1.1.3.
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4.4 Resultados para um mdédulo defeituoso

O médulo com defeito da Figura 12 é o médulo 3.4.14. A Figura 38 mostra o perfil de
geracao deste médulo e de um adjacente a ele para os dias de 24/12/2021 até 27/12/2021.
Percebe-se que o médulo 3.4.14 parou de funcionar no dia 27 de Dezembro de 2021 e nao
voltou até o presente momento. Foi feito um estudo em cima dele para que se pudesse

prever erros como o ocorrido com ele.

Figura 38 — Perfis de geracao dos modulos 3.4.14 e 3.4.15 entre 24 e 27 de Dezembro de 2021.
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Porém, nem a analise de correlagdo, nem o modelo de rede neural de previsao apontaram

indicios de problemas nesse médulo prévios a falha do dia 27. Pode-se ver que o médulo


https://www.solaredge.com/br

Capitulo 4. Resultados 69

estava gerando energia de forma muito semelhante ao mdédulo ao lado (3.4.15) até que no

dia 27 o médulo 3.4.14 parou completamente de gerar energia.

A Figura 39 mostra que a analise de correlagao nao apontou nenhuma anormalidade nos
dias anteriores ao defeito no médulo 3.4.14. A Figura 42 do Apéndice A também mostra
que nao houve nenhuma anormalidade no ano de 2021 no Grupo 3.

Figura 39 — Matrizes de correlagao dos dados de geragao dos médulos do grupo 3.4 no periodo em que o
moédulo 3.4.14 para de gerar energia.
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O treinamento do modelo de rede neural de previsao também nao apontou nada de
diferente, a funcao de perda foi igual a dos outros médulos como pode-se ver na Figura 40
e a média do erro absoluto também foi semelhante ao resto dos médulos, com um valor de

0,0830 para os 20 dias anteriores a falha.

A Figura 41 mostra a resposta do modelo treinado & esta falha no médulo 3.4.14. E
evidente que o modelo estava tendo bons resultados momentos antes da falha, o que
indica que o problema ocorrido nao era detectavel pela rede neural recorrente de previsao

utilizada aqui.

A Figura 41 também nos da alguma intuicdo sobre o funcionamento da rede neural
construida. Percebe-se que ele aprendeu sobre a periodicidade dos dados e também sobre

a importancia do dado mais recente, sobre os dados mais antigos.

A fim de entender esta falha especifica, deve-se fazer andlises e inspe¢oes adicionais a este
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Figura 40 — Funcao de perda do treinamento do Médulo 3.4.14 com dados de 2021
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Figura 41 — Curvas de geracdo previstas e reais para o Médulo 3.4.14 momentos antes e depois da falha
ocorrer.
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modulo para que seja possivel detectar algum indicio gerado por esta falha prévio a parada

total na geracao.
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5 CONCLUSAO

Ao longo deste trabalho, foi estudado o uso de 2 ferramentar para deteccao de anomalias
em uma usina fotovoltaica. Sao estas o uso de Coeficientes de Correlagao entre os dados de
geracao de energia de pares de painéis fotovoltaicos e do uso de redes neurais de previsao
de geracao futura. O estudo foi feito com dados coletados pela usina de geracao fotovoltaica

do Centro de Pesquisa, Inovacdo e Desenvolvimento (CPID).

Esta usina é especialmente boa para estudos como este, devido a abundancia de dados
provenientes dos diversos otimizadores de poténcia que fornecem leituras de poténcia
constantemente. Portanto, foi possivel realizar analises a nivel de médulo, ao invés de nivel
de string (conjunto de mddulos), e estudar o comportamento individual destes médulos

para detectar falhas.

A anélise da correlagdo dos dados de geragao dos mdédulos se mostrou efetiva para apontar
anomalias no perfil de geragao dos médulos em grupos de painéis determinados pelas
posicoes dos painéis na planta, minimizando a maioria das influéncias externas sobre os
painéis. Anomalias estas que ao serem investigadas puderam revelar possiveis causas para

a reducao na produgao de um ou mais moédulos dos grupos estudados.

A anélise de correlagao dos dados de geracao dos médulos mostrou que houve periodos,
como os mostrados na Se¢ao 4.2.3, em que hd uma mudanca no perfil de geracdo de todos
os mbdulos dos grupos afetados. Durante este periodo os modulos apresentam perfis de
geracao que variam de forma desordenada e por vezes param de produzir energia até o
final do dia, como mostra a Figura 33. Isso faz com que a correlagdo dos médulos do
grupo fiquem com valores ruins, indicando uma anomalia. Esta anomalia também pode
ser detectada pela analise do ano de 2022, porém, apenas para os Grupos 1 e 2, que assim
como para os Grupos 4.1, 4.2, 4.3 e 4.4 em 2021, durou cerca de 2 meses. Apos este periodo,

os mdodulos voltaram a normalidade.

As redes neurais para previsao da geracao da proxima hora se adaptaram bem as curvas
de geracao dos moédulos. Porém, devido a fatores como clima, sombreamento e outros
fatores externos, os modelos de previsao por vezes tém dificuldade de acertar as previsoes

de forma consistente.

A utilizagao das redes neurais para detectar anomalias ainda necessita de mais estudos

para que se possa usar a precisao das previsoes como indicativo de alguma anomalia, por
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exemplo. Esse estudo devera encontrar uma forma de diferenciar imprecisdes por conta de

fatores externos de imprecisdes provenientes de uma falha no equipamento.

Os resultados da rede neural também indicaram que nao ha grandes diferengas nas precisoes
das previsoes entre periodos diferentes do ano, porém, estas pequenas diferencas poderao
ser decisivas quando um algoritmo de deteccao de falhas for usar os resultados de previsao

para apontar anomalias.

A andlise feita no médulo que parou de funcionar repentinamente (Médulo 3.4.14) mostrou
que a andlise de correlacao e da previsao de geragao futura nao foram capazes de detectar
indicios de anormalidade neste médulo prévios ao momento em que ele parou de funcionar.
Conclui-se entdao que estes métodos nao foram adequados para detectar a anomalia que

ocorreu neste modulo.

Para trabalhos futuros, sugere-se que sejam feitas simula¢oes de defeitos de forma que as
condigoes de funcionamento defeituoso sejam forgcadas por um operador humano. Assim,
serao coletados padroes caracteristicos destas falhas, permitindo identifica-las quando os

mesmos sinais forem detectados no uso cotidiano.
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APENDICE A - MATRIZES DE CORRELACAO DOS DADOS DE

GERACAO DOS MODULOS, DIVIDIDOS EM GRUPOS.
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Figura 42 — Matrizes de correlagao dos dados de geragao dos médulos do grupo 3 ao longo do periodo
estudado de 2021
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Grupo 4.2 (2021)
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Grupo 4.5 (2021)

12/02 até 18/02 19/02 até 25/02 26/02 até 04/03 05/03 até 11/03 12/03 até 18/03 19/03 até 25/03 26/03 até 01/04 02/04 até 08/04

0 o o o o 0 o 0
5 5 5 5 5 5 5 5
10 10 10 10 10 10 10 10 |
15 15 15 15 15 15 15 15
—
20 20 = 20 20 20 20 20 20

o o 0 o o o o o
B s s B s s s B
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
2 20 2 2 2 20 20 20

o o o o o o o o
B s B 5 s 5 s 5
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
20 20 ) 20 ) 20 20 20

° o g | R —— o o o
—— e — m—— . £
|
i
B m 0] | » B zo o B

o o o o o o o o
-

5 5 s 5 s 5 s 5
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
20 20 ) 20 ) 20 20 20

o o o o
B s B s
10 10 10 10
15 15 15 15
2 20 2 20

Fonte: Autor

1,0

0,8

0,6

0,4

0,2

0,0



APENDICE A. Matrizes de correlacio dos dados de geragio dos médulos, divididos em Grupos.

86
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Figura 43 — Matrizes de correlagao dos dados de geragao dos médulos do grupo 1 ao longo do periodo
estudado de 2022
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Figura 44 — Matrizes de correlagao dos dados de geragao dos médulos do grupo 2 ao longo do periodo

estudado de 2022
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Grupo 3 (2022)
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Grupo 4.1 (2022)
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Grupo 4.2 (2022)
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Grupo 4.3 (2022)
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Grupo 4.5 (2022)
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Grupo 4.6 (2022)
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26/02 até 05/03 05/03 até 12/03 12/03 até 19/03 19/03 até 26/03 26/03 até 02/04 02/04 até 09/04 09/04 até 16/04 16/04 até 23/04
o s 10 15 20 0 5 10 15 20 o 5 10 15 20 o 5 10 15 20 o0 5 0 15 20 0 5 10 15 2 0 5 10 15 2 o 5 10 15 2

: i

0 0
s

¥
Fil
i

23/04 até 30/04 30/04 até 07/05 07/05 até 14/05 28/05 até 04/06 04/06 até 11/06 11/06 até 18/06

o

14/05 até 21/05 21/05 até 28/05

5 5

o’

"
"4

18/06 até 25/06 25/06 até 02/07 02/07 até 09/07 09/07 até 16/07 16/07 até 23/07 23/07 até 30/07 30/07 até 06/08 06/08 até 13/08

0

NN
4

-
o’
"4
"

13/08 até 20/08 20/08 até 27/08 27/08 até 03/09 03/09 até 10/09 10/09 até 17/09 17/09 até 24/09 24/09 até 01/10 01/10 até 08/10
0" s 0 15 2 o s 10 15 20 o s 10 15 0 o 5 10 5 20 o 5 10 15 20 o 5 10 15 20 o 5 1 15 2 0 5 10 15 2

o

9 0

i

0.2
08/10 até 15/10 15/10 até 22/10 22/10 até 29/10 29/10 até 05/11 05/11 até 12/11 12/11 até 19/11 19/11 até 26/11 26/11 até 03/12
: . RN s . .
. | . ol .
0,0

Fonte: Autor
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Grupo 4.7 (2022)

1,0

01/01 até 08/01 08/01 até 15/01 15/01 até 22/01 22/01 até 29/01 29/01 até 05/02 05/02 até 12/02 12/02 até 19/02 19/02 até 26/02
05 10 15 20 o 5 10 15 20 0 5 10 15 20 0 5 10 15 2 o 5 1 15 20 0 5 10 15 2 0 5 10 15 20 0 5 10 15 2
o 3 0 3 0 3 o 3
s s s s s s s s
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
2 20 2 2 2 2 2 2
26/02 até 05/03 05/03 até 12/03 12/03 até 19/03 19/03 até 26/03 26/03 até 02/04 02/04 até 09/04 09/04 até 16/04 16/04 até 23/04 0.8
0 s 10 15 a0 o s 10 15 20 o0 5 10 15 2 0 5 10 15 20 o0 5 1 15 2 0 5 10 15 2 0 5 10 15 20 o 5 10 15 2 ’
o 3 0 3 0 o 3 o
s s 5 JE s s s s s
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
2 20 R 2 2 2 2 2

0,6
5 s 5 s 5 5 5 5 ’

0,2

o o 0 o o o o o
0,0

Fonte: Autor
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Grupo 4.8 (2022)

1,0

01/01 até 08/01 08/01 até 15/01 15/01 até 22/01 22/01 até 29/01 29/01 até 05/02 05/02 até 12/02 12/02 até 19/02 19/02 até 26/02
05 10 15 20 o 5 10 15 20 0 5 10 15 20 0 5 10 15 2 o 5 1 15 20 0 5 10 15 2 0 5 10 15 20 0 5 10 15 2
o 3 0 3 0 3 o 3
s s s s s s s s
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
2 20 2 2 2 2 2 2
26/02 até 05/03 05/03 até 12/03 12/03 até 19/03 19/03 até 26/03 26/03 até 02/04 02/04 até 09/04 09/04 até 16/04 16/04 até 23/04 0.8
0 s 10 15 a0 o s 10 15 20 o0 5 10 15 2 0 5 10 15 20 o0 5 1 15 2 0 5 10 15 2 0 5 10 15 20 o 5 10 15 2 ’
o 3 0 3 0 o 3 o
s s s s s s s s
10 10 10 1 ] X 10 10 10 10 10
15 15 15 15 15 15 15 15
2 20 2 2 2 2 2 2

0,6
5 s 5 s 5 5 5 5 ’

0,2

o o 0 o o o o o
0,0

Fonte: Autor
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01/01 até 08/01 08/01 até 15/01 15/01 até 22/01 22/01 até 29/01

Grupo 4.9 (2022)

29/01 até 05/02 05/02 até 12/02 12/02 até 19/02 19/02 até 26/02

o

0

o

!
1

.

I .

5

10

15

20

r 15
20

26/02 até 05/03 05/03 até 12/03 12/03 até 19/03 19/03 até 26/03 26/03 até 02/04 02/04 até 09/04 09/04 até 16/04 16/04 até 23/04
o s 10 15 20 o 5 0 35 20 o s 0 15 20 o 5 1 15 20 o 5 10 15 20 o 5 10 15 20 o 5 o i 20 o 5 0 15 2

o 3 0 3 = 0 o 3
i . 1
s B s om0 o cmm—— 1 s B s s
=
10 Ry 10 R 10 10 10 10
.
e 1s 15 15 15 15 15 15
I i ]
2 20 | 2 1 2 2 2 2 2

o o o o o 0 o
5 s 5 5 5 5 I 5 5
10 10 10 10 10 10 10 10
— —
15 15 15 15 15 15 | 15 15
[ ]
20 20 20 20 20 20 20 20

10 10 0 ) 10 10 10 10 10
.- :

o o o o o o o
5 5 s 5 s 5 s 5
10 10 10 10 10 10 10 10
15 15 15 15 15 15 15 15
20 20 ) 20 ) 20 20 20

o . o o o
| | | ]
|
s ] s s s | s 1 s
-
10 w0 0 1o S n— 1
s s s N i N
» 0 0 » 0 »

Fonte: Autor

1,0

0,8

0,6

0,4

0,2

0,0
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APENDICE B - CURVA DA FUNCAO PERDA DOS MODELOS
DURANTE O TREINAMENTO

Funcao de perda - Médulo 2.1.1

0,121
| —==- treino
1 o
| validacao
0,101 :
1
1
1
0,08 1
1
1
fU 1
©
s |
QL 0,061 1
1
\
\
\\
0,04 St o=oo
————————— _v/\,\
e ENIR PSRN N N
v ,\I \, \\/\\[‘\I \/\.
0,02
0 10 20 30 40 50 60 70

Fonte: Autor
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Funcdo de perda - Médulo 3.1.1

1 -==- treino
0,05 - || —— validacao
1
1
1
1
0,041 |
1
1
8 1
° 1
Qo 1
o 0,031 1
1
1
1
4
0,02
0,014+, : : : : ,
0 5 10 15 20 25
Epoca
Fonte: Autor
Funcao de perda - Médulo 4.1.1
0.06 | —===- treino
067 ) u
1 - validacao
1
1
1
0,05 1
1
1
1
1
©
S 004y !
s 1
g 1
[
1
1
0,031 :
1
8
0,02
0 5 10 15 20 25 30 35
Epoca

Fonte: Autor
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Funcdo de perda - Médulo 4.2.1

0,061 1| -==- treino
: —— validacao
1
1
1
0054
1
1
1
1
& 004f |
o 1
Qo 1
[a
\
B
0,031 N
O'OZA ""'\‘-’\_——s—-s__.
0 10 20 30 40 50 60
Epoca

Fonte: Autor

0,055+

Funcao de perda - Médulo 4.3.1

0,050+

0,045+

0,040+

0,035

Perda

0,030

0,025+

0,020+4

0,015+

—===- treino
- validacao

— [

Fonte: Autor

20 25
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Funcdo de perda - Médulo 4.4.1

0,061, === treino
: —— validagao
1
1
0,054
1
1
1
1
0,041 1
] 1
©
- 1
g 1
o
1
] 1
0,03 |
1
\
\
\
0,02
0 10 20 30 40 50
Epoca
Fonte: Autor
Funcao de perda - Médulo 4.5.1
0,07 1
1 —== treino
', —— validagao
0,061 1
1
1
1
0,051 '|
1
1
8 1
g 0,041 1
1
[
1
1
0,03 :
1
l
0,02
0,01 | : ! ! , , ! !
0 5 10 15 20 25 30 35
Epoca

Fonte: Autor
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Funcdo de perda - Médulo 4.6.1
0,055 1

=== treino
—— validacao

0,050+

0,045

0,040+

0,035+4

Perda

0,030+

0,025+

0,020

Fonte: Autor

Funcao de perda - Médulo 4.7.1
0,06

—===- treino
- validacao
0,05 -

0,04+

Perda

0,034

0,024

15
Epoca

Fonte: Autor
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Funcdo de perda - Médulo 4.8.1

=== treino
—— validacao

0,074

0,061

0,051

Perda

0,04+

0,034

0,024

0,01 :

Fonte: Autor

Funcao de perda - Médulo 4.9.1

0,061 1 —===- treino
1 ) u
1 - validacao
1
1
0,05+ 1
1
1
1
1
1
s 0,044 ]
©
° 1
Qo 1
[
1
1
0,03 1
1
1
1
1
0,02
0 5 10 15 20 25 30
Epoca

Fonte: Autor
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APENDICE C - ERRO ABSOLUTO MEDIO DOS RESULTADOS
DOS MODELOS DE PREVISAO PARA 0OS DADOS DE TESTE

Moédulo 1.1.1  0,0716  Modulo 1.3.1  0,0718 Moédulo 2.2.1  0,0688
Médulo 1.1.2  0,0690  Modulo 1.3.2  0,0670 Moédulo 2.2.2  0,0702
Moédulo 1.1.3  0,0689  Modulo 1.3.3  0,0680 Moédulo 2.2.3  0,0688
Moédulo 1.1.4  0,0692  Modulo 1.3.4  0,0704 Moédulo 2.2.4  0,0663
Médulo 1.1.5  0,0695  Modulo 1.3.5  0,0716 Moédulo 2.2.5  0,0806
Moédulo 1.1.6  0,0705  Modulo 1.3.6  0,0707 Moédulo 2.2.6  0,0658
Moédulo 1.1.7  0,0722  Modulo 1.3.7  0,0694 Médulo 2.2.7  0,0712
Moédulo 1.1.8  0,0687  Modulo 1.3.8  0,0683 Moédulo 2.2.8 00,0661
Moédulo 1.1.9  0,0686  Modulo 1.3.9  0,0733 Moédulo 2.2.9  0,0709
Médulo 1.1.10 0,0687  Modulo 1.3.10  0,0689 Moédulo 2.2.10  0,0676
Moédulo 1.1.11  0,0726 ~ Modulo 1.3.11  0,0747 Moédulo 2.2.11  0,0684
Médulo 1.1.12  0,0701  Moédulo 1.3.12 0,0711 Moédulo 2.2.12  0,0697
Moédulo 1.1.13  0,0673  Modulo 1.3.13  0,0728 Moédulo 2.2.13  0,0686
Moédulo 1.1.14 0,0714  Modulo 1.3.14 0,0717 Moédulo 2.2.14 0,0714
Moédulo 1.1.15 0,0737  Médulo 1.3.15 0,0746 Moédulo 2.2.15 0,0725
Médulo 1.1.16  0,0724  Mobdulo 1.3.16  0,0694 Moédulo 2.2.16 0,0701
Médulo 1.2.1  0,0678  Modulo 2.1.1  0,0722 Moédulo 2.3.1  0,0698
Médulo 1.2.2  0,0683  Modulo 2.1.2  0,0711 Moédulo 2.3.2  0,0678
Moédulo 1.2.3  0,0681  Modulo 2.1.3  0,0727 Moédulo 2.3.3  0,0721
Moédulo 1.2.4  0,0732  Modulo 2.1.4  0,0728 Moédulo 2.3.4  0,0675
Moédulo 1.2.5  0,0742  Modulo 2.1.5  0,0650 Moédulo 2.3.5  0,0726
Moédulo 1.2.6  0,0697  Modulo 2.1.6  0,0843 Moédulo 2.3.6 00,0694
Moédulo 1.2.7  0,0716  Moédulo 2.1.7 00,0690 Moédulo 2.3.7  0,0678
Moédulo 1.2.8  0,0736  Modulo 2.1.8  0,0698 Moédulo 2.3.8  0,0678
Moédulo 1.2.9  0,0737  Modulo 2.1.9  0,0697 Moédulo 2.3.9  0,0695
Moédulo 1.2.10 0,0727  Modulo 2.1.10 0,0824 Moédulo 2.3.10  0,0702
Moédulo 1.2.11 0,0768  Modulo 2.1.11 0,0674 Moédulo 2.3.11  0,0748
Moédulo 1.2.12  0,0698  Modulo 2.1.12  0,0722 Moédulo 2.3.12  0,0735
Moédulo 1.2.13  0,0693  Modulo 2.1.13  0,0706 Moédulo 2.3.13  0,0785
Médulo 1.2.14 0,0744  Modulo 2.1.14 0,0728 Moédulo 2.3.14 0,0671
Moédulo 1.2.15 0,0787  Médulo 2.1.15 0,0760 Moédulo 2.3.15 0,0732
Moédulo 1.2.16 0,0703  Moddulo 2.1.16 0,0726 Moédulo 2.3.16  0,0758
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Médulo 3.1.1
Modulo 3.1.2
Médulo 3.1.3
Moédulo 3.1.4
Médulo 3.1.5
Modulo 3.1.6
Médulo 3.1.7
Modulo 3.1.8
Médulo 3.1.9
Moédulo 3.1.10
Modulo 3.1.11
Modulo 3.1.12
Médulo 3.1.13
Modulo 3.1.14
Modulo 3.1.15
Modulo 3.1.16
Médulo 3.2.1
Modulo 3.2.2
Médulo 3.2.3
Moédulo 3.2.4
Médulo 3.2.5
Moédulo 3.2.6
Médulo 3.2.7
Modulo 3.2.8
Médulo 3.2.9
Modulo 3.2.10
Modulo 3.2.11
Modulo 3.2.12
Médulo 3.2.13
Modulo 3.2.14
Modulo 3.2.15
Modulo 3.2.16

0,0813
0,0797
0,0758
0,0835
0,0724
0,0889
0,0887
0,0745
0,0682
0,0835
0,0830
0,0769
0,0830
0,0717
0,0828
0,1621
0,0894
0,0859
0,0774
0,0725
0,0724
0,0906
0,0733
0,0791
0,0726
0,0873
0,0738
0,0733
0,0740
0,0688
0,0690
0,0943

Médulo 3.3.1
Moédulo 3.3.2
Médulo 3.3.3
Modulo 3.3.4
Médulo 3.3.5
Moédulo 3.3.6
Médulo 3.3.7
Moédulo 3.3.8
Médulo 3.3.9
Moédulo 3.3.10
Moédulo 3.3.11
Modulo 3.3.12
Médulo 3.3.13
Moédulo 3.3.14
Médulo 3.3.15
Modulo 3.3.16
Médulo 3.4.1
Moédulo 3.4.2
Moédulo 3.4.3
Moédulo 3.4.4
Médulo 3.4.5
Moédulo 3.4.6
Moédulo 3.4.7
Modulo 3.4.8
Médulo 3.4.9
Moédulo 3.4.10
Médulo 3.4.11
Moédulo 3.4.12
Médulo 3.4.13
Moédulo 3.4.15
Moédulo 3.4.16
Modulo 3.5.1

0,0829
0,0766
0,0712
0,0726
0,0783
0,0684
0,2829
0,0793
0,0692
0,0956
0,0721
0,0732
0,0879
0,0756
0,1685
0,0722
0,0795
0,0817
0,0723
0,0874
0,0720
0,0815
0,0809
0,0998
0,0779
0,0757
0,0778
0,4085
0,0703
0,0732
0,0711
0,0804

Médulo 3.5.2
Moédulo 3.5.3
Moédulo 3.5.4
Moédulo 3.5.5
Médulo 3.5.6
Moédulo 3.5.7
Médulo 3.5.8
Moédulo 3.5.9
Médulo 3.5.10
Moédulo 3.5.11
Moédulo 3.5.12
Modulo 3.5.13
Médulo 3.5.14
Moédulo 3.5.15
Moédulo 3.5.16
Modulo 3.6.1
Moédulo 3.6.2
Moédulo 3.6.3
Moédulo 3.6.4
Moédulo 3.6.5
Médulo 3.6.6
Moédulo 3.6.7
Moédulo 3.6.8
Moédulo 3.6.9
Médulo 3.6.10
Moédulo 3.6.11
Moédulo 3.6.12
Modulo 3.6.13
Médulo 3.6.14
Moédulo 3.6.15
Moédulo 3.6.16
Modulo 3.7.1

0,0708
0,0711
0,0736
0,0966
0,0041
0,0813
0,1801
0,1087
0,0760
0,0709
0,0806
0,0691
0,4058
0,0806
0,0713
0,0041
0,0696
0,0731
0,0715
0,0720
0,0813
0,0815
0,0716
0,0876
0,0782
0,0689
0,0708
0,0721
0,0737
0,0778
0,0727
0,0717
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Médulo 3.7.2
Modulo 3.7.3
Modulo 3.7.4
Modulo 3.7.5
Médulo 3.7.6
Modulo 3.7.7
Médulo 3.7.8
Modulo 3.7.9
Médulo 3.7.10
Moédulo 3.7.11
Modulo 3.7.12
Modulo 3.7.13
Médulo 3.7.14
Modulo 3.7.15
Modulo 3.7.16
Modulo 3.8.1
Moédulo 3.8.2
Modulo 3.8.3
Modulo 3.8.4
Modulo 3.8.5
Moédulo 3.8.6
Modulo 3.8.7
Médulo 3.8.8
Modulo 3.8.9
Médulo 3.8.10
Moédulo 3.8.11
Modulo 3.8.12
Modulo 3.8.13
Médulo 3.8.14
Modulo 3.8.15
Modulo 3.8.16
Médulo 4.1.1

0,0801
0,0758
0,0719
0,0725
0,0740
0,0838
0,0902
0,0783
0,0742
0,0702
0,0809
0,0729
0,0996
0,0739
0,0771
0,0766
0,0797
0,0702
0,0682
0,0723
0,0928
0,0849
0,0686
0,0691
0,0760
0,0826
0,0708
0,0796
0,0719
0,0693
0,0697
0,0777

Moédulo 4.1.2
Moédulo 4.1.3
Moédulo 4.1.4
Moédulo 4.1.5
Moédulo 4.1.6
Moédulo 4.1.7
Moédulo 4.1.8
Médulo 4.1.9
Moédulo 4.1.10
Moédulo 4.1.11
Moédulo 4.1.12
Moédulo 4.1.13
Médulo 4.1.14
Moédulo 4.1.15
Moédulo 4.1.16
Moédulo 4.1.17
Modulo 4.1.18
Moédulo 4.1.19
Moédulo 4.1.20
Moédulo 4.1.21
Médulo 4.1.22
Moédulo 4.2.1
Moédulo 4.2.2
Moédulo 4.2.3
Médulo 4.2.4
Moédulo 4.2.5
Moédulo 4.2.6
Moédulo 4.2.7
Moédulo 4.2.8
Moédulo 4.2.9
Moédulo 4.2.10
Médulo 4.2.11

0,0822
0,0751
0,0784
0,0762
0,0774
0,0767
0,0774
0,0842
0,0770
0,0788
0,0771
0,0775
0,0811
0,0811
0,0730
0,0752
0,0789
0,0782
0,0793
0,0810
0,0785
0,0831
0,0906
0,0833
0,0852
0,0849
0,0841
0,0825
0,0803
0,0835
0,0800
0,0758

Médulo 4.2.12
Moédulo 4.2.13
Moédulo 4.2.14
Moédulo 4.2.15
Médulo 4.2.16
Moédulo 4.2.17
Moédulo 4.2.18
Moédulo 4.2.19
Moédulo 4.2.20
Moédulo 4.2.21
Moédulo 4.2.22
Moédulo 4.3.1

Médulo 4.3.2

Moédulo 4.3.3

Moédulo 4.3.4

Moédulo 4.3.5

Médulo 4.3.6

Moédulo 4.3.7

Médulo 4.3.8

Moédulo 4.3.9

Médulo 4.3.10
Moédulo 4.3.11
Moédulo 4.3.12
Moédulo 4.3.13
Médulo 4.3.14
Moédulo 4.3.15
Moédulo 4.3.16
Moédulo 4.3.17
Médulo 4.3.18
Moédulo 4.3.19
Moédulo 4.3.20
Médulo 4.3.21

0,0728
0,0767
0,0733
0,0720
0,0739
0,0726
0,0747
0,0754
0,0718
0,0744
0,0727
0,0897
0,0876
0,0837
0,0794
0,0767
0,0771
0,0778
0,0769
0,0756
0,0772
0,0774
0,0750
0,0765
0,0764
0,0774
0,0777
0,0767
0,0765
0,0779
0,0781
0,0752
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Moédulo 4.3.22
Modulo 4.4.1
Moédulo 4.4.2
Moédulo 4.4.3
Moédulo 4.4.4
Modulo 4.4.5
Moédulo 4.4.6
Moédulo 4.4.7
Médulo 4.4.8
Modulo 4.4.9
Modulo 4.4.10
Moédulo 4.4.11
Médulo 4.4.12
Moédulo 4.4.13
Moédulo 4.4.14
Modulo 4.4.15
Moédulo 4.4.16
Modulo 4.4.17
Moédulo 4.4.18
Moédulo 4.4.19
Moédulo 4.4.20
Modulo 4.5.1
Modulo 4.5.2
Modulo 4.5.3
Médulo 4.5.4
Modulo 4.5.5
Moédulo 4.5.6
Modulo 4.5.7
Médulo 4.5.8
Modulo 4.5.9
Moédulo 4.5.10
Modulo 4.5.11

0,0791
0,0701
0,0734
0,0773
0,0784
0,0778
0,0731
0,0808
0,0761
0,0728
0,0768
0,0752
0,0771
0,0765
0,0794
0,0806
0,0779
0,0754
0,0761
0,0783
0,0795
0,0768
0,0795
0,0750
0,0757
0,0766
0,0774
0,0766
0,0772
0,0792
0,0747
0,0785

Médulo 4.5.12
Moédulo 4.5.13
Moédulo 4.5.14
Modulo 4.5.15
Médulo 4.5.16
Moédulo 4.5.17
Moédulo 4.5.18
Modulo 4.5.19
Moédulo 4.5.20
Moédulo 4.5.21
Moédulo 4.5.22
Moédulo 4.6.1

Médulo 4.6.2

Moédulo 4.6.3

Moédulo 4.6.4

Modulo 4.6.5

Médulo 4.6.6

Moédulo 4.6.7

Moédulo 4.6.8

Moédulo 4.6.9

Médulo 4.6.10
Moédulo 4.6.11
Moédulo 4.6.12
Modulo 4.6.13
Médulo 4.6.14
Moédulo 4.6.15
Moédulo 4.6.16
Modulo 4.6.17
Médulo 4.6.18
Modulo 4.6.19
Moédulo 4.6.20
Moédulo 4.6.21

0,0775
0,0760
0,0738
0,0755
0,0756
0,0730
0,0735
0,0773
0,0784
0,0762
0,0753
0,0813
0,0793
0,0795
0,0781
0,0776
0,0818
0,0781
0,0734
0,0755
0,0713
0,0804
0,0757
0,0810
0,0818
0,0783
0,0770
0,0756
0,0749
0,0772
0,0770
0,0741

Médulo 4.6.22
Moédulo 4.7.1
Moédulo 4.7.2
Moédulo 4.7.3
Médulo 4.7.4
Moédulo 4.7.5
Médulo 4.7.6
Moédulo 4.7.7
Moédulo 4.7.8
Moédulo 4.7.9
Moédulo 4.7.10
Médulo 4.7.11
Médulo 4.7.12
Moédulo 4.7.13
Moédulo 4.7.14
Modulo 4.7.15
Médulo 4.7.16
Moédulo 4.7.17
Moédulo 4.7.18
Modulo 4.7.19
Moédulo 4.7.20
Moédulo 4.7.21
Moédulo 4.7.22
Moédulo 4.8.1
Médulo 4.8.2
Moédulo 4.8.3
Moédulo 4.8.4
Modulo 4.8.5
Moédulo 4.8.6
Moédulo 4.8.7
Médulo 4.8.8
Moédulo 4.8.9

0,0737
0,0763
0,0737
0,0769
0,0755
0,0797
0,0787
0,0783
0,0748
0,0814
0,0766
0,0793
0,0795
0,0772
0,0802
0,0787
0,0753
0,0790
0,0774
0,0758
0,0736
0,0753
0,0747
0,0761
0,0763
0,0751
0,0763
0,0781
0,0738
0,0747
0,0760
0,0734
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Médulo 4.8.10 0,0751
Médulo 4.8.11  0,0786
Moédulo 4.8.12  0,0746
Moédulo 4.8.13  0,0749
Médulo 4.8.14 0,0737
Médulo 4.8.15 0,0713
Moédulo 4.8.16 0,0768
Moédulo 4.8.17 0,0766
Médulo 4.8.18  0,0758
Médulo 4.8.19 0,0720
Modulo 4.8.20 0,0704
Médulo 4.8.21  0,0743
Moédulo 4.8.22  0,0746
Médulo 4.9.1  0,0703
Moédulo 4.9.2  0,0733
Médulo 4.9.3  0,0723
Médulo 4.9.4  0,0738
Médulo 4.9.5  0,0738
Modulo 4.9.6  0,0711
Modulo 4.9.7  0,0724
Médulo 4.9.8  0,0755
Médulo 4.9.9  0,0777
Moédulo 4.9.10 0,0772
Moédulo 4.9.11 0,0824
Médulo 4.9.12  0,0774
Médulo 4.9.13  0,0784
Modulo 4.9.14 0,0779
Moédulo 4.9.15 0,0788
Médulo 4.9.16  0,0758
Médulo 4.9.17  0,0778
Moédulo 4.9.18 0,0776
Modulo 4.9.19 0,0798
Médulo 4.9.20 0,0787
Moédulo 4.9.21  0,0778
Modulo 4.9.22 0,0751
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 1.1.1
Moédulo 1.1.2
Moédulo 1.1.3
Moédulo 1.1.4
Modulo 1.1.5
Moédulo 1.1.6
Médulo 1.1.7
Moédulo 1.1.8
Moédulo 1.1.9
Moédulo 1.1.10
Moédulo 1.1.11
Médulo 1.1.12
Médulo 1.1.13
Moédulo 1.1.14
Moédulo 1.1.15
Moédulo 1.1.16
Moédulo 1.2.1
Moédulo 1.2.2
Moédulo 1.2.3
Moédulo 1.2.4
Moédulo 1.2.5
Moédulo 1.2.6
Médulo 1.2.7
Moédulo 1.2.8
Moédulo 1.2.9
Moédulo 1.2.10
Médulo 1.2.11
Médulo 1.2.12
Médulo 1.2.13
Moédulo 1.2.14
Moédulo 1.2.15
Médulo 1.2.16

0,0859
0,0822
0,0798
0,0879
0,0880
0,0810
0,0857
0,0835
0,0800
0,0831
0,0829
0,0835
0,0799
0,0853
0,0886
0,0932
0,0790
0,0805
0,0818
0,0835
0,0860
0,0802
0,0744
0,0879
0,0818
0,0848
0,0844
0,0825
0,0839
0,0842
0,0905
0,0835

0,0796
0,0711
0,0734
0,0716
0,0712
0,0735
0,0756
0,0739
0,0796
0,0685
0,0806
0,0798
0,0685
0,0892
0,0807
0,0799
0,0715
0,0728
0,0693
0,0782
0,0740
0,0744
0,1081
0,0831
0,0894
0,0872
0,0785
0,0804
0,0811
0,0836
0,0838
0,0720

0,0677
0,0671
0,0630
0,0636
0,0644
0,0645
0,0681
0,0629
0,0574
0,0665
0,0693
0,0724
0,0572
0,0645
0,0682
0,0698
0,0631
0,0665
0,0677
0,0721
0,0713
0,0612
0,0644
0,0709
0,0749
0,0707
0,0859
0,0658
0,0656
0,0754
0,0726
0,0697

0,0550
0,0560
0,0547
0,0564
0,0545
0,0542
0,0584
0,0557
0,0506
0,0574
0,0597
0,0550
0,0560
0,0569
0,0608
0,0589
0,0532
0,0547
0,0530
0,0614
0,0625
0,0546
0,0497
0,0621
0,0600
0,0569
0,0650
0,0580
0,0585
0,0609
0,0699
0,0575

0,0667
0,0612
0,0648
0,0640
0,0637
0,0685
0,0703
0,0648
0,0658
0,0633
0,0692
0,0645
0,0636
0,0643
0,0685
0,0641
0,0622
0,0614
0,0636
0,0658
0,0692
0,0632
0,0684
0,0644
0,0675
0,0687
0,0693
0,0653
0,0625
0,0639
0,0746
0,0667

0,0614
0,0617
0,0614
0,0631
0,0636
0,0651
0,0671
0,0586
0,0625
0,0593
0,0659
0,0603
0,0609
0,0651
0,0659
0,0647
0,0635
0,0605
0,0603
0,0684
0,0680
0,0598
0,0663
0,0653
0,0672
0,0667
0,0714
0,0635
0,0586
0,0745
0,0786
0,0612

0,0776
0,0776
0,0805
0,0730
0,0735
0,0828
0,0780
0,0751
0,0748
0,0725
0,0758
0,0714
0,0744
0,0758
0,0782
0,0758
0,0768
0,0743
0,0731
0,0802
0,0787
0,0789
0,0780
0,0789
0,0781
0,0756
0,0742
0,0724
0,0725
0,0716
0,0796
0,0783

0,0576
0,0539
0,0571
0,0566
0,0540
0,0580
0,0592
0,0536
0,0595
0,0571
0,0588
0,0570
0,0528
0,0577
0,0591
0,0598
0,0528
0,0551
0,0564
0,0613
0,0629
0,0595
0,0609
0,0621
0,0589
0,0598
0,0650
0,0557
0,0566
0,0629
0,0766
0,0575

0,0701
0,0661
0,0659
0,0676
0,0675
0,0666
0,0674
0,0673
0,0700
0,0679
0,0657
0,0660
0,0665
0,0674
0,0671
0,0692
0,0652
0,0639
0,0632
0,0692
0,0704
0,0677
0,0667
0,0714
0,0672
0,0666
0,0744
0,0639
0,0641
0,0691
0,0682
0,0656

0,0816
0,0790
0,0754
0,0789
0,0811
0,0775
0,0811
0,0813
0,0786
0,0787
0,0830
0,0806
0,0785
0,0799
0,0814
0,0769
0,0744
0,0801
0,0769
0,0807
0,0840
0,0803
0,0822
0,0815
0,0838
0,0807
0,0879
0,0802
0,0768
0,0868
0,0876
0,0793

0,0861
0,0786
0,0802
0,0793
0,0811
0,0793
0,0827
0,0803
0,0818
0,0814
0,0809
0,0782
0,0815
0,0824
0,0865
0,0813
0,0782
0,0780
0,0820
0,0817
0,0837
0,0841
0,0844
0,0850
0,0823
0,0817
0,0834
0,0806
0,0830
0,0845
0,0848
0,0824
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Moédulo 1.3.1
Moédulo 1.3.2
Moédulo 1.3.3
Moédulo 1.3.4
Médulo 1.3.5
Moédulo 1.3.6
Médulo 1.3.7
Moédulo 1.3.8
Médulo 1.3.9
Moédulo 1.3.10
Moédulo 1.3.11
Moédulo 1.3.12
Médulo 1.3.13
Moédulo 1.3.14
Médulo 1.3.15
Moédulo 1.3.16
Moédulo 2.1.1
Moédulo 2.1.2
Moédulo 2.1.3
Moédulo 2.1.4
Médulo 2.1.5
Moédulo 2.1.6
Médulo 2.1.7
Médulo 2.1.8
Médulo 2.1.9
Moédulo 2.1.10
Médulo 2.1.11
Moédulo 2.1.12
Médulo 2.1.13
Moédulo 2.1.14
Moédulo 2.1.15
Moédulo 2.1.16

0,0811
0,0812
0,0842
0,0885
0,0851
0,0789
0,0781
0,0798
0,0809
0,0793
0,0851
0,0821
0,0919
0,0849
0,0885
0,0831
0,0707
0,0618
0,0761
0,0590
0,0759
0,1031
0,0750
0,0746
0,0675
0,0506
0,0652
0,0681
0,0933
0,0960
0,0680
0,0788

0,0717
0,0755
0,0717
0,0738
0,0796
0,0866
0,0732
0,0765
0,0855
0,0724
0,0907
0,0021
0,0732
0,0753
0,0920
0,0692
0,0737
0,0738
0,0775
0,0728
0,0697
0,0745
0,0716
0,0797
0,0736
0,0762
0,0748
0,0787
0,0707
0,0796
0,0769
0,0815

0,0656
0,0606
0,0615
0,0642
0,0700
0,0631
0,0680
0,0628
0,0733
0,0605
0,0638
0,0657
0,0689
0,0701
0,0733
0,0676
0,0685
0,0732
0,0705
0,0737
0,0644
0,0604
0,0717
0,0673
0,0604
0,0677
0,0629
0,0765
0,0751
0,0648
0,0755
0,0698

0,0567
0,0560
0,0527
0,0565
0,0610
0,0576
0,0571
0,0565
0,0555
0,0559
0,0620
0,0587
0,0572
0,0571
0,0575
0,0588
0,0629
0,0566
0,0620
0,0643
0,0510
0,0565
0,0594
0,0594
0,0559
0,0522
0,0564
0,0583
0,0573
0,0587
0,0649
0,0620

0,0686
0,0626
0,0619
0,0629
0,0655
0,0659
0,0645
0,0633
0,0674
0,0647
0,0664
0,0630
0,0673
0,0600
0,0612
0,0633
0,0691
0,0664
0,0656
0,0687
0,0607
0,0650
0,0647
0,0638
0,0650
0,0632
0,0621
0,0655
0,0616
0,0662
0,0742
0,0669

0,0663
0,0573
0,0602
0,0641
0,0654
0,0628
0,0635
0,0585
0,0676
0,0648
0,0714
0,0611
0,0631
0,0646
0,0776
0,0621
0,0714
0,0637
0,0669
0,0677
0,0618
0,0627
0,0667
0,0651
0,0680
0,0637
0,0649
0,0663
0,0722
0,0684
0,0760
0,0695

0,0794
0,0732
0,0750
0,0741
0,0763
0,0789
0,0762
0,0745
0,0785
0,0747
0,0820
0,0752
0,0773
0,0672
0,0769
0,0776
0,0799
0,0776
0,0799
0,0792
0,0710
0,0799
0,0712
0,0781
0,0817
0,0734
0,0719
0,0781
0,0785
0,0770
0,0826
0,0772

0,0584
0,0508
0,0520
0,0556
0,0585
0,0575
0,0577
0,0548
0,0574
0,0555
0,0618
0,0568
0,0573
0,0622
0,0607
0,0586
0,0600
0,0596
0,0593
0,0643
0,0535
0,0568
0,0570
0,0564
0,0601
0,0546
0,0563
0,0611
0,0537
0,0611
0,0634
0,0641

0,0735
0,0640
0,0645
0,0695
0,0682
0,0662
0,0669
0,0657
0,0687
0,0677
0,0733
0,0669
0,0742
0,0677
0,0680
0,0658
0,0715
0,0698
0,0682
0,0719
0,0627
0,0640
0,0669
0,0661
0,0682
0,0652
0,0657
0,0709
0,0665
0,0735
0,0741
0,0691

0,0811
0,0769
0,0774
0,0758
0,0805
0,0778
0,0794
0,0777
0,0779
0,0763
0,0821
0,0801
0,0878
0,0840
0,0852
0,0783
0,0791
0,0843
0,0864
0,0805
0,0738
0,0786
0,0773
0,0784
0,0802
0,0727
0,0782
0,0803
0,0730
0,0838
0,0837
0,0817

0,0858
0,0791
0,0794
0,0862
0,0818
0,0820
0,0793
0,0828
0,0842
0,0822
0,0808
0,0805
0,0858
0,0814
0,0846
0,0801
0,0822
0,0865
0,0823
0,0843
0,0782
0,0793
0,0807
0,0794
0,0840
0,0809
0,0832
0,0848
0,0857
0,0867
0,0878
0,0844
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Moédulo 2.2.1
Modulo 2.2.2
Moédulo 2.2.3
Moédulo 2.2.4
Médulo 2.2.5
Moédulo 2.2.6
Moédulo 2.2.7
Moédulo 2.2.8
Médulo 2.2.9
Moédulo 2.2.10
Moédulo 2.2.11
Médulo 2.2.12
Médulo 2.2.13
Moédulo 2.2.14
Moédulo 2.2.15
Moédulo 2.2.16
Moédulo 2.3.1
Moédulo 2.3.2
Moédulo 2.3.3
Moédulo 2.3.4
Médulo 2.3.5
Moédulo 2.3.6
Moédulo 2.3.7
Moédulo 2.3.8
Médulo 2.3.9
Moédulo 2.3.10
Médulo 2.3.11
Moédulo 2.3.12
Médulo 2.3.13
Moédulo 2.3.14
Médulo 2.3.15
Moédulo 2.3.16

0,0655
0,0634
0,0633
0,0603
0,0758
0,0935
0,0707
0,0652
0,0894
0,0788
0,0668
0,0742
0,0683
0,0726
0,0726
0,1053
0,0812
0,0817
0,0824
0,0590
0,0939
0,0614
0,0671
0,0832
0,0831
0,0716
0,0756
0,0785
0,0820
0,0660
0,0743
0,0628

0,0767
0,0843
0,0828
0,0725
0,0766
0,0756
0,0758
0,0708
0,0753
0,0814
0,0739
0,0731
0,0719
0,0793
0,0832
0,0760
0,0726
0,0761
0,0739
0,0728
0,0791
0,0747
0,0751
0,0752
0,0724
0,0789
0,0812
0,0880
0,0826
0,0729
0,0779
0,0981

0,0627
0,0629
0,0626
0,0604
0,0653
0,0570
0,0686
0,0637
0,0614
0,0633
0,0665
0,0621
0,0646
0,0756
0,0684
0,0703
0,0698
0,0631
0,0684
0,0600
0,0699
0,0615
0,0612
0,0661
0,0641
0,0657
0,0706
0,0715
0,0808
0,0616
0,0797
0,0673

0,0551
0,0573
0,0574
0,0517
0,0595
0,0504
0,0549
0,0570
0,0560
0,0532
0,0542
0,0562
0,0587
0,0592
0,0585
0,0530
0,0548
0,0569
0,0572
0,0529
0,0600
0,0598
0,0553
0,0537
0,0626
0,0560
0,0666
0,0597
0,0679
0,0576
0,0625
0,0651

0,0650
0,0660
0,0658
0,0618
0,0650
0,0569
0,0687
0,0579
0,0651
0,0626
0,0615
0,0685
0,0650
0,0651
0,0690
0,0637
0,0644
0,0638
0,0679
0,0647
0,0671
0,0636
0,0617
0,0619
0,0665
0,0614
0,0714
0,0680
0,0731
0,0607
0,0656
0,0686

0,0640
0,0644
0,0632
0,0623
0,0684
0,0591
0,0659
0,0589
0,0649
0,0588
0,0638
0,0621
0,0643
0,0636
0,0659
0,0615
0,0636
0,0631
0,0683
0,0658
0,0681
0,0652
0,0654
0,0578
0,0627
0,0739
0,0673
0,0676
0,0802
0,0603
0,0667
0,0792

0,0753
0,0741
0,0740
0,0747
0,0800
0,0705
0,0787
0,0754
0,0814
0,0723
0,0751
0,0765
0,0741
0,0753
0,0818
0,0764
0,0776
0,0742
0,0840
0,0786
0,0786
0,0783
0,0753
0,0758
0,0782
0,0824
0,0803
0,0799
0,0891
0,0741
0,0802
0,0827

0,0576
0,0581
0,0580
0,0548
0,0580
0,0526
0,0598
0,0566
0,0607
0,0556
0,0537
0,0553
0,0597
0,0581
0,0605
0,0575
0,0565
0,0552
0,0613
0,0581
0,0616
0,0562
0,0543
0,0559
0,0590
0,0569
0,0601
0,0603
0,0633
0,0576
0,0606
0,0629

0,0660
0,0665
0,0666
0,0646
0,0670
0,0641
0,0681
0,0624
0,0675
0,0644
0,0675
0,0713
0,0622
0,0710
0,0692
0,0686
0,0658
0,0662
0,0714
0,0670
0,0679
0,0672
0,0666
0,0675
0,0640
0,0665
0,0707
0,0709
0,0719
0,0651
0,0695
0,0752

0,0809
0,0810
0,0768
0,0760
0,0801
0,0788
0,0816
0,0761
0,0819
0,0786
0,0801
0,0786
0,0799
0,0805
0,0812
0,0809
0,0796
0,0739
0,0800
0,0774
0,0786
0,0824
0,0794
0,0761
0,0798
0,0773
0,0886
0,0834
0,0851
0,0802
0,0838
0,0814

0,0805
0,0823
0,0795
0,0788
0,0796
0,0838
0,0824
0,0782
0,0805
0,0787
0,0845
0,0814
0,0799
0,0856
0,0841
0,0789
0,0821
0,0788
0,0832
0,0788
0,0814
0,0817
0,0826
0,0819
0,0807
0,0816
0,0853
0,0810
0,0852
0,0827
0,0823
0,0836
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 3.1.1
Moédulo 3.1.2
Moédulo 3.1.3
Moédulo 3.1.4
Médulo 3.1.5
Moédulo 3.1.6
Médulo 3.1.7
Moédulo 3.1.8
Médulo 3.1.9
Moédulo 3.1.10
Moédulo 3.1.11
Médulo 3.1.12
Médulo 3.1.13
Moédulo 3.1.14
Moédulo 3.1.15
Modulo 3.1.16
Moédulo 3.2.1
Moédulo 3.2.2
Médulo 3.2.3
Moédulo 3.2.4
Moédulo 3.2.5
Moédulo 3.2.6
Médulo 3.2.7
Moédulo 3.2.8
Médulo 3.2.9
Moédulo 3.2.10
Moédulo 3.2.11
Médulo 3.2.12
Médulo 3.2.13
Moédulo 3.2.14
Moédulo 3.2.15
Modulo 3.2.16

0,0863
0,0838
0,0914
0,0804
0,0855
0,0809
0,0836
0,0868
0,0800
0,0807
0,0851
0,0938
0,0797
0,0832
0,0813
0,0812
0,0903
0,0870
0,0823
0,0864
0,0819
0,0847
0,0846
0,0802
0,0906
0,0812
0,0779
0,0841
0,0834
0,0755
0,0810
0,0900

0,0923
0,0754
0,0904
0,0714
0,0802
0,0771
0,0781
0,0889
0,0782
0,0736
0,0734
0,0742
0,0699
0,0679
0,0714
0,0733
0,0787
0,0750
0,0714
0,0732
0,0761
0,0724
0,0798
0,0704
0,0737
0,0773
0,0673
0,0729
0,0737
0,0695
0,0704
0,0784

0,0859
0,0759
0,0769
0,0684
0,0759
0,0718
0,0767
0,0810
0,0672
0,0668
0,0704
0,0870
0,0728
0,0682
0,0679
0,0687
0,0893
0,0855
0,0752
0,0759
0,0723
0,0738
0,0727
0,0651
0,0737
0,0682
0,0649
0,0730
0,0777
0,0716
0,0705
0,0806

0,0690
0,0657
0,0603
0,0575
0,0548
0,0574
0,0586
0,0588
0,0553
0,0567
0,0592
0,0574
0,0548
0,0540
0,0574
0,0590
0,0668
0,0657
0,0537
0,0573
0,0607
0,0581
0,0543
0,0561
0,0554
0,0628
0,0557
0,0616
0,0549
0,0558
0,0620
0,0601

0,0866
0,0697
0,0725
0,0648
0,0712
0,0716
0,0628
0,0718
0,0640
0,0632
0,0656
0,0841
0,0732
0,1156
0,0621
0,0638
0,0888
0,0777
0,0660
0,0717
0,0711
0,0666
0,0985
0,0676
0,0720
0,0699
0,0645
0,0778
0,0796
0,0684
0,0637
0,0721

0,0750
0,0731
0,0661
0,0648
0,0653
0,0699
0,0622
0,0667
0,0600
0,0639
0,0634
0,0669
0,0670
0,0584
0,0585
0,0636
0,0786
0,0765
0,0625
0,0698
0,0695
0,0572
0,0653
0,0588
0,0621
0,0675
0,0623
0,0658
0,0675
0,0618
0,0581
0,0614

0,0863
0,0782
0,0787
0,0775
0,0778
0,0803
0,0794
0,0792
0,0749
0,0785
0,0780
0,0793
0,0845
0,0729
0,0689
0,0721
0,0888
0,0846
0,0748
0,0798
0,0805
0,0732
0,0795
0,0778
0,0797
0,0814
0,0771
0,0803
0,0833
0,0771
0,0715
0,0766

0,0671
0,0581
0,0626
0,0604
0,0578
0,0582
0,0550
0,0567
0,0540
0,0570
0,0583
0,0640
0,0587
0,0562
0,0570
0,0579
0,0667
0,0668
0,0550
0,0581
0,0570
0,0557
0,0580
0,0571
0,0606
0,0607
0,0586
0,0609
0,0610
0,0552
0,0557
0,0638

0,0757
0,0738
0,0712
0,0661
0,0671
0,0683
0,0671
0,0711
0,0643
0,0640
0,0677
0,0738
0,0648
0,0668
0,0643
0,0659
0,0733
0,0704
0,0646
0,0660
0,0649
0,0673
0,0658
0,0653
0,0690
0,0651
0,0652
0,0675
0,0715
0,0656
0,0638
0,0708

0,0874
0,0799
0,0797
0,0795
0,0805
0,0813
0,0834
0,0837
0,0782
0,0717
0,0781
0,0841
0,0761
0,0758
0,0759
0,0783
0,0880
0,0842
0,0778
0,0776
0,0809
0,0796
0,0781
0,0811
0,0808
0,0759
0,0761
0,0780
0,0784
0,0775
0,0801
0,0806

0,0852
0,0857
0,0869
0,0819
0,0812
0,0843
0,0831
0,0848
0,0783
0,0793
0,0816
0,0866
0,0811
0,0832
0,0851
0,0832
0,0876
0,0842
0,0814
0,0835
0,0816
0,0829
0,0800
0,0827
0,0817
0,0821
0,0797
0,0817
0,0856
0,0815
0,0825
0,0889
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 3.3.1
Moédulo 3.3.2
Moédulo 3.3.3
Modulo 3.3.4
Médulo 3.3.5
Moédulo 3.3.6
Moédulo 3.3.7
Moédulo 3.3.8
Médulo 3.3.9
Moédulo 3.3.10
Médulo 3.3.11
Modulo 3.3.12
Médulo 3.3.13
Moédulo 3.3.14
Médulo 3.3.15
Moédulo 3.3.16
Moédulo 3.4.1
Moédulo 3.4.2
Moédulo 3.4.3
Moédulo 3.4.4
Moédulo 3.4.5
Moédulo 3.4.6
Moédulo 3.4.7
Modulo 3.4.8
Médulo 3.4.9
Moédulo 3.4.10
Médulo 3.4.11
Moédulo 3.4.12
Médulo 3.4.13
Moédulo 3.4.15
Moédulo 3.4.16
Modulo 3.5.1

0,0850
0,0866
0,0825
0,0750
0,0863
0,0784
0,0844
0,0904
0,0801
0,0878
0,0769
0,0787
0,0829
0,0880
0,0758
0,0923
0,0819
0,0807
0,0816
0,0809
0,0811
0,0830
0,0802
0,0864
0,0735
0,0898
0,0753
0,0761
0,0792
0,0828
0,0799
0,0833

0,0756
0,0750
0,0719
0,0681
0,0769
0,0683
0,0712
0,0747
0,0701
0,0751
0,0667
0,0688
0,0751
0,0745
0,0713
0,0752
0,0754
0,0718
0,0700
0,0731
0,0731
0,0757
0,0727
0,0728
0,0702
0,0779
0,0716
0,0720
0,0714
0,0702
0,0721
0,0742

0,0895
0,0811
0,0699
0,0634
0,0713
0,0770
0,0732
0,0782
0,0701
0,0774
0,0640
0,0657
0,0720
0,0686
0,0734
0,0789
0,0816
0,0751
0,0673
0,0803
0,0733
0,0817
0,0770
0,0766
0,0660
0,0784
0,0724
0,0725
0,0662
0,0780
0,0728
0,0755

0,0682
0,0632
0,0557
0,0571
0,0601
0,0505
0,0586
0,0574
0,0570
0,0600
0,0544
0,0553
0,0569
0,0567
0,0579
0,0584
0,0601
0,0609
0,0581
0,0552
0,0607
0,0564
0,0569
0,0651
0,0567
0,0615
0,0563
0,0547
0,0528
0,0541
0,0573
0,0597

0,1350
0,0752
0,0710
0,0619
0,0699
0,0677
0,0694
0,0710
0,0711
0,0659
0,0629
0,0633
0,0756
0,0674
0,0667
0,0644
0,1357
0,0734
0,1038
0,0737
0,0745
0,0862
0,0746
0,0814
0,0771
0,0822
0,0760
0,0759
0,1066
0,1048
0,0679
0,0757

0,0742
0,0750
0,0662
0,0628
0,0662
0,0646
0,0634
0,0628
0,0621
0,0611
0,0589
0,0600
0,0639
0,0651
0,0614
0,0636
0,0714
0,0664
0,0608
0,0648
0,0661
0,0662
0,0679
0,0672
0,0695
0,0711
0,0688
0,0639
0,0583
0,0652
0,0665
0,0689

0,0867
0,0865
0,0779
0,0752
0,0775
0,0762
0,0774
0,0794
0,0760
0,0747
0,0730
0,0735
0,0771
0,0752
0,0762
0,0707
0,0809
0,0815
0,0775
0,0797
0,0796
0,0782
0,0808
0,0757
0,0795
0,0779
0,0811
0,0803
0,0725
0,0770
0,0793
0,0798

0,0648
0,0669
0,0568
0,0563
0,0635
0,0560
0,0572
0,0576
0,0563
0,0534
0,0545
0,0536
0,0558
0,0593
0,0555
0,0585
0,0610
0,0588
0,0578
0,0564
0,0586
0,0602
0,0608
0,0616
0,0588
0,0626
0,0611
0,0604
0,0550
0,0564
0,0583
0,0599

0,0760
0,0695
0,0696
0,0615
0,0665
0,0633
0,0672
0,0695
0,0645
0,0683
0,0604
0,0624
0,0673
0,0666
0,0656
0,0666
0,0707
0,0656
0,0656
0,0656
0,0664
0,0724
0,0685
0,0712
0,0656
0,0704
0,0704
0,0702
0,0644
0,0673
0,0662
0,0668

0,0847
0,0838
0,0817
0,0754
0,0809
0,0767
0,0782
0,0822
0,0764
0,0810
0,0765
0,0770
0,0783
0,0773
0,0763
0,0803
0,0831
0,0781
0,0771
0,0814
0,0811
0,0805
0,0792
0,0834
0,0779
0,0820
0,0787
0,0783
0,0749
0,0797
0,0804
0,0779

0,0880
0,0853
0,0831
0,0790
0,0811
0,0808
0,0878
0,0845
0,0795
0,0819
0,0788
0,0811
0,0809
0,0811
0,0824
0,0841
0,0824
0,0798
0,0796
0,0786
0,0795
0,0851
0,0824
0,0815
0,0788
0,0822
0,0790
0,0837
0,0792
0,0791
0,0801
0,0789
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 3.5.2
Moédulo 3.5.3
Moédulo 3.5.4
Modulo 3.5.5
Médulo 3.5.6
Moédulo 3.5.7
Moédulo 3.5.8
Moédulo 3.5.9
Médulo 3.5.10
Moédulo 3.5.11
Moédulo 3.5.12
Modulo 3.5.13
Médulo 3.5.14
Moédulo 3.5.15
Moédulo 3.5.16
Modulo 3.6.1
Médulo 3.6.2
Moédulo 3.6.3
Moédulo 3.6.4
Moédulo 3.6.5
Médulo 3.6.6
Moédulo 3.6.7
Moédulo 3.6.8
Moédulo 3.6.9
Médulo 3.6.10
Moédulo 3.6.11
Moédulo 3.6.12
Modulo 3.6.13
Médulo 3.6.14
Moédulo 3.6.15
Moédulo 3.6.16
Modulo 3.7.1

0,0765
0,0829
0,0795
0,0785
0,0768
0,0826
0,0793
0,0755
0,0837
0,0805
0,0804
0,0788
0,0779
0,0807
0,0815
0,0842
0,0811
0,0917
0,0823
0,0797
0,0892
0,0810
0,0760
0,0804
0,0831
0,0799
0,0799
0,0803
0,0835
0,0838
0,0802
0,0807

0,0682
0,0746
0,0682
0,0692
0,0693
0,0715
0,0707
0,0685
0,0702
0,0705
0,0718
0,0713
0,0688
0,0739
0,0740
0,0705
0,0711
0,0760
0,0753
0,0672
0,0768
0,0718
0,0692
0,0700
0,0749
0,0675
0,0718
0,0699
0,0745
0,0724
0,0690
0,0711

0,0674
0,0744
0,0708
0,0745
0,0699
0,0716
0,0721
0,0686
0,0715
0,0741
0,0669
0,0663
0,0691
0,0803
0,0720
0,0653
0,0683
0,0732
0,0712
0,0776
0,0797
0,0766
0,0702
0,0703
0,0682
0,0658
0,0710
0,0719
0,0770
0,0765
0,0701
0,0733

0,0530
0,0605
0,0540
0,0584
0,0561
0,0601
0,0629
0,0566
0,0609
0,0546
0,0547
0,0551
0,0570
0,0608
0,0586
0,0549
0,0577
0,0612
0,0608
0,0550
0,0639
0,0576
0,0621
0,0588
0,0589
0,0522
0,0627
0,0547
0,0595
0,0593
0,0552
0,0597

0,1156
0,0662
0,0766
0,0758
0,0738
0,0720
0,0798
0,0754
0,0786
0,0724
0,0786
0,0643
0,0670
0,0784
0,0769
0,0751
0,0661
0,0724
0,0670
0,0907
0,0798
0,0746
0,0741
0,0730
0,0747
0,0673
0,0671
0,1217
0,0753
0,1338
0,1103
0,0658

0,0600
0,0601
0,0597
0,0642
0,0618
0,0693
0,0704
0,0691
0,0661
0,0641
0,0621
0,0670
0,0621
0,0663
0,0631
0,0616
0,0609
0,0667
0,0639
0,0653
0,0645
0,0651
0,0684
0,0662
0,0713
0,0638
0,0649
0,0611
0,0663
0,0651
0,0645
0,0708

0,0760
0,0805
0,0744
0,0769
0,0753
0,0780
0,0810
0,0788
0,0775
0,0784
0,0782
0,0785
0,0797
0,0811
0,0795
0,0767
0,0759
0,0794
0,0809
0,0796
0,0752
0,0755
0,0799
0,0771
0,0794
0,0770
0,0821
0,0746
0,0827
0,0818
0,0778
0,0797

0,0557
0,0606
0,0566
0,0581
0,0531
0,0593
0,0580
0,0578
0,0573
0,0606
0,0584
0,0565
0,0577
0,0610
0,0568
0,0567
0,0600
0,0585
0,0596
0,0572
0,0613
0,0562
0,0580
0,0596
0,0592
0,0574
0,0612
0,0514
0,0583
0,0621
0,0570
0,0618

0,0604
0,0645
0,0627
0,0666
0,0626
0,0654
0,0695
0,0666
0,0661
0,0667
0,0675
0,0656
0,0638
0,0701
0,0684
0,0664
0,0694
0,0632
0,0671
0,0671
0,0713
0,0639
0,0690
0,0672
0,0664
0,0660
0,0650
0,0647
0,0681
0,0675
0,0649
0,0666

0,0786
0,0780
0,0782
0,0784
0,0786
0,0804
0,0790
0,0791
0,0785
0,0772
0,0780
0,0783
0,0765
0,0786
0,0770
0,0809
0,0769
0,0793
0,0759
0,0782
0,0858
0,0793
0,0794
0,0779
0,0790
0,0797
0,0731
0,0759
0,0801
0,0794
0,0771
0,0785

0,0785
0,0806
0,0794
0,0811
0,0815
0,0815
0,0811
0,0800
0,0822
0,0804
0,0797
0,0801
0,0801
0,0801
0,0795
0,0782
0,0805
0,0805
0,0830
0,0787
0,0849
0,0801
0,0805
0,0788
0,0820
0,0788
0,0811
0,0768
0,0848
0,0842
0,0789
0,0802
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 3.7.2
Moédulo 3.7.3
Moédulo 3.7.4
Modulo 3.7.5
Médulo 3.7.6
Moédulo 3.7.7
Moédulo 3.7.8
Moédulo 3.7.9
Médulo 3.7.10
Moédulo 3.7.11
Moédulo 3.7.12
Modulo 3.7.13
Moédulo 3.7.14
Moédulo 3.7.15
Moédulo 3.7.16
Modulo 3.8.1
Médulo 3.8.2
Moédulo 3.8.3
Moédulo 3.8.4
Modulo 3.8.5
Médulo 3.8.6
Moédulo 3.8.7
Médulo 3.8.8
Moédulo 3.8.9
Médulo 3.8.10
Moédulo 3.8.11
Moédulo 3.8.12
Modulo 3.8.13
Médulo 3.8.14
Moédulo 3.8.15
Moédulo 3.8.16
Moédulo 4.1.1

0,0787
0,0849
0,0821
0,0857
0,0842
0,0843
0,0840
0,0851
0,0792
0,0829
0,0791
0,0831
0,0744
0,0820
0,0836
0,0784
0,0824
0,0833
0,0840
0,0861
0,0818
0,0863
0,0837
0,0805
0,0831
0,0859
0,0783
0,0839
0,0794
0,0814
0,0837
0,0865

0,0718
0,0728
0,0721
0,0728
0,0695
0,0707
0,0718
0,0764
0,0733
0,0703
0,0709
0,0690
0,0682
0,0690
0,0734
0,0732
0,0724
0,0720
0,0714
0,0733
0,0713
0,0732
0,0727
0,0717
0,0719
0,0699
0,0713
0,0716
0,0668
0,0708
0,0724
0,0816

0,0673
0,0733
0,0692
0,0713
0,0757
0,0767
0,0756
0,0866
0,0764
0,0717
0,0705
0,0717
0,0684
0,0657
0,0748
0,0631
0,0713
0,0755
0,0673
0,0759
0,0715
0,0829
0,0681
0,0694
0,0708
0,0709
0,0728
0,0684
0,0672
0,0719
0,0744
0,0917

0,0558
0,0578
0,0600
0,0575
0,0531
0,0600
0,0611
0,0666
0,0661
0,0591
0,0598
0,0618
0,0582
0,0586
0,0604
0,0565
0,0617
0,0575
0,0517
0,0618
0,0566
0,0624
0,0541
0,0596
0,0571
0,0558
0,0557
0,0541
0,0568
0,0548
0,0557
0,0671

0,0632
0,0654
0,0723
0,0697
0,1135
0,0734
0,0674
0,0786
0,0665
0,0691
0,0674
0,0752
0,0642
0,0635
0,1310
0,0661
0,0646
0,0637
0,0657
0,0656
0,0623
0,0664
0,0635
0,0680
0,0673
0,0652
0,0699
0,0667
0,1214
0,0637
0,0673
0,0697

0,0605
0,0608
0,0659
0,0681
0,0627
0,0657
0,0691
0,0781
0,0722
0,0639
0,0675
0,0692
0,0626
0,0607
0,0675
0,0668
0,0626
0,0609
0,0624
0,0652
0,0605
0,0670
0,0585
0,0621
0,0667
0,0615
0,0678
0,0600
0,0637
0,0589
0,0623
0,0731

0,0754
0,0757
0,0794
0,0849
0,0781
0,0769
0,0785
0,0873
0,0815
0,0763
0,0817
0,0824
0,0766
0,0749
0,0798
0,0793
0,0779
0,0752
0,0725
0,0776
0,0723
0,0769
0,0719
0,0778
0,0764
0,0744
0,0757
0,0770
0,0750
0,0763
0,0740
0,0854

0,0546
0,0550
0,0623
0,0589
0,0576
0,0589
0,0643
0,0637
0,0633
0,0587
0,0598
0,0604
0,0560
0,0546
0,0592
0,0558
0,0567
0,0576
0,0540
0,0595
0,0524
0,0579
0,0585
0,0556
0,0601
0,0558
0,0604
0,0563
0,0544
0,0564
0,0566
0,0624

0,0600
0,0639
0,0684
0,0649
0,0703
0,0712
0,0716
0,0712
0,0751
0,0635
0,0659
0,0700
0,0662
0,0635
0,0707
0,0630
0,0676
0,0679
0,0660
0,0680
0,0631
0,0685
0,0670
0,0637
0,0668
0,0676
0,0648
0,0661
0,0648
0,0677
0,0655
0,0713

0,0752
0,0772
0,0774
0,0822
0,0784
0,0803
0,0822
0,0838
0,0818
0,0748
0,0764
0,0794
0,0762
0,0741
0,0768
0,0785
0,0808
0,0773
0,0752
0,0832
0,0763
0,0808
0,0782
0,0749
0,0768
0,0806
0,0757
0,0791
0,0739
0,0801
0,0767
0,0860

0,0787
0,0787
0,0796
0,0837
0,0809
0,0802
0,0807
0,0862
0,0814
0,0805
0,0806
0,0811
0,0781
0,0786
0,0817
0,0772
0,0779
0,0802
0,0794
0,0833
0,0768
0,0813
0,0811
0,0771
0,0832
0,0811
0,0818
0,0845
0,0772
0,0818
0,0817
0,0884
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 4.1.2
Moédulo 4.1.3
Moédulo 4.1.4
Moédulo 4.1.5
Moédulo 4.1.6
Moédulo 4.1.7
Moédulo 4.1.8
Moédulo 4.1.9
Médulo 4.1.10
Moédulo 4.1.11
Moédulo 4.1.12
Moédulo 4.1.13
Médulo 4.1.14
Moédulo 4.1.15
Moédulo 4.1.16
Médulo 4.1.17
Médulo 4.1.18
Moédulo 4.1.19
Moédulo 4.1.20
Médulo 4.1.21
Médulo 4.1.22
Moédulo 4.2.1
Moédulo 4.2.2
Moédulo 4.2.3
Moédulo 4.2.4
Modulo 4.2.5
Moédulo 4.2.6
Moédulo 4.2.7
Moédulo 4.2.8
Moédulo 4.2.9
Moédulo 4.2.10
Médulo 4.2.11

0,0918
0,0839
0,0047
0,0889
0,0919
0,0919
0,0877
0,0965
0,0887
0,0966
0,0849
0,0895
0,0900
0,0871
0,0856
0,0844
0,0879
0,0959
0,0037
0,0935
0,0909
0,0911
0,1131
0,0881
0,0892
0,0877
0,0921
0,0865
0,0896
0,0908
0,0894
0,0910

0,0932
0,0835
0,0807
0,0826
0,0813
0,0782
0,0816
0,0958
0,0864
0,0894
0,0893
0,0871
0,0845
0,0822
0,0797
0,0865
0,0876
0,0856
0,0841
0,0849
0,0811
0,0898
0,0950
0,1069
0,0956
0,0796
0,0864
0,0772
0,0779
0,0792
0,0771
0,0822

0,0912
0,0794
0,0876
0,0801
0,0794
0,0816
0,0826
0,0920
0,0894
0,0024
0,0890
0,0902
0,0983
0,0968
0,0857
0,0842
0,0921
0,0866
0,0879
0,0923
0,0849
0,0793
0,0859
0,0894
0,0937
0,0962
0,0964
0,0903
0,0811
0,0849
0,0838
0,0713

0,0711
0,0619
0,0666
0,0660
0,0658
0,0685
0,0656
0,0668
0,0608
0,0655
0,0673
0,0628
0,0691
0,0728
0,0610
0,0598
0,0698
0,0654
0,0711
0,0670
0,0680
0,0719
0,0769
0,0620
0,0793
0,0835
0,0719
0,0757
0,0739
0,0675
0,0625
0,0591

0,0715
0,0664
0,0692
0,0661
0,0696
0,0695
0,0681
0,0756
0,0665
0,0682
0,0665
0,0673
0,0742
0,0712
0,0614
0,0657
0,0710
0,0687
0,0676
0,0710
0,0702
0,0822
0,0851
0,0743
0,0855
0,0891
0,0790
0,0852
0,0802
0,0834
0,0786
0,0733

0,0851
0,0764
0,0714
0,0689
0,0712
0,0701
0,0756
0,0813
0,0718
0,0682
0,0638
0,0654
0,0722
0,0783
0,0672
0,0736
0,0689
0,0821
0,0777
0,0841
0,0824
0,0827
0,0991
0,0880
0,0799
0,0873
0,0868
0,0835
0,0820
0,0899
0,0919
0,0834

0,0880
0,0791
0,0835
0,0787
0,0816
0,0845
0,0852
0,0983
0,0848
0,0836
0,0823
0,0804
0,0873
0,0863
0,0792
0,0835
0,0820
0,0819
0,0859
0,0932
0,0877
0,0881
0,1056
0,0944
0,0837
0,0841
0,0803
0,0880
0,0824
0,0977
0,0935
0,0041

0,0671
0,0588
0,0644
0,0608
0,0627
0,0620
0,0636
0,0644
0,0597
0,0635
0,0658
0,0613
0,0673
0,0685
0,0607
0,0587
0,0648
0,0646
0,0637
0,0621
0,0656
0,0897
0,0840
0,0759
0,0726
0,0718
0,0695
0,0702
0,0671
0,0664
0,0621
0,0599

0,0737
0,0685
0,0727
0,0738
0,0725
0,0710
0,0717
0,0761
0,0687
0,0707
0,0699
0,0738
0,0750
0,0775
0,0678
0,0685
0,0749
0,0685
0,0725
0,0699
0,0699
0,0763
0,0792
0,0700
0,0689
0,0725
0,0740
0,0750
0,0705
0,0735
0,0709
0,0655

0,0845
0,0840
0,0882
0,0879
0,0881
0,0837
0,0860
0,0945
0,0917
0,0868
0,0861
0,0885
0,0885
0,0904
0,0826
0,0849
0,0882
0,0819
0,0881
0,0939
0,0873
0,0820
0,0886
0,0904
0,0926
0,0883
0,0915
0,0820
0,0848
0,0895
0,0853
0,0778

0,0903
0,0872
0,0874
0,0887
0,0915
0,0873
0,0863
0,0900
0,0837
0,0872
0,0862
0,0909
0,0902
0,0864
0,0816
0,0823
0,0859
0,0804
0,0856
0,0829
0,0839
0,0883
0,0895
0,0813
0,0892
0,0904
0,0924
0,0893
0,0897
0,0907
0,0866
0,0815
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Moédulo 4.2.12
Moédulo 4.2.13
Moédulo 4.2.14
Moédulo 4.2.15
Médulo 4.2.16
Moédulo 4.2.17
Moédulo 4.2.18
Moédulo 4.2.19
Médulo 4.2.20
Moédulo 4.2.21
Moédulo 4.2.22
Moédulo 4.3.1
Moédulo 4.3.2
Moédulo 4.3.3
Moédulo 4.3.4
Modulo 4.3.5
Médulo 4.3.6
Moédulo 4.3.7
Moédulo 4.3.8
Moédulo 4.3.9
Moédulo 4.3.10
Moédulo 4.3.11
Moédulo 4.3.12
Moédulo 4.3.13
Moédulo 4.3.14
Moédulo 4.3.15
Moédulo 4.3.16
Moédulo 4.3.17
Médulo 4.3.18
Moédulo 4.3.19
Moédulo 4.3.20
Médulo 4.3.21

0,0877
0,0951
0,0949
0,0891
0,0934
0,0879
0,0874
0,0920
0,0848
0,0855
0,0858
0,1001
0,0891
0,0818
0,0803
0,0821
0,0816
0,0864
0,0833
0,0800
0,0821
0,0851
0,0842
0,0867
0,0846
0,0859
0,0915
0,0870
0,0917
0,0897
0,0873
0,0907

0,0793
0,0818
0,0825
0,0837
0,0872
0,0783
0,0812
0,0822
0,0774
0,0826
0,0801
0,0963
0,0881
0,0852
0,0914
0,0880
0,0865
0,0827
0,0864
0,0837
0,0843
0,0874
0,0797
0,0832
0,0829
0,0832
0,0862
0,0868
0,0870
0,0862
0,0843
0,0862

0,0740
0,0789
0,0755
0,0752
0,0809
0,0851
0,0817
0,0906
0,0839
0,0805
0,0803
0,0893
0,0838
0,0764
0,0843
0,0804
0,0884
0,0853
0,0844
0,0746
0,0840
0,0839
0,0776
0,0851
0,0011
0,0860
0,0871
0,0873
0,0789
0,0883
0,0883
0,0823

0,0571
0,0598
0,0568
0,0599
0,0627
0,0574
0,0622
0,0630
0,0584
0,0613
0,0552
0,0885
0,0854
0,0651
0,0682
0,0662
0,0656
0,0724
0,0648
0,0670
0,0711
0,0695
0,0722
0,0687
0,0693
0,0674
0,0681
0,0685
0,0665
0,0695
0,0688
0,0593

0,0628
0,0666
0,0625
0,0614
0,0641
0,0629
0,0655
0,0652
0,0616
0,0645
0,0668
0,0841
0,0907
0,0927
0,0696
0,0653
0,0663
0,0679
0,0665
0,0668
0,0678
0,0706
0,0670
0,0673
0,0673
0,0711
0,0679
0,0671
0,0687
0,0689
0,0705
0,0657

0,0804
0,0803
0,0675
0,0640
0,0622
0,0664
0,0667
0,0665
0,0623
0,0652
0,0642
0,0868
0,1021
0,1023
0,0866
0,0648
0,0609
0,0640
0,0623
0,0652
0,0670
0,0641
0,0596
0,0649
0,0652
0,0653
0,0641
0,0674
0,0651
0,0678
0,0661
0,0637

0,0774
0,0789
0,0734
0,0762
0,0706
0,0761
0,0785
0,0788
0,0755
0,0790
0,0720
0,0975
0,1087
0,1033
0,0828
0,0810
0,0768
0,0805
0,0785
0,0793
0,0829
0,0799
0,0814
0,0823
0,0777
0,0809
0,0817
0,0787
0,0782
0,0817
0,0817
0,0783

0,0551
0,0626
0,0571
0,0574
0,0591
0,0591
0,0630
0,0608
0,0550
0,0634
0,0577
0,0811
0,0690
0,0645
0,0646
0,0619
0,0641
0,0677
0,0669
0,0631
0,0654
0,0676
0,0667
0,0673
0,0652
0,0650
0,0659
0,0646
0,0670
0,0658
0,0673
0,0624

0,0667
0,0746
0,0674
0,0658
0,0703
0,0693
0,0683
0,0687
0,0670
0,0701
0,0674
0,0814
0,0674
0,0752
0,0706
0,0697
0,0725
0,0712
0,0738
0,0701
0,0722
0,0760
0,0707
0,0703
0,0711
0,0747
0,0720
0,0692
0,0679
0,0703
0,0716
0,0705

0,0759
0,0847
0,0794
0,0802
0,0792
0,0782
0,0809
0,0807
0,0786
0,0813
0,0818
0,0888
0,0873
0,0906
0,0906
0,0926
0,0969
0,0917
0,0956
0,0924
0,0869
0,0892
0,0858
0,0852
0,0844
0,0856
0,0866
0,0837
0,0857
0,0836
0,0875
0,0812

0,0816
0,0870
0,0862
0,0812
0,0868
0,0846
0,0841
0,0853
0,0851
0,0853
0,0877
0,0933
0,0867
0,0882
0,0852
0,0929
0,0914
0,0906
0,0907
0,0886
0,0883
0,0864
0,0837
0,0804
0,0839
0,0848
0,0882
0,0833
0,0837
0,0866
0,0888
0,0884
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 4.3.22
Moédulo 4.4.1
Moédulo 4.4.2
Moédulo 4.4.3
Moédulo 4.4.4
Moédulo 4.4.5
Moédulo 4.4.6
Moédulo 4.4.7
Médulo 4.4.8
Moédulo 4.4.9
Moédulo 4.4.10
Médulo 4.4.11
Médulo 4.4.12
Moédulo 4.4.13
Moédulo 4.4.14
Moédulo 4.4.15
Médulo 4.4.16
Moédulo 4.4.17
Moédulo 4.4.18
Moédulo 4.4.19
Moédulo 4.4.20
Moédulo 4.5.1
Moédulo 4.5.2
Moédulo 4.5.3
Moédulo 4.5.4
Moédulo 4.5.5
Moédulo 4.5.6
Moédulo 4.5.7
Médulo 4.5.8
Moédulo 4.5.9
Moédulo 4.5.10
Médulo 4.5.11

0,0048
0,0761
0,0816
0,0874
0,0825
0,0857
0,0827
0,1045
0,0874
0,0878
0,0967
0,0889
0,0896
0,0932
0,0848
0,0896
0,0878
0,0880
0,0906
0,0879
0,0936
0,0945
0,0958
0,0920
0,0873
0,0881
0,0903
0,0919
0,0908
0,0820
0,0851
0,0895

0,0833
0,0844
0,0831
0,0794
0,0777
0,0823
0,0772
0,0819
0,0772
0,0787
0,0811
0,0830
0,0831
0,0819
0,0790
0,0809
0,0830
0,0856
0,0814
0,0815
0,0808
0,0757
0,0822
0,0852
0,0751
0,0773
0,0789
0,0778
0,0777
0,0779
0,0758
0,0777

0,0827
0,0744
0,0779
0,0815
0,0956
0,0809
0,0820
0,0852
0,0786
0,0784
0,0853
0,0862
0,0824
0,0858
0,0862
0,0919
0,0856
0,0849
0,0879
0,0796
0,0867
0,0866
0,0896
0,0782
0,0807
0,0797
0,0747
0,0822
0,0832
0,0842
0,0831
0,0912

0,0658
0,0584
0,0594
0,0678
0,0661
0,0675
0,0621
0,0644
0,0638
0,0593
0,0611
0,0624
0,0644
0,0646
0,0749
0,0756
0,0659
0,0623
0,0638
0,0658
0,0655
0,0674
0,0678
0,0671
0,0662
0,0653
0,0693
0,0683
0,0718
0,0686
0,0611
0,0654

0,0708
0,0614
0,0651
0,0709
0,0680
0,0700
0,0661
0,0734
0,0679
0,0635
0,0684
0,0646
0,0661
0,0678
0,0733
0,0691
0,0665
0,0633
0,0669
0,0694
0,0751
0,0646
0,0711
0,0645
0,0672
0,0674
0,0696
0,0678
0,0663
0,0750
0,0619
0,0670

0,0724
0,0581
0,0680
0,0659
0,0647
0,0664
0,0621
0,0653
0,0700
0,0588
0,0607
0,0626
0,0668
0,0609
0,0686
0,0733
0,0681
0,0629
0,0636
0,0732
0,0711
0,0645
0,0704
0,0652
0,0652
0,0658
0,0690
0,0636
0,0680
0,0719
0,0659
0,0688

0,0819
0,0692
0,0781
0,0847
0,0807
0,0828
0,0746
0,0843
0,0837
0,0750
0,0786
0,0792
0,0789
0,0763
0,0830
0,0878
0,0788
0,0756
0,0812
0,0866
0,0809
0,0766
0,0790
0,0757
0,0796
0,0790
0,0815
0,0734
0,0746
0,0838
0,0784
0,0789

0,0690
0,0579
0,0585
0,0660
0,0649
0,0715
0,0660
0,0700
0,0667
0,0618
0,0653
0,0652
0,0697
0,0654
0,0736
0,0708
0,0695
0,0669
0,0668
0,0656
0,0680
0,0668
0,0632
0,0641
0,0634
0,0663
0,0661
0,0676
0,0655
0,0690
0,0600
0,0698

0,0735
0,0728
0,0706
0,0717
0,0802
0,0729
0,0709
0,0762
0,0724
0,0744
0,0719
0,0661
0,0734
0,0733
0,0754
0,0736
0,0745
0,0731
0,0709
0,0747
0,0730
0,0733
0,0796
0,0682
0,0732
0,0733
0,0740
0,0737
0,0752
0,0769
0,0748
0,0777

0,0875
0,0816
0,0854
0,0890
0,0924
0,0896
0,0814
0,0921
0,0816
0,0786
0,0861
0,0819
0,0860
0,0845
0,0832
0,0870
0,0838
0,0811
0,0828
0,0837
0,0876
0,0857
0,0876
0,0831
0,0868
0,0924
0,0873
0,0870
0,0898
0,0899
0,0871
0,0890

0,0903
0,0807
0,0802
0,0828
0,0927
0,0860
0,0813
0,0953
0,0875
0,0880
0,0918
0,0843
0,0882
0,0881
0,0915
0,0878
0,0908
0,0887
0,0851
0,0927
0,0915
0,0881
0,0930
0,0831
0,0846
0,0884
0,0882
0,0869
0,0873
0,0870
0,0893
0,0904
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Médulo 4.5.12
Moédulo 4.5.13
Moédulo 4.5.14
Modulo 4.5.15
Médulo 4.5.16
Moédulo 4.5.17
Moédulo 4.5.18
Modulo 4.5.19
Moédulo 4.5.20
Moédulo 4.5.21
Moédulo 4.5.22
Moédulo 4.6.1
Médulo 4.6.2
Moédulo 4.6.3
Moédulo 4.6.4
Modulo 4.6.5
Médulo 4.6.6
Moédulo 4.6.7
Moédulo 4.6.8
Moédulo 4.6.9
Moédulo 4.6.10
Moédulo 4.6.11
Moédulo 4.6.12
Modulo 4.6.13
Moédulo 4.6.14
Moédulo 4.6.15
Moédulo 4.6.16
Modulo 4.6.17
Moédulo 4.6.18
Moédulo 4.6.19
Moédulo 4.6.20
Médulo 4.6.21

0,0881
0,0852
0,0804
0,0820
0,0946
0,0888
0,0854
0,0907
0,0955
0,0985
0,0850
0,1078
0,0945
0,1063
0,1002
0,1016
0,1268
0,1129
0,1020
0,0970
0,0877
0,0890
0,0869
0,0985
0,0048
0,0942
0,0034
0,0846
0,0932
0,0983
0,016
0,0946

0,0783
0,0801
0,0791
0,0795
0,0795
0,0771
0,0800
0,0767
0,0868
0,0772
0,0802
0,0926
0,1006
0,1005
0,0937
0,0930
0,0953
0,0885
0,0951
0,0042
0,0843
0,0947
0,0926
0,014
0,0895
0,0822
0,0753
0,0775
0,0796
0,0813
0,0795
0,0772

0,0896
0,0896
0,0801
0,0766
0,0818
0,0794
0,0756
0,0820
0,0838
0,0782
0,0772
0,0995
0,0927
0,0940
0,0914
0,0890
0,0920
0,0950
0,0784
0,0841
0,0849
0,0931
0,0909
0,0044
0,0947
0,0888
0,0832
0,0855
0,0864
0,0871
0,0894
0,0834

0,0625
0,0636
0,0621
0,0656
0,0611
0,0612
0,0626
0,0715
0,0707
0,0607
0,0656
0,0711
0,0708
0,0597
0,0620
0,0622
0,0643
0,0629
0,0570
0,0534
0,0513
0,0611
0,0579
0,0711
0,0654
0,0649
0,0645
0,0606
0,0588
0,0602
0,0621
0,0557

0,0678
0,0642
0,0654
0,0686
0,0649
0,0617
0,0651
0,0690
0,0672
0,0620
0,0649
0,0613
0,0581
0,0612
0,0614
0,0640
0,0697
0,0653
0,0597
0,0681
0,0587
0,0741
0,0642
0,0710
0,0752
0,0704
0,0705
0,0673
0,0652
0,0674
0,0674
0,0628

0,0671
0,0646
0,0617
0,0707
0,0581
0,0616
0,0666
0,0650
0,0647
0,0643
0,0633
0,0623
0,0656
0,0557
0,0590
0,0574
0,0668
0,0638
0,0570
0,0628
0,0586
0,0708
0,0620
0,0637
0,0728
0,0676
0,0660
0,0649
0,0638
0,0684
0,0667
0,0634

0,0816
0,0762
0,0767
0,0773
0,0738
0,0742
0,0761
0,0763
0,0785
0,0789
0,0820
0,0682
0,0643
0,0642
0,0630
0,0655
0,0707
0,0648
0,0668
0,0658
0,0648
0,0780
0,0751
0,0786
0,0865
0,0741
0,0798
0,0785
0,0767
0,0834
0,0830
0,0759

0,0640
0,0627
0,0607
0,0608
0,0613
0,0615
0,0622
0,0689
0,0646
0,0616
0,0646
0,0692
0,0644
0,0604
0,0628
0,0669
0,0656
0,0677
0,0603
0,0589
0,0590
0,0701
0,0656
0,0687
0,0708
0,0704
0,0674
0,0651
0,0654
0,0635
0,0639
0,0594

0,0728
0,0725
0,0721
0,0730
0,0726
0,0718
0,0688
0,0736
0,0742
0,0734
0,0719
0,0725
0,0796
0,0736
0,0742
0,0738
0,0734
0,0732
0,0673
0,0723
0,0683
0,0783
0,0694
0,0725
0,0786
0,0729
0,0763
0,0733
0,0707
0,0704
0,0740
0,0720

0,0896
0,0906
0,0818
0,0855
0,0889
0,0817
0,0804
0,0854
0,0852
0,0880
0,0875
0,0962
0,0980
0,1079
0,1093
0,0932
0,0893
0,0876
0,0839
0,0902
0,0820
0,0892
0,0826
0,0904
0,0864
0,0905
0,0905
0,0881
0,0828
0,0844
0,0850
0,0851

0,0920
0,0902
0,0887
0,0847
0,0934
0,0869
0,0838
0,0917
0,0934
0,0926
0,0917
0,0921
0,0884
0,0955
0,0894
0,0927
0,0968
0,0888
0,0867
0,0905
0,0876
0,0886
0,0831
0,0088
0,0918
0,0899
0,0886
0,0886
0,0854
0,0872
0,0850
0,0862
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Moédulo 4.6.22
Moédulo 4.7.1
Moédulo 4.7.2
Moédulo 4.7.3
Médulo 4.7.4
Moédulo 4.7.5
Moédulo 4.7.6
Modulo 4.7.7
Médulo 4.7.8
Moédulo 4.7.9
Moédulo 4.7.10
Médulo 4.7.11
Médulo 4.7.12
Moédulo 4.7.13
Moédulo 4.7.14
Modulo 4.7.15
Médulo 4.7.16
Moédulo 4.7.17
Moédulo 4.7.18
Modulo 4.7.19
Moédulo 4.7.20
Moédulo 4.7.21
Moédulo 4.7.22
Moédulo 4.8.1
Médulo 4.8.2
Moédulo 4.8.3
Moédulo 4.8.4
Modulo 4.8.5
Médulo 4.8.6
Moédulo 4.8.7
Moédulo 4.8.8
Moédulo 4.8.9

0,0857
0,0027
0,0926
0,0962
0,0985
0,0960
0,1011
0,0971
0,0914
0,1041
0,0952
0,1002
0,0923
0,0992
0,1052
0,0074
0,0932
0,0974
0,0958
0,0017
0,0895
0,0939
0,0908
0,0899
0,0901
0,0034
0,0923
0,0057
0,0908
0,0968
0,0945
0,0892

0,0789
0,0822
0,0799
0,0794
0,0765
0,0861
0,0820
0,0809
0,0790
0,0807
0,0768
0,0825
0,0822
0,0829
0,0853
0,0847
0,0799
0,0887
0,0814
0,0795
0,0767
0,0809
0,0786
0,0837
0,0843
0,0807
0,0795
0,0833
0,0793
0,0800
0,0796
0,0766

0,0794
0,0903
0,0844
0,0913
0,0877
0,0907
0,0942
0,0911
0,0821
0,0918
0,0848
0,0857
0,0843
0,0863
0,0914
0,0889
0,0786
0,0937
0,0833
0,0790
0,0810
0,0780
0,0833
0,0847
0,0861
0,0879
0,0855
0,0882
0,0825
0,0821
0,0796
0,0763

0,0594
0,0614
0,0554
0,0658
0,0629
0,0666
0,0662
0,0657
0,0610
0,0678
0,0660
0,0683
0,0683
0,0679
0,0661
0,0680
0,0629
0,0649
0,0652
0,0640
0,0591
0,0613
0,0627
0,0652
0,0583
0,0526
0,0583
0,0612
0,0573
0,0582
0,0584
0,0570

0,0644
0,0684
0,0626
0,0667
0,0628
0,0719
0,0670
0,0718
0,0663
0,0731
0,0683
0,0719
0,0712
0,0714
0,0727
0,0677
0,0670
0,0684
0,0666
0,0660
0,0647
0,0648
0,0668
0,0630
0,0674
0,0643
0,0683
0,0669
0,0659
0,0622
0,0653
0,0653

0,0655
0,0612
0,0644
0,0650
0,0621
0,0673
0,0641
0,0684
0,0657
0,0699
0,0671
0,0708
0,0686
0,0641
0,0649
0,0676
0,0698
0,0685
0,0692
0,0675
0,0649
0,0691
0,0680
0,0715
0,0702
0,0681
0,0672
0,0687
0,0682
0,0647
0,0702
0,0718

0,0786
0,0779
0,0771
0,0760
0,0778
0,0798
0,0766
0,0796
0,0764
0,0858
0,0809
0,0798
0,0861
0,0795
0,0806
0,0799
0,0783
0,0757
0,0787
0,0811
0,0773
0,0809
0,0799
0,0836
0,0815
0,0803
0,0833
0,0855
0,0783
0,0790
0,0765
0,0751

0,0635
0,0632
0,0586
0,0622
0,0581
0,0646
0,0669
0,0634
0,0636
0,0688
0,0649
0,0661
0,0697
0,0607
0,0664
0,0654
0,0583
0,0635
0,0648
0,0644
0,0589
0,0596
0,0557
0,0587
0,0584
0,0600
0,0645
0,0612
0,0603
0,0610
0,0651
0,0622

0,0697
0,0710
0,0712
0,0711
0,0711
0,0774
0,0711
0,0753
0,0730
0,0772
0,0731
0,0735
0,0755
0,0681
0,0736
0,0770
0,0693
0,0762
0,0717
0,0717
0,0707
0,0717
0,0702
0,0678
0,0734
0,0721
0,0704
0,0704
0,0668
0,0695
0,0707
0,0657

0,0820
0,0884
0,0862
0,0885
0,0866
0,0910
0,0887
0,0857
0,0856
0,0887
0,0821
0,0851
0,0877
0,0826
0,0886
0,0865
0,0809
0,0861
0,0861
0,0813
0,0803
0,0793
0,0828
0,0855
0,0866
0,0860
0,0871
0,0898
0,0826
0,0838
0,0843
0,0833

0,0834
0,0840
0,0833
0,0856
0,0886
0,0896
0,0880
0,0852
0,0834
0,0906
0,0853
0,0884
0,0899
0,0856
0,0937
0,0891
0,0897
0,0916
0,0921
0,0884
0,0879
0,0894
0,0871
0,0811
0,0862
0,0843
0,0856
0,0887
0,0844
0,0866
0,0892
0,0867




APENDICE D. Erro absoluto médio dos resultados dos modelos de previsao por més para 2023

126

Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Moédulo 4.8.10
Moédulo 4.8.11
Moédulo 4.8.12
Modulo 4.8.13
Moédulo 4.8.14
Moédulo 4.8.15
Moédulo 4.8.16
Modulo 4.8.17
Médulo 4.8.18
Moédulo 4.8.19
Moédulo 4.8.20
Médulo 4.8.21
Médulo 4.8.22
Moédulo 4.9.1
Moédulo 4.9.2
Modulo 4.9.3
Médulo 4.9.4
Moédulo 4.9.5
Moédulo 4.9.6
Modulo 4.9.7
Médulo 4.9.8
Moédulo 4.9.9
Moédulo 4.9.10
Médulo 4.9.11
Moédulo 4.9.12
Moédulo 4.9.13
Moédulo 4.9.14
Modulo 4.9.15
Moédulo 4.9.16
Moédulo 4.9.17
Moédulo 4.9.18
Modulo 4.9.19

0,0856
0,0946
0,0922
0,0940
0,0913
0,0877
0,0037
0,0898
0,0944
0,0853
0,0873
0,0944
0,0896
0,0847
0,0879
0,0863
0,0858
0,0905
0,0871
0,0926
0,0983
0,0892
0,0926
0,0037
0,0882
0,0842
0,0921
0,0956
0,0942
0,0886
0,0996
0,0969

0,0784
0,0828
0,0760
0,0771
0,0776
0,0747
0,0821
0,0762
0,0753
0,0757
0,0743
0,0784
0,0759
0,0739
0,0737
0,0752
0,0753
0,0745
0,0755
0,0750
0,0833
0,0805
0,0789
0,014
0,0916
0,0819
0,0899
0,0794
0,0882
0,0850
0,0893
0,0842

0,0789
0,0816
0,0840
0,0805
0,0778
0,0743
0,0795
0,0821
0,0860
0,0743
0,0738
0,0747
0,0822
0,0706
0,0751
0,0736
0,0851
0,0727
0,0800
0,0801
0,0835
0,0864
0,0843
0,0809
0,0763
0,0879
0,0971
0,0957
0,0962
0,0044
0,0990
0,0945

0,0570
0,0649
0,0604
0,0604
0,0600
0,0569
0,0656
0,0654
0,0617
0,0648
0,0581
0,0650
0,0651
0,0586
0,0640
0,0628
0,0655
0,0594
0,0588
0,0612
0,0599
0,0676
0,0631
0,0756
0,0657
0,0638
0,0621
0,0605
0,0596
0,0629
0,0588
0,0646

0,0686
0,0671
0,0636
0,0630
0,0632
0,0623
0,0698
0,0704
0,0685
0,0606
0,0618
0,0617
0,0651
0,0640
0,0644
0,0639
0,0667
0,0638
0,0620
0,0647
0,0635
0,0668
0,0678
0,0718
0,0672
0,0762
0,0701
0,0744
0,0652
0,0680
0,0639
0,0681

0,0701
0,0713
0,0656
0,0650
0,0622
0,0618
0,0656
0,0667
0,0627
0,0647
0,0608
0,0637
0,0613
0,0596
0,0612
0,0581
0,0634
0,0671
0,0612
0,0583
0,0618
0,0705
0,0672
0,0728
0,0711
0,0731
0,0665
0,0702
0,0635
0,0716
0,0625
0,0612

0,0820
0,0775
0,0815
0,0809
0,0778
0,0769
0,0790
0,0814
0,0755
0,0739
0,0703
0,0743
0,0771
0,0765
0,0760
0,0805
0,0795
0,0793
0,0703
0,0755
0,0720
0,0802
0,0795
0,0842
0,0815
0,0807
0,0786
0,0813
0,0763
0,0790
0,0737
0,0821

0,0660
0,0668
0,0612
0,0640
0,0634
0,0595
0,0648
0,0680
0,0641
0,0588
0,0603
0,0618
0,0622
0,0571
0,0606
0,0599
0,0631
0,0630
0,0598
0,0569
0,0603
0,0685
0,0677
0,0733
0,0670
0,0735
0,0652
0,0658
0,0610
0,0633
0,0670
0,0722

0,0730
0,0746
0,0709
0,0686
0,0697
0,0660
0,0714
0,0746
0,0752
0,0654
0,0647
0,0722
0,0699
0,0678
0,0721
0,0710
0,0665
0,0690
0,0656
0,0702
0,0702
0,0718
0,0741
0,0744
0,0707
0,0723
0,0686
0,0734
0,0699
0,0698
0,0722
0,0765

0,0808
0,0915
0,0832
0,0802
0,0839
0,0810
0,0845
0,0812
0,0818
0,0841
0,0771
0,0829
0,0828
0,0797
0,0840
0,0789
0,0789
0,0807
0,0806
0,0804
0,0860
0,0847
0,0871
0,0969
0,0893
0,0839
0,0878
0,0900
0,0830
0,0907
0,0875
0,0885

0,0860
0,0934
0,0840
0,0886
0,0863
0,0842
0,0883
0,0876
0,0903
0,0828
0,0849
0,0889
0,0883
0,0838
0,0884
0,0869
0,0866
0,0890
0,0858
0,0860
0,0980
0,0893
0,0903
0,0938
0,0859
0,0837
0,0886
0,0852
0,0817
0,0859
0,0860
0,0891
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Jan

Fev

Mar

Abr

Mai

Jun

Jul

Set

Out

Nov

Modulo 4.9.20
Mobdulo 4.9.21
Médulo 4.9.22

0,0929
0,0955
0,0893

0,0880
0,0822
0,0792

0,0946
0,1012
0,0917

0,0643
0,0658
0,0643

0,0714
0,0670
0,0672

0,0677
0,0596
0,0609

0,0783
0,0777
0,0760

0,0665
0,0660
0,0632

0,0730
0,0701
0,0695

0,0839
0,0877
0,0850

0,0875
0,0853
0,0834
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APENDICE E - CODIGOS UTILIZADOS

E.1 Cébdigo de extragao dos dados do banco de dados e agrupamento dos

dados em valores médios para cada hora

# CODIGO DE EXTRACAO DOS DADOS

# DO BANCO DE DADOS E PRE PROCESSAMENTO DOS DADOS

# PYTHON 3.7.0

# Autor = Marcello Pimentel Zanandre

import pandas as pd

import datetime

from packaging.version import Version
import psycopg2

import pandas.io.sql as sqlio

select_query = """SELECT sm.id, sm.description,
FROM public.solar_edge_moduledata as sem

INNER JOIN

public.solar_edge_module as sm

on sm.id = sem.module_id

INNER JOIN

public.solar_edge_string as st

on st.id = sm.string_id

order by date asc;

numun

def preprocess(all_modules):

date, power, module_id

module_names = all_modules[’description’].unique ()
pre_processed = None
i=20
for name in module_names:
x = all_modules.where(all_modules[’description’] == name).dropna
O
x[’date’] = pd.to_datetime(x[’date’]) - datetime.timedelta (hours
=1)
x = x.set_index(’date’).drop(columns=[’id’, ’module_id’])
= x.rename (columns={’power’: name})
x = x.resample(datetime.timedelta (hours=1), label=’right’,
closed=’right’) .mean ()
i+=1
if i == 1:

pre_processed = x
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else:
pre_processed = pre_processed.merge(x, how=’left’, on=’date’
)
filled = pre_processed.fillna(0)

filtered = filled.iloc[list(map(lambda d: 6 < d.hour < 21, filled.
index))].dropna()

columns = filtered.columns.map(lambda a : al[7:-1]).to_list ()
columns.sort (key=Version)

new_columns = list(map(lambda t : f£f’M dulo {t} ’, columns))
sorted = filtered.reindex(columns=new_columns)

return sorted

con = psycopg2.connect(host="host", database="database", password="

password", user="user")
messy_data = sqlio.read_sql_query(select_query, con)
preprocessed_data = preprocess (messy_data)

preprocessed_data.to_csv(’dataset.csv’)
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E.2 Cddigo de criagao das imagens com as matrizes de correlagdo mostradas

neste trabalho

CODIGO DE CRIACAO DAS MATRIZES DE CORRELACAOO
DOS DADOS DE GERACAO DOS MODULOS

ORGANIZADOS POR GRUPO

PYTHON 3.7.0

H R R R

# Autor: Marcello Pimentel Zanandrea

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt

from matplotlib import colors

import os

import math

import locale
locale.setlocale(locale.LC_ALL, ’de_DE’)

plt.rcdefaults ()

plt.rcParams[’axes.formatter.use_locale’] = True

all_data = pd.read_csv(’./dataset.csv’)
all_datal[’date’] = pd.to_datetime(all_datal[’date’])

categories = [
’Modulo 17,
’Modulo 2,
’Modulo 3’,
’Modulo 4.17,
’Modulo 4.2°,
’Modulo 4.3°,
’Modulo 4.4°,
’Modulo 4.5,
’Modulo 4.6°,
’Modulo 4.7,
’Modulo 4.87,
’Modulo 4.9’

cat_data = {
cat: all_data.filter(regex=cat, axis=1)
for cat in categories

}

# outubro deve problemas para os grupos 1, 2 e 3

def ignorar_outubro (df):
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if (len(df.filter (regex=r"M dulo ([1-3])", axis=1).columns) > 0):
return df .drop(df.index[3472:3668])
return df
# - 1 plot por modulo —--—————-———————--—--
date = all_datal[’date’]
offset_semana = 14x*7
for cat, group in cat_data.items():
os.makedirs(f’./corr_semana_grupo/{catl}’, exist_ok=True)
df = ignorar_outubro (group)
semanas = []
for n in range(int(len(df)/offset_semana)):
semanas .append (df .iloc[n*offset_semana:(n+l)*offset_semanal)
fig, axs = plt.subplots(nrows=6, ncols=math.ceil(len(semanas)/6),
figsize=(25, 25))
plt.subplots_adjust (top = 0.99, bottom=0.01, hspace=5, wspace=5)
for ax, (i, semana) in zip(axs.flat, enumerate(semanas)):
m = ax.matshow(semana.corr(), norm=colors.Normalize(vmin=0, vmax

=1))

title = f’{date[semana.index[0]].strftime("%d/%m")} at {date [

semana.index[-1]].strftime ("

%d/%m") ¥’
ax.set_title(title, fontsize=22)

for j in range(len(axs.flat) - len(semanas)):

axs.flat[-1-j] .set_visible(False)

fig.suptitle (f’Grupo {cat[7:]1} (2021)’, fontsize=42)
plt.tight_layout(rect=[0, 0.03, 1, 0.98])
fig.subplots_adjust(right=0.85)

cbar_ax = fig.add_axes([0.88, 0.05, 0.05, 0.9])

cbar = fig.colorbar(m, cax=cbar_ax)
cbar.ax.tick_params(labelsize=30)
fig.savefig(f’./corr_semana_grupo/{cat}.eps’) # .jpg
plt.close ()

for cat, group in cat_data.items():
os.makedirs(f’./corr_semana_grupo/{catl}’, exist_ok=True)
axis = group.columns

df = ignorar_outubro(group)
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semanas = []
for n in range(int(len(df)/offset_semana)):

semanas .append (df .iloc[n*offset_semana:(n+l)*offset_semanal)

for i, semana in enumerate (semanas):

fig, ax = plt.subplots(figsize=(25, 20))

m = ax.matshow(semana.corr(), norm=colors.Normalize(vmin=0, vmax
=1))

plt.xticks(rotation=60, ha=’left’)

ax.set_xticks(np.arange(len(axis)))

ax.set_yticks(np.arange(len(axis)))

ax.set_xticklabels(axis, fontsize=25)

ax.set_yticklabels (axis, fontsize=25)

plt.tight_layout (rect=[0, 0.03, 1, 0.991)

fig.subplots_adjust(right=0.85)

cbar_ax = fig.add_axes([0.88, 0.05, 0.05, 0.9])

cbar = fig.colorbar(m, cax=cbar_ax)

cbar.ax.tick_params (labelsize=25)

cbar.ax.set_yticklabels([’0,0’, ’0,2°, ’0,4’, 0,6, °0,8’, ’1,0
1)

fig.savefig(f’./corr_semana_grupo/{cat}/{i}.eps’, bbox_inches=’
tight’) # .jpg

plt.close ()
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E.3 Cédigo de treinamento dos modelos de rede neural recorrente
# CODIGO DE TREINAMENTO DOS MODELOS
# DE REDE NEURAL RECORRENTE PARA PREVISAO
# DE GERAMENTO FUTURO
# Para executar no Google Colab
# Autor: Marcello Pimentel Zanandrea
from google.colab import drive
import numpy as np
import pandas as pd
import tensorflow as tf
from tensorflow import keras
import matplotlib.pyplot as plt
from keras.models import Sequential
from keras.layers import LSTM, Dense, Dropout
import re
import locale
drive.mount (’/content/gdrive’)
data_path = ’gdrive/MyDrive/dataset/dataset.csv’
keras.backend.set_epsilon (1)
plt.rcParams[’axes.formatter.use_locale’] = True
locale._override_localeconv["decimal_point"]=",6"
all_data = pd.read_csv(data_path)
all_data = all_data.drop(columns=[’date’])
def build_model_one (name) :
one_data = all_data[name]
if re.search(r"M dulo ([1-2]13.1)", name):
one_data = one_data.drop(one_data.index[3472:3668])
split_fraction = 0.80
train_split = int(split_fraction * int(one_data.shape[0]))
seq_len = 70
data_with_target = np.array([one_datala:a+seq_len+1l] for a in range(
len(one_data) - seq_len - 1)1)
normalized_data_with_target = [
a/max(al:-1])
for a in data_with_target if max(al:-1]) != 0




APENDICE E. Cédigos utilizados 134

normalized_data_with_target = [
(al:seq_len] .reshape(seq_len,1), alseq_len])

for a in normalized_data_with_target if not np.isnan(alseq_len])

np.random.shuffle(normalized_data_with_target) # shuffle

shuffled_n_data_w_target = np.asarray(normalized_data_with_target,

dtype=’object’)

train_data_w_t = shuffled_n_data_w_target[:train_split]
val_data_w_t = shuffled_n_data_w_target[train_split:]

train_data, train_target = train_data_w_t.T

val_data, val_target = val_data_w_t.T

train_data = tf.convert_to_tensor(train_data.tolist())
train_target = tf.convert_to_tensor(train_target.tolist())
val_data = tf.convert_to_tensor(val_data.tolist())

val_target = tf.convert_to_tensor(val_target.tolist())

model = Sequential ()

model.add (LSTM(64, activation=’tanh’, input_shape=(seq_len,1),
return_sequences=False))

model.add (Dropout (0.1))

model .add (Dense (32, activation=’relu’))

model .add (Dropout (0.1))

model.add (Dense (1))

model.compile (optimizer="RMSprop’, loss=’mse’)

path_checkpoint = f"gdrive/MyDrive/dataset/models/model_{namel}.h5"
es_callback = keras.callbacks.EarlyStopping(monitor="val_loss",

min_delta=0, patience=10)

modelckpt_callback = keras.callbacks.ModelCheckpoint (
monitor="val_loss",
filepath=path_checkpoint,
verbose=0,

save_best_only=True,

history = model.fit(
train_data,
train_target,

epochs=100,
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validation_data=(val_data, val_target),
callbacks=[

es_callback,

modelckpt_callback

1,
batch_size=32,

verbose=2,

return history

for module in all_data.keys():

build_model_one (module)
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