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RESUMO 

A quarta revolução industrial, também conhecida como Indústria 4.0, vem ganhando aceleração 

desde as últimas décadas, motivada pela crescente necessidade de incorporação de máquinas 

mais  inteligentes  em  processos  industriais,  como  forma  de  garantir  a  demanda  de  novos 

produtos e serviços. A realidade aumentada e visão computacional em conjunto com métodos 

de inteligência artificial tem apresentado grande investimento em diversas aplicações nos mais 

variados setores empresariais, como o automobilístico, o de construção e o de energia, dentre 

outros. Em se tratando especificamente do setor  de energia, uma de suas premissas básicas 

consiste no fornecimento desse bem (energia) aos usuários finais com qualidade, segurança e 

integridade. Nesse contexto, a busca por inovação e tecnologia em seus processos é cada dia 

mais necessária e presente. Algumas das aplicações de inteligência artificial estão relacionadas 

à sua utilização como ferramenta de auxílio em manutenções de campo e acompanhamento 

operacional. Sendo assim, o presente trabalho propõe  o desenvolvimento de um sistema de 

detecção de componentes de redes de distribuição da empresa Energias de Portugal (EDP) no 

Espírito Santo, o qual foi baseado em visão computacional e técnicas de aprendizado profundo 

utilizando o framework Darknet e método Yolov4. Além disso, utilizou-se da técnica de data 

augmentation a fim de elevar a capacidade de generalização da rede. Utilizando as premissas 

anteriores,  foi  possível  alcançar  um  mAP  de  91,39%  (liminar  de  0,5)  e  um  IOU  médio  de 

67,26%. Portanto, para os conjuntos de dados disponibilizados, o sistema alcançou sucesso no 

objetivo  proposto,  indicando  as  práticas  adotadas  durante  as  etapas  de  desenvolvimento  do 

trabalho.  Para  os  próximos  trabalhos,  aponta-se  incremento  nas  classes,  incorporando  a 

avaliação de falhas de equipamentos e modelos, por exemplo, além da integração da solução 

proposta a tecnologias de realidade aumentada para auxílio de técnicos de campo durante a 

realização de atividades de manutenção. 

 

Palavras-chave: Indústria 4.0. Inteligência artificial.  Detecção de objetos. Visão 

computacional. Aprendizado profundo. 

  



ABSTRACT 

The fourth industrial revolution, also known as Industry 4.0, has been accelerating in recent 

decades,  motivated  by  the  growing  need  to  incorporate  smarter  machines  into  industrial 

processes, as a way of guaranteeing the demand for new products and services. Augmented 

reality  and  computer  vision  together  with  artificial  intelligence  methods  have  shown  great 

investment  in  several  applications  in  the  most  varied  business  sectors,  such  as  automotive, 

construction and energy, among others. When dealing specifically with the energy sector, one 

of its basic premises is the supply of this good (energy) to end users with quality, safety and 

integrity. In  this  context,  the  search  for  innovation  and  technology in  its  processes  is 

increasingly necessary and present. Some of the artificial intelligence applications are related 

to its use as an aid tool in field maintenance and operational monitoring. Therefore, the present 

work proposes the development of a component detection system for the distribution networks 

of Energias de Portugal (EDP) in Espírito Santo, based on computer vision and deep learning 

techniques using the Darknet framework and method Yolov4. In addition, the data 

augmentation  technique  was  used  in  order  to  increase  the  generalization  capacity  of  the 

network. Using the previous assumptions, it was possible to reach a mAP of 91.39% (threshold 

of 0.5) and an average IOU of 67.26%. Therefore, for the available data sets, the system was 

successful  in  the  proposed  objective,  indicating  the  practices  adopted  during  the  stages  of 

development  of  the  work.  For  the  next  works,  it  is  pointed  out  an  increase  in  the  classes, 

incorporating the evaluation of equipment failures and models, for example, in addition to the 

integration of the proposed solution with augmented reality technologies to help field 

technicians during maintenance activities. 

 

Keywords:  Industry  4.0.  Artificial  intelligence.  Object  detection.  Computer  vision.  Deep 

learning. 
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1 INTRODUÇÃO 

A  história  é  marcada  por  diversas  revoluções  que  ocasionaram  significativos  impactos  no 

desenvolvimento da sociedade contemporânea. A primeira revolução industrial, que ocorreu no 

século XVIII, com início na Inglaterra, proporcionou a substituição de métodos artesanais por 

máquinas e ferramentas e trouxe o carvão como energia alternativa à madeira, além de outros 

biocombustíveis (COELHO, 2016). No final do século XIX, a eletricidade, as máquinas a vapor 

e o uso da força hidráulica revolucionaram novamente a indústria, surgindo assim a segunda 

revolução industrial (BORLIDO, 2017). O período entre 1960 e 1990 foi marcado por aquela 

que é conhecida como a terceira revolução industrial, caracterizada pela automação e 

robotização em linhas de produção, assim como pelo advento do computador, da telefonia e da 

Internet (COELHO, 2016). 

 

Na última década, no ano de 2011, surge o conceito da Indústria 4.0 na Alemanha, expressão a 

qual daria nome à quarta revolução industrial da história, que é marcada fortemente por seus 

pilares, também conhecidos pelas atuais tecnologias disruptivas. Tais tecnologias apresentam 

como objetivo facilitar a visão e a tomada de decisão, tornando os processos mais robustos, 

seguros e inteligentes. A Agência Brasileira de Desenvolvimento Industrial (ABDi) apresenta 

a seguinte afirmação quanto ao impacto gerado por cada uma das revoluções mencionadas: 
As 3 primeiras revoluções industriais trouxeram as linhas de montagem, a eletricidade 

e  a  tecnologia  da  informação,  [...]  fazendo  da  competição  tecnológica  o  cerne  do 

desenvolvimento econômico. A quarta revolução industrial, que terá um impacto mais 

profundo e exponencial, se caracteriza por um conjunto de tecnologias que permitem 

a fusão do mundo físico, digital e biológico (ABDi, 2019). 

 

Por  meio  dessa  afirmação,  percebe-se  a  crescente  necessidade  de  pesquisas  de  inovação 

envolvendo  tecnologias,  que  estejam  relacionadas  à  Indústria  4.0,  e  que  as  empresas  as 

introduzam em seus processos, de forma a acompanhar a evolução apresentada. A Figura 1 

ilustra uma linha do tempo, exibindo as contribuições de cada um dos marcos em relação a sua 

complexidade. 
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 Figura 1 – Linha do tempo das revoluções industriais 

 
Fonte: Agência Brasileira de Desenvolvimento Industrial (2019). 
Nota: Traduzido pela autora. 

 
Segundo a ABDi a realidade aumentada (AR, do inglês  augmented reality) e a inteligência 

artificial (AI, do inglês artificial intelligence) são duas tecnologias que impulsionam a Indústria 

4.0. O termo AR é utilizado desde a década de 1960, quando Ivan Sutherland escreveu um 

artigo  vislumbrando  a  evolução  da  realidade  virtual  e  os  seus  reflexos  no  mundo  real 

(SUTHERLAND, 1965). No que se refere ao potencial de aplicação de tais tecnologias, desde 

a  década  de  1990,  já  eram  apontadas  pelo  menos  três  classes  de  aplicações  potenciais  da 

realidade  aumentada  quando  associadas  a  recursos  de  AI,  como:  manutenção  e  reparação; 

planejamento de trajetória de robôs; e segmentação de instâncias (AZUMA, 1997).  

 

No contexto industrial, a inteligência artificial e a realidade aumentada têm sofrido 

significativos avanços, objetivando a qualidade de vida do trabalhador, assim como a qualidade 

dos  produtos,  sistemas,  treinamentos,  manutenção  e  educação  (GRAVE  et  al.,  2001).  Sua 

aplicação se tornou fundamental para a  Indústria 4.0, uma vez que integram funcionalidade 

tecnológica  à  experiência  humana  para  o  aumento  da  produtividade  e  competitividade  de 

mercado, colaborando com a segurança e a eficiência de serviço, por meio da redução de tempo 

e consequentemente dos custos de interrupção das atividades em campo.  

 

No que tange à segurança, a inteligência artificial, quando também embarcada a hardwares de 

AR,  permite  que  responsáveis  diretos  pelo  operador  verifiquem,  por  exemplo,  em  quais 

condições  ele  está  realizando  a  operação.  Da  mesma  forma,  profissionais  em  campo  são 

orientados a seguir com exatidão uma sequência de passos, por meio do reconhecimento de 
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objetos específicos mostrados em uma tela (de óculos inteligentes ou celulares por exemplo, 

como ilustra a Figura 2). Isto garante uma maior certificação quanto à prevenção de possíveis 

falhas ou esquecimentos humanos, que podem trazer riscos à integridade do trabalhador. 

 
  Figura 2 – Reconhecimento de objetos embarcado em hardware de AR 

 
 Fonte: Vrmat (2017). 

 

O uso dessas tecnologias tem agregado valor às empresas que optam por integrar inovação e 

otimização aos seus processos (IND4.0, 2020). Tal iniciativa representa vantagem competitiva 

em um cenário no qual a diferenciação de mercado se dá fortemente pela inovação tecnológica. 

Alguns  setores  já  apresentam  crescentes  investimentos  nessa  área  de  tecnologia,  como  por 

exemplo,  o  setor  automobilístico  (FORD,  2019),  o  de  construção  (AECOM,  2020),  o  de 

embalagens (TETRAPARK, 2018) e empresas do setor de energia elétrica, como a EDP (2019), 

a qual este trabalho utilizará como estudo de caso. 

 

No  cenário  atual,  a  energia  elétrica  é  considerada  um  bem  essencial,  uma  vez  que  sua 

importância e as possibilidades geradas por ela vem crescendo de maneira acelerada nas últimas 

décadas.  Isto  se  dá  pelo  seu  papel  nos  processos  de  produção  industrial,  comercial  e  de 

prestação de serviços, como de saúde por exemplo, além da qualidade de vida que entrega aos 

domicílios da população. Sendo assim, é de suma importância estabelecer parâmetros mínimos 

de  qualidade  e  continuidade  de  seu  fornecimento,  garantindo  o  direito  e  bem-estar  do 

consumidor.  E para que seja possível manter tais indicadores, se faz essencial, dentre outras 

práticas, a realização de manutenções de equipamentos da rede de distribuição.   

 

No estado do Espírito Santo, a EDP detém da concessão referente a 70 municípios dos 78 que 

compreendem o estado, numa área equivalente a 41,2 mil km² e apresenta mais de 1,7 milhões 
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de clientes faturados (EDP, 2021).  As manutenções corretivas de equipamentos e componentes 

da  rede  de  distribuição,  sob  responsabilidade  da  distribuidora,  são  planejadas  por  meio  de 

análises de engenheiros. Estes se baseiam em inspeções executadas por eletricistas de campo, 

que  capturam  um  grande  conjunto  de  fotos  e  utilizam  drones  para  gravação  de  vídeos  de 

componentes danificados ao longo de toda a extensão da rede, além de realizarem a 

classificação dos equipamentos e falhas encontradas no local.  

 

Além disso, em situações que apresentem a necessidade de rápida intervenção nos 

equipamentos em subestações, por exemplo, e que coloquem, de alguma forma, a 

confiabilidade  do  sistema  em  prova,  faz-se  necessária  a  orientação  à  distância  por  meio  de 

operadores. Isto se deve ao fato de os eletricistas ou técnicos plantonistas mais próximos ao 

local da ocorrência poderem não apresentar conhecimento específicos sobre aquela gama de 

equipamentos. Em tais condições, atualmente os especialistas orientam os técnicos por telefone, 

seguindo as instruções de trabalho 1, sua experiência e seus conhecimentos, e tirando dúvidas 

por meio de uma descrição via áudio. 

 

Em tal contexto, o problema de pesquisa a ser abordado no presente Projeto de Graduação é: 

como  otimizar  e  automatizar  o  processo  de  planejamento  de  manutenção  e  orientação  aos 

técnicos de campo da EDP durante a realização de atividades corretivas, adotando como base 

os pilares da Indústria 4.0?   

 

A justificativa para este trabalho é baseada em toda a conjuntura apresentada. O reconhecimento 

de ativos, em meio ao contexto de planejamento e realização da manutenção de falhas das redes 

de distribuição da EDP Espírito Santo, possibilitaria uma melhor eficiência nos processos de 

análise  e  de  inspeções  de  equipamentos.  Assim  como  afirmam  Correa  e  Junior  (2007),  há 

relação direta entre a ocorrência de falhas humanas e o nível de conhecimento ou recursos de 

informação disponíveis para uso. Sendo assim, o maior conhecimento, por meio das 

informações oferecidas com praticidade, traz consigo a elevação da eficiência na execução do 

serviço, além de ser uma forma de auxílio à garantia da segurança e vida do trabalhador, de 

maneira a preservar sua integridade física 

 
1 Instruções de Trabalho consistem em documentos elaborados por colaboradores da EDP, os quais dominam   

aquela atividade específica, de forma a buscar uma maior disseminação de informações. 
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2 OBJETIVO 

2.1 Objetivo Geral 

O objetivo geral deste trabalho consiste no desenvolvimento de um sistema baseado em visão 

computacional para o reconhecimento de equipamentos em imagens de rede de distribuição de 

energia elétrica. 

 

2.2 Objetivos Específicos 

Os objetivos específicos traçados neste trabalho, os quais serviram como guia para alcançar o 

objetivo geral ao final de sua conclusão, estão expostos a seguir: 

 Investigar métodos de visão computacional para a escolha daquele mais adequado ao 

reconhecimento do componente de redes de distribuição de energia elétrica escolhido; 

 Rotular um conjunto de dados para o treinamento do modelo de visão computacional 

por meio das imagens fornecidas pela EDP; 

 Implementar um modelo de reconhecimento e avaliar o seu desempenho, validando-o 

por meio da realização de testes. 
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3 REFERENCIAL TEÓRICO 

3.1 Visão Computacional 

A visão computacional (VC) é uma área da inteligência artificial em que se utilizam elementos 

de processamento digital de imagens e de reconhecimento de padrões para extrair e interpretar 

as informações (BALLARD; BROWN, 1982, p. 13). Segundo Wiley e Lucas (2018), há uma 

sobreposição da VC com o processamento digital de imagens nas técnicas básicas, e alguns 

autores utilizam de ambos os termos indistintamente (BABATUNDE et al., 2015). Porém, o 

objetivo principal das técnicas de visão computacional é criar modelos de extração de dados e 

informações de imagens, enquanto o processamento de imagens busca, dentre outras coisas, 

tratar  da  implementação  de  transformações  computacionais,  como  nitidez,  contraste,  entre 

outros. 

 

A visão computacional pode ser considerada uma área de pesquisa extremamente complexa e 

diversa, sendo vastas as aplicações de extração dessas informações, a destacar: detecção de 

objeto (DO); classificação; rastreamento; segmentação de instâncias e análise de movimento 

(MONTANARI, 2015). O reconhecimento de padrões e o aprendizado profundo são 

comumente utilizados juntamente com a VC em diversas aplicações, como por exemplo, robôs 

que realizam ações a partir da captura de imagens (FREIRE, 2009). Outras aplicações, como 

aquelas que necessitem do fornecimento de informações pertinentes para o ser humano, buscam 

reproduzir  aquilo  que  lhe  seria  capaz  de  realizar.  Do  ponto  de  vista  da  engenharia,  a  visão 

computacional visa construir sistemas autônomos que possam realizar algumas das tarefas que 

o sistema visual biológico é capaz de executar. 

 

Freire  (2009)  mostra  que,  desde  o  século  passado,  várias  extensas  pesquisas,  focadas  no 

processo de estimulação visual, foram realizadas acerca dos olhos, neurônios e cérebro.  Ele 

também apresenta as evoluções e impactos no campo de estudo da VC. Dessa forma, percebe-

se que a visão computacional não é exatamente uma área de pesquisa nova. Em meados da 

década  de  1970,  pesquisadores  já  teriam  desenvolvido  métodos  para  o  reconhecimento  de 

padrões em imagens. Por outro lado, foi após o amadurecimento da Internet, nos anos 1990, 

quando  grandes  volumes  de  imagens  foram  disponibilizados  online  para  análises,  que  o 

desenvolvimento  de  programas  de  reconhecimento  de  pessoas  e  objetos  apresentou  maior 
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crescimento (IND4.0, 2020). Esses grandes conjuntos de dados ajudaram a possibilitar que as 

máquinas fossem capazes de identificar pessoas e objetos específicos em fotos e vídeos. 

 

Atualmente, inúmeros fatores convergem para impulsionar as pesquisas em visão 

computacional, os quais podem ser visualizados na Figura 3, como o desenvolvimento de novos 

hardwares e o surgimento de novos algoritmos de redes neurais. Segundo a Statistical Analysis 

System (2020): 
Os efeitos desses avanços no campo da visão computacional têm sido surpreendentes. 

As taxas de precisão de identificação e classificação de objetos foram de 50 para 90% 

em menos de uma década — e os sistemas de hoje são ainda mais precisos que seres 

humanos  nas  rápidas  detecção  e  reação  a  estímulos  visuais  (Statistical  Analysis 

System, 2020). 

 
Figura 3 – Fatores que impulsionam o campo da visão computacional na atualidade 

 
     Fonte: Statistical Analysis System (2020). 

 

Além disso, com o avanço do conceito da Indústria 4.0, a visão computacional, auxiliada pelas 

técnicas de aprendizado profundo, tem mostrado uma crescente utilização nesse contexto. Isto 

tem  se  percebido  por  meio  de  inovações  tecnológicas,  pesquisas  e  aplicações,  buscando  a 

detecção de equipamentos, pessoas, anomalias e falhas (IND4.0, 2020). 

 

3.2 Aprendizado Profundo 

Nos  últimos  anos,  os  métodos  de  aprendizado  profundo  (do  inglês,  deep  learning)  têm 

demonstrado  desempenho  superior  entre  as  técnicas  de  aprendizado  de  máquina  (do  inglês 

machine learning) em várias áreas, sendo a visão computacional uma das mais proeminentes 

(VOULODIMOS et al., 2018). Diversas tarefas como a detecção de objetos, o reconhecimento 
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de face e de ação são exemplos daquelas que utilizam métodos e conceitos do aprendizado 

profundo. 

 

Segundo Haykin (1999, p. 2), suas técnicas permitem que modelos computacionais de múltiplas 

camadas  aprendam  e  representem  dados  com  vários  níveis  de  abstração,  imitando  como  o 

cérebro humano percebe e compreende informações multimodais, capturando implicitamente 

estruturas intrincadas de dados em  grande escala. Segundo  Fischler  e Firschein (1987 apud 

HAYKIN, 1999, p. 25), as técnicas de aprendizado profundo são uma rica família de métodos, 

abrangendo redes neurais, modelos probabilísticos hierárquicos e uma variedade de algoritmos 

de aprendizado de características não supervisionadas e supervisionadas. 2 

 

O recente surto de interesse em métodos de aprendizagem profunda se deve ao fato de que eles 

têm demonstrado desempenho superior às técnicas  clássicas em várias tarefas, bem como à 

abundância de grandes conjuntos de dados contendo diferentes tipos de diferentes fontes. A 

ambição de criar um sistema que simule o cérebro humano alimentou o desenvolvimento inicial 

das  redes  neurais  artificiais  (RNA)  (LECUN;  BENGIO;  HINTON,  2016).  A  ideia  em  um 

sistema baseado em redes neurais artificiais é processar sinais enviando-os por uma rede de nós 

simulados, inspirados em neurônios no cérebro humano. Os sinais passam de nó em nó ao longo 

de conexões, ou links (semelhantes às junções sinápticas entre os neurônios). Na Figura 4, é 

ilustrada a arquitetura de uma rede neural simples e uma profunda, a qual apresenta mais de 

uma camada oculta, como é possível observar na imagem. 

 
Figura 4 – Redes neurais artificiais baseadas em aprendizado de máquina e aprendizado profundo 

 
Fonte: Quantdare (2019). 
Nota:  Traduzido pela autora. 

 

 
2

 Aprendizados supervisionados e não supervisionados são formas de treinamento. O primeiro deles, compreende 
o aprendizado a partir de dados pré-definidos, apresentando uma referência daquilo que está certo ou errado. O 
segundo, também conhecido como clustering, não apresenta um dado de referência. 
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A maioria das RNA’s organiza os nós como uma série de camadas que são aproximadamente 

análogas  a  diferentes  centros  de  processamento  do  córtex  cerebral.  Portanto,  uma  rede 

convolucional especializada em imagens teria uma camada de entrada que responde a pixels 

individuais, da mesma maneira que os bastonetes e cones respondem à luz que atinge a retina 

na visão humana.  Uma vez ativados, os nós propagam seus níveis de ativação através das 

conexões ponderadas para a próxima camada. Isso continua até que alcancem a saída, onde é 

fornecido uma resposta, estimando se a entrada é referente a uma determinada classe, que, no 

exemplo da Figura 5, é um gato. Mas, caso a resposta esteja errada, considerando, por exemplo, 

que a imagem de entrada seja um cachorro, um algoritmo ajusta os parâmetros da rede para que 

a mesma alcance um melhor resultado na próxima iteração. 

 
Figura 5 – Representação de um modelo de redes neurais, obtendo a saída esperada 

 

Fonte: Medium (2018). 
Nota:  Traduzido pela autora. 

 

3.3 Reconhecimento de Objetos 

O  reconhecimento  de  objetos  é  um  termo  geral  para  descrever  uma  coleção  de  métodos  e 

tarefas,  relacionadas  à  visão  computacional  que  envolvem  a  identificação  de  objetos  em 

imagens  digitais  (RUSSAKOVSKY  et  al.,  2015). Dentre  estes,  destacam-se  a  detecção  de 

objetos e a segmentação. Na Figura 6, é apresentada uma ilustração da utilização das técnicas 

do reconhecimento de padrões de imagens, sendo possível visualizar suas diferenças. 
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Figura 6 – Diferenças entre classificação, localização, detecção e segmentação 

 
Fonte: Ouaknine (2019). 
Nota: Traduzido pela autora. 

 
 

A seguir são apresentadas breves definições a respeito de cada uma das técnicas:  

a) Classificação: envolve a atribuição de um rótulo de classe a uma determinada imagem. 

É normalmente utilizada quando se tem um único objeto e deseja-se classificá-lo; 

b) Localização: envolve a verificação de onde um objeto se encontra naquela imagem; 

c) Detecção: envolve a localização e classificação de vários objetos em uma imagem; 

d) Segmentação:  envolve  a delimitação das regiões de ocorrências de objetos, criando 

uma máscara de pixels. 

 

Sendo o objetivo do presente trabalho o reconhecimento de componentes situados em redes de 

distribuição de energia elétrica, o método utilizado é a detecção de objetos. Tal escolha se deve 

ao fato de as imagens digitais capturadas apresentarem mais de um equipamento em sua grande 

maioria, não havendo a necessidade de contorno de seus limites. 

 

3.3.1 Técnicas de Detecção de Objetos 

Nos  últimos  anos,  o  rápido  desenvolvimento  de  técnicas  de  aprendizagem  profunda  atraiu 

pesquisadores de todo o mundo, trazendo notáveis descobertas referente à detecção de objetos 

e  levando-a  para  um  patamar  de  atenção  sem  precedentes  (LECUN;  BENGIO;  HINTON, 

2016).  Ela tem sido amplamente utilizada em muitas aplicações do mundo real. A Figura 7 

mostra  o  número  crescente  de  publicações  que  estão  associadas  à  detecção  de  objetos  nas 

últimas duas décadas. 

 

 

 



 

 

24 

Figura 7 - Evolução do número de pesquisas referentes ao tema detecção de objetos. 

 
Fonte: Zou e outros (2018). 
Nota:  Traduzido pela autora. 
 

 
Atualmente,  detectores  de  domínio  pré-existentes  são  divididos  em  duas  categorias:  de 

múltiplos estágios, como a Faster Region-Convolutional Neural Network (Faster R-CNN); e 

de único estágio, como o You Only Look Once (YOLO) e o Single Shot Detector (SSD).  

 

A rede Faster R-CNN foi publicada pela primeira vez em 2015. Na família R-CNN, a evolução 

entre as versões era geralmente em termos de eficiência computacional, redução no tempo de 

teste e melhoria no desempenho (KANG et al., 2016). Por outro lado, Kang e outros (2016) 

afirmam que ela continua sendo mais lenta quando comparada às de único estágio, apesar de 

obter uma precisão satisfatória ao serem analisadas por meio de algumas bases de dados em 

relação a outras redes. 

 

A YOLO é uma técnica de detecção de objetos que tem ganhado muita atenção nos últimos 

anos. Após o seu lançamento em 2015, ela foi logo reconhecida como uma técnica inovadora. 

Por  meio  da  utilização  de  uma  nova  abordagem,  foi  capaz  de  obter  uma  precisão  igual  ou 

superior  aos  outros  métodos  de  detecção  de  objetos  da  época,  porém  com  uma  velocidade 

maior. Tal modelo realiza a regressão dos pontos correspondentes às caixas delimitadoras de 

cada  objeto  na  imagem  (localização)  e  realiza  a  predição  a  qual  classe  o  objeto  detectado 

pertence (classificação) com uma única rede em um estágio, permitindo previsões em tempo 

real (REDMON et al., 2016).  

 

Semelhante  ao  modelo  YOLO,  Liu  e  outros  (2016)  desenvolveram  o  SSD  para  prever  em 

apenas um estágio as caixas delimitadoras e as probabilidades de classe com uma arquitetura 
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de rede convolucional ponta a ponta. Ele apresenta alta precisão quando testado em alguns 

datasets, e mais vantagens em imagens de resoluções inferiores. No Quadro 1 é apresentado 

um comparativo entre os três métodos, a saber, o Faster R-CNN, a segunda versão do YOLO 

(YOLOv2) e o SSD, utilizando a base de treinamento Pascal Voc 20073. 

 
Quadro 1 – Comparativo dos métodos Faster R-CNN, YOLO versão 2 e SSD 

Método Treinamento Estágio Precisão (%) Tempo Real Frames por segundo  
Faster R-CNN Voc2007 Múltiplos 73,2 Não 5 
YOLO 2 Voc2007 1 76,8 Sim 67 
SSD Voc2007 1 79,2  Não 25,2 

Fonte: Jeong, Park e Kwak (2017). 
Nota:  Traduzido pela autora. 

 
Logo, por meio das informações apresentadas, ao considerar as limitações de processamento de 

um dispositivo de hardware, dentre as redes abordadas as de único estágio (YOLO e SSD) se 

mostram mais viáveis do que a Faster R-CNN. Dentre elas, a rede YOLO também apresenta 

vantagem  quanto  à  utilização  em  aplicações  de  tempo  real.  Além  disso,  sua  quarta  versão 

lançada em 2020, ainda se mostra como o estado da arte sobre o conjunto de dados Microsoft 

Coco. Portanto, concluiu-se que, por tais motivos, a técnica YOLO seria a mais adequada para 

aplicação neste projeto.  

 

3.4 YOLO  

Assim como o próprio nome diz o Você Só Olha Uma Vez (do inglês, You Only Look Once), 

apresenta um método de detecção de objeto de passada única (do inglês, single pass), ou seja, 

se  faz  necessária  olhar  para  uma  mesma  imagem  uma  única  vez,  diferentemente  de  outros 

métodos  como  a  família  R-CNN.  Antes  do  surgimento  do  YOLO,  sistemas  de  detecção 

utilizavam classificadores ou localizadores para encontrar as coordenadas do objeto na imagem, 

aplicando  diferentes  modelos  e  podendo  realizar  a  divisão  da  imagem  em  várias  partes, 

executando um classificador para cada uma por vez. 

 

 
3 O Pascal Voc 2007 assim como o Microsoft Coco são bases de dados que contém um conjunto de imagens 

utilizadas comumente para treinamento e avaliação das técnicas de detecção de objetos. 
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Na YOLO, inicialmente o algoritmo divide a imagem em um grid de S  S células, sendo cada 

uma dessas células responsáveis pela predição de uma quantidade B de caixas delimitadoras 

(do inglês, bounding box), e possuem uma nota de confiança associada a cada uma das C classes 

que o modelo é capaz de detectar, nota esta obtida por uma composição da probabilidade com 

o IoU. Um dos principais conceitos da YOLO é construir uma rede para reduzir o volume de 

entrada de acordo com a Equação (1) (REDMON et al., 2016).  

 𝑆  ×  𝑆  ×  (𝐵  ∗  5  +  𝐶)                                                  (1) 

 

Além disso, as imagens de entrada são redimensionadas e uma única rede convolucional passa 

a ser executada, conforme Figura 8. Em relação aos parâmetros da caixa delimitadora, a mesma 

pode ser descrita a partir de 4 dimensões: centro da imagem (bx, by), largura (bw), altura (bh) 

e confiança citada anteriormente (REDMON et al., 2016). As coordenadas (bx,by) representam 

o centro da caixa relativa à delimitação da célula. A largura e altura da imagem são expressas 

pelo bw, bh (w e h, do inglês, width e height). 

 
Figura 8 - Representação do sistema de detecção do YOLO. 

 

Fonte: Redmon et. al (2016). 
Nota:  Traduzido pela autora. 
 

 
Partindo-se desse fato e levando em conta a geração de várias bounding boxes por célula, há a 

possibilidade de um mesmo objeto ser detectado mais de uma vez. Para contornar tal situação, 

o  modelo  utiliza  a  supressão  de  não-máximos  (do  inglês,  Non-Maximum  Suppression), 

conforme ilustrado nas Figura 9, a qual consiste na ordenação das predições com base em suas 

notas  de  confiança,  realizando  inicialmente  as  detecções  de  maior  confiança  ignorando  as 
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subsequentes com sobreposição maior que 50% na mesma classe e que possuírem confiança 

menor. 
Figura 9 - Representação da supressão não-máxima. 

 
Fonte: Redmon et. al (2016). 

  
Para esse trabalho foi escolhida a versão 4 do YOLO (YOLOv4), o qual tem se mostrado ser 

um detector promissor por equilibrar precisão com velocidade e por apresentar uma melhora de 

AP e FPS em 10% e 12%, respectivamente, em relação à sua versão anterior 

(BOCHKOVSKIY; WANG; LIAO, 2020). Há uma atualização ainda não oficial, YOLOv5, 

contudo, resultados preliminares indicam que  a  precisão média da versão YOLOv4 é  ainda 

superior (NELSON; SOLAWETZ, 2020). 

 

Segundo Bochkovskiy, Wang e Liao (2020), sua arquitetura consiste em: 

 Backbone: CSPDarknet53 (ou apenas Darknet);  

 Neck: SPP e Path Aggregation Network (PANet);  

 Head: YOLOv3. 

 

Sendo assim, a YOLOv4 utiliza o backbone Darknet para extrair o mapa de características das 

imagens de entrada. Com o intuito de diminuir o número de parâmetros, o Darknet realiza a 

separação do mapa de características em duas partes para que apenas uma delas passe por uma 

camada de convolução densa (CHEN; ZHONG; ZHANG, 2021). Com o objetivo de melhorar 

a detecção de objetos em diferentes escalas, há o uso dos blocos SSP e PANet, sendo o primeiro 

responsável pela extração de características multi-níveis e o segundo pela concatenação dos 

mapas de características vinda do fluxo do backbone (CHEN; ZHONG; ZHANG, 2021). 

 

Para que se obtenha as coordenadas resultantes das bounding boxes, assim como a pontuação 

de confiança por classe correspondente, a YOLOv4 incorpora o modelo YOLOv3 como bloco 
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de predição (BOCHKOVSKIY; WANG; LIAO, 2020). A Figura 10 apresenta um exemplo de 

saída de detecção utilizando o modelo YOLOv4. 

 
Figura 10 - Exemplo de saída da detecção realizada pelo YOLOv4. 

 
Fonte: IAAcademy (2020). 
Nota:  Os objetos detectados na figura são referentes a carros (do inglês cars), pessoas 

(do inglês persons), bicicletas (do inglês bicycles),  semáforos (do inglês traffic 
lights), malas de viagem (do inglês, suitcases), e uma mochila (do inglês, 
backpack) conforme mostrado. 

 

3.5  Trabalhos correlatos 

Diversos estudos que utilizam técnicas de visão computacional e aprendizado profundo vêm 

sendo desenvolvidos (ARAI; KAPOOR, 2019).  Especificamente no âmbito do setor de energia 

a aplicação de detectores de objetos pode ser encontrado cada vez mais frequente na última 

década.  Em  Fu  et  al.  (2018),  por  exemplo,  os  autores  aplicaram  o  método  para  detecção  e 

reconhecimento inteligente de quadros de distribuição de alta tensão. O sistema proposto tem 

como objetivo identificar o posicionamento de uma chave, assim como reconhecer e determinar 

seu estado. 

 

Na  pesquisa  desenvolvida  por  Lin  et  al.  (2016)  foi  discutido  que  o  aumento  substancial  de 

imagens  de  infravermelho  no  sistema  elétrico  de  subestações  apresenta  um  novo  desafio, 

exemplificando a forma como a avaliação do status dos dispositivos é feita tradicionalmente. 

Para  superar  esse  problema,  o  trabalho  de  Lin  et  al.  (2016)  propõe  um  método  de  análise 

automática  de  imagens  de  infravermelho.  O  algoritmo  implementado  primeiro  segmenta 

imagens em superpixels e, em seguida, adota redes neurais convolucionais para classificação 

dos  objetos.  Foram  alcançados  bons  resultados  em  comparação  com  outros  métodos  de 

treinamento não supervisionado testados. 
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Oliveira et al. (2020) aplicaram o YOLO no contexto de monitoramento para gestão de obras 

em alimentadores de subestação, realizando a identificação de quatro componentes, sendo eles: 

suporte  de  concreto  para  painel,  painel,  grade  de  proteção  e  transformador  de  corrente.  Os 

resultados obtidos em torno de 98% para o valor de mAP em dados de validação demonstraram 

a eficácia do detector Yolo para o estudo e aplicação em questão.  

 

Olivo, Junior e Filho (2020) abordaram a importância das manutenções em equipamentos de 

redes de transmissão de energia e utilizaram o YOLOv3 para detecção desses equipamentos, 

apresentando  resultados  com  mAP  referente  a  84,16%  mesmo  usando  uma  base  de  1268 

imagens,  capturadas  por  drones,  e  objetos  com  diferentes  modelos,  cores  e  tamanhos.  Em 

trabalhos futuros concluíram que a composição de uma base de imagens maior e a utilização de 

técnicas de pré-processamento, poderiam aprimorar os resultados.  

 

Nota-se, a partir dos exemplos apresentados, que é demonstrado grande avanço do emprego da 

inteligência artificial nesse contexto, haja vista a importância que tecnologias como o 

reconhecimento de objetos vem ganhando na melhoria na qualidade nas redes elétricas. Sendo 

assim, a elaboração do presente trabalho é embasada no intuito de contribuir com tal evolução. 
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4 METODOLOGIA 

4.1 Metodologia 

No que tange à natureza da presente pesquisa, a mesma pode ser classificada como aplicada, 

uma  vez  que  “objetiva  gerar  conhecimentos  para  aplicação  prática  dirigidos  à  solução  de 

problemas  específicos”  (PRODANOV;  FREITAS,  2013,  p.  51).  Do  ponto  de  vista  de  seus 

objetivos, é classificada como uma pesquisa exploratória, visto que serão gerados 

conhecimentos sobre o assunto com o intuito de avançar no desenvolvimento de um trabalho 

de maior abrangência. Quanto à forma de abordagem do problema, é caracterizada por uma 

pesquisa quantitativa, pois serão utilizados modelos e análises matemáticas para verificar a sua 

assertividade. Igualmente, do ponto de vista dos procedimentos técnicos, observa-se que esta é 

uma pesquisa experimental, por estudar profundamente acerca da problemática abordada de 

forma a contribuir em sua resolução. 

 

A  metodologia  proposta  neste  trabalho,  como  forma  da  implementação  da  detecção  de 

componentes de rede de energia elétrica, partirá do aprofundamento dos campos da ciência, 

métodos e técnicas já abordados, em busca da obtenção de um embasamento consistente para 

atingir o objetivo da pesquisa e de suas etapas de desenvolvimentos, as quais também serão 

abordadas nessa mesma seção. Serão utilizadas opções metodológicas referentes à abordagem 

hipotética-dedutiva, uma vez que “(...) inicia-se com um problema  ou uma lacuna no 

conhecimento científico, passando (...) por um processo de inferência dedutiva, o qual testa a 

predição  da  ocorrência  de  fenômenos  abrangidos  pela  referida  hipótese.  ”  (PRODANOV; 

FREITAS, 2013, p. 32). Quanto aos procedimentos, serão utilizados métodos experimentais, 

pois serão levantados dados para análise dos experimentos, assim como para validação dos 

resultados obtidos.  

 

4.2 Etapas de Desenvolvimento 

Em primeira instância, foi realizada a análise bibliográfica em busca da fundamentação técnica, 

para aprofundamento com relação ao estado da arte, assim como capacitação para utilização 

das ferramentas necessárias para implementação de todo o trabalho. Para tanto, foi reunido um 

grande conjunto de material de apoio, outrossim foi utilizado o conhecimento adquirido por 
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meio da realização da disciplina de Visão Computacional, ministrada pela orientadora deste 

trabalho, assim como de conhecimentos difundidos por meio de seminários realizados online 

semanalmente pelos participantes do laboratório LabVisio, os quais abordaram diversos temas 

e  trabalhos  pertinentes  à  referente  pesquisa.  Os  conhecimentos  adquiridos  foram  essenciais 

durante a consolidação do conjunto de dados, na escolha da melhor técnica de rotulação e sua 

execução, assim como na utilização do Darknet como o framework. Por fim, foi possível avaliar 

a qualidade e a assertividade da metodologia adotada, por meio da utilização de métricas de 

validação e teste do modelo. A Figura 11 mostra um resumo das etapas para implementação do 

modelo proposto. 

 
Figura 11 - Fluxograma de etapas de elaboração do projeto. 

 

Fonte: Produzido pela própria autora. 
 

É  válido  salientar  que  as  etapas  de  trabalho  apresentadas  a  seguir  foram  precisamente 

documentadas  e  registradas,  no  intuito  de  relatar  de  forma  fidedigna  todo  o  processo  de 

desenvolvimento e implementação do projeto, bem como na obtenção dos resultados os quais 

estão apresentados neste documento.  
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4.3 Obtenção e estratificação de dados 

Para que seja possível o treinamento, teste e validação da RNA, e ter como resultado a detecção 

de objetos, faz-se necessária a utilização de um conjunto de dados. Tais dados são compostos 

por  imagens  as  quais  passam  informações  pertinentes  ao  aprendizado  da  rede.  As  fotos 

utilizadas para esses estudos podem ser reunidas por meio de três tipos de processos, os quais 

são listados abaixo: 

 Criação a partir de outros conjuntos de dados disponíveis em grande escala, como o 

ImageNet (RUSSAKOVSKY et al., 2015), Common Objects in Context (COCO) (LIN 

et al., 2014) e o Open Image Dataset (KUZNETSOVA et al., 2018);  

 Coleta dos dados a partir de técnicas de rastreamentos na Web (OLSTON, 2010); 

 Realização da aquisição dos dados em campo, capturados no local da aplicação pela 

autora, pelos engenheiros ou pelos técnicos.  

 

Tendo  em  vista  inicialmente  que  os  objetos  a  serem  detectados  nas  imagens  tratam-se  de 

equipamentos de rede, concluiu-se que a utilização de datasets genéricos disponíveis não seria 

viável. Sendo assim, foram considerados os outros dois tipos de processo de obtenção desse 

conjunto. A partir da premissa de que a utilização de imagens próprias da rede de distribuição 

de  energia  elétrica,  a  qual  é  estudo  de  caso  do  presente  trabalho,  podem  contribuir  para  a 

elevação  da  qualidade  dos  resultados,  foi  realizado  contato  com  a  área  de  Planejamento  da 

Manutenção da EDP Espírito Santo. A área é responsável pela realização das inspeções dos 

equipamentos ao longo das linhas e pelo planejamento e execução das correções das falhas 

encontradas. Um conjunto de dados com um total de cerca  de 60.000 imagens e 11 vídeos 

gravados por drones, com média de cerca de 4 minutos de duração cada, foram disponibilizados 

pela EDP para implementação do método proposto.  

 

Iniciou-se a análise para determinação das classes, sendo escolhidos os objetos cruzeta, poste e 

transformador como elementos a serem detectados nas imagens ao longo do desenvolvimento 

da pesquisa. Tal escolha partiu da análise do conjunto e verificação de ocorrência dos objetos, 

contando também com a contribuição do time EDP. 

 

Após a análise dos dados, foi verificado que apresentavam muitas repetições, fotos sem grande 

definição e muitas imagens de diagramas da rede, como é possível verificar na Figura 12. 
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Figura 12 -  Representação de amostra da base de dados, apresentando grande diversificação de imagens. 

 
Fonte: Produzido pela própria autora. 
 

De acordo com Yao et al. (2019) e Russakovsky et al. (2015), o processo de estratificação das 

imagens  para  o  banco  de  dados  deve  levar  em  consideração  três  fatores:  escalabilidade, 

diversidade e acurácia.  

 

A escalabilidade diz respeito a uma distribuição homogênea do número de imagens de acordo 

com as diferentes classes, sendo esse critério adotado na seleção das imagens. Já o conceito de 

diversidade está intimamente ligado à variabilidade de posicionamento, aos diferentes fundos 

e pontos de vistas dos objetos. Sendo assim, na filtragem realizada manualmente do conjunto 

foram considerados os seguintes critérios qualitativos de diversificação na seleção das fotos: 

nível de iluminação; qualidade da imagem; distância dos objetos; sobreposições de mais de um 

componente na mesma imagem; posição e angulação; corte de objetos e diferentes modelos e 

estado (com avarias ou não) do equipamento. 

 

Durante  o  processo  de  análise  verificou-se  que  não  haviam  muitas  imagens  à  noite.  Dessa 

forma, foram então coletadas em campo fotos no período noturno para compor a base. Além 

disso, também foram selecionadas e coletadas imagens de diferentes fundos, as quais não foram 
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rotuladas na próxima etapa, de forma a fornecer à rede informações de outros objetos que não 

devem ser identificados, buscando a redução da incidência de falsos positivos nos resultados. 

Como exemplo, a  Figura 13 foi escolhida por conter imagens de árvores e vegetações, que 

comumente são encontradas próximas a postes de rede distribuição, podendo gerar confusão à 

rede. 

 
Figura 13 – Imagem de fundo apresentando troncos 
de árvores, semelhantes a postes 

 

Fonte: Produzido pela própria autora. 

 
Por sua vez, a acurácia das fotos que compõem o banco pode ser entendida como um erro de 

indexação nos sistemas de busca de imagens  (Yao et al., 2019). Todavia, como as técnicas 

utilizadas  para  levantamento  das  mesmas  não  envolveram  buscas  em  sites  de  pesquisa,  no 

método escolhido a acurácia consiste em selecionar imagens que contenham os objetos a serem 

detectados entre as disponíveis previamente.  Ao final dessa etapa, foram reunidas 2000 fotos, 

que compõe a base estratificada. Na Figura 14, é possível visualizar algumas imagens exemplo 

da base estratificada. 
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Figura 14 – Exemplo de imagens que compõe base final estratificada. 

 

Fonte: Produção da própria autora. 
 

4.4 Rotulação 

No que tange à área do aprendizado de máquina, a rotulação consiste no processo de identificar 

dados brutos (imagens,  áudios, vídeos, etc.) e adicionar um ou mais rótulos significativos e 

informativos para fornecer contexto de forma que um modelo possa aprender com eles. Por 

exemplo,  os  rótulos  podem  indicar  se  uma  foto  contém  um  determinado  objeto,  ou  quais 

palavras foram pronunciadas em uma gravação de áudio.  

 

Sendo assim, após reunir o conjunto de imagens, foi dado início ao processo de rotulação dos 

dados. A ferramenta gráfica de rotulagem escolhida para a implementação dessa etapa foi a 

LabelImg, desenvolvida em Python, a qual permite a criação das caixas delimitadoras ao redor 

das ocorrências dos objetos. Ela gera um arquivo contendo a indicação da classe associada e as 

respectivas coordenadas do rótulo criado (TZUTA, 2018). Originalmente, o LabelImg gera um 

arquivo de rótulo para Imagenet, do tipo XML, mas é possível escolher o tipo TXT compatível 

com o YOLO Darknet. O arquivo de saída possui o mesmo nome atribuído à imagem passada 

e apresenta informação das coordenadas dos vértices dos bounding boxes criados e atribuídos 

a cada um dos objetos presentes na imagem, sendo adotada uma referência de nomenclatura 

para distinção das classes, conforme o Quadro 2.  O formato do arquivo TXT gerado é possível 

visualizar na Figura 15, assim como a respectiva imagem rotulada.  
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Quadro 2 - Referências de classes adotadas durante a rotulação dos objetos. 

Classe Referência para o modelo 
Cruzeta 0 

Transformador 1 
Poste 2 

Fonte: Produção da própria autora. 
 
 

Figura 15 -  Exemplo de imagem rotulada à esquerda e seu respectivo arquivo gerado à direita. 

  

Fonte: Produzida pela própria autora. 
 

A etapa de rotulação vale-se de um processo manual o qual demanda uma interferência humana 

e os resultados podem variar a cada nova rotulação, sendo assim buscou-se manter o padrão no 

momento de criação das caixas delimitadoras. Diante disto, a fim de diminuir as divergências, 

algumas medidas foram adotadas como forma de padronização.  

 

Em imagens que apresentavam a ocorrência de equipamentos que estivessem extremamente 

distantes da câmera, ou que apresentassem forma não definida pela baixa resolução, e que com 

isso  se  distanciavam  muito  do  aspecto  do  restante  do  conjunto,  foram  desconsiderados  no 

processo de rotulação. Isto se deve ao fato de no contexto de inspeção dos equipamentos, para 

que seja feita análise de uma falha é necessária uma mínima aproximação. O uso de imagens 

muito distantes pode elevar a possibilidade de identificação errônea de objetos. Sendo assim, 

nessas situações foi realizada uma análise qualitativa, com relação à qualidade da informação 

que o equipamento prestava. Na Figura 16, é possível visualizar exemplos desses casos.  
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Figura 16 - Frame retirado de filmagem feita por drone para 
exemplificar postes e cruzetas à longa distância. 

 

Fonte: Produzido pela própria autora. 
 

Além disso, vale ressaltar que para os casos de cruzetas, foi considerado como partes rotuláveis 

a própria cruzeta e os isoladores nela presentes uma vez que, com a variação dos ângulos das 

imagens, em certos casos eram impossíveis a rotulação sem enquadrar em alguns momentos 

alguns  isoladores.  Assim  como  no  caso  das  cruzetas,  para  o  transformador  foi  considerado 

como  parte  rotulável  o  próprio  transformador  e  as  buchas  de  ligações  neles  presentes.  Não 

obstante, para o poste, toda a sua extensão foi considerada, mesmo que pudesse se sobrepor aos 

bounding boxes criados para as outras classes. A Figura 17 ilustra exemplos das rotulações, 

conforme padronizações adotadas. 

 
Figura 17 - Rótulos de classes conforme 
considerações adotadas. 

 
Fonte: Produzido pela própria autora. 
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4.5 Data Augmentation 

Para  treinamentos  de  RNA  são  amplamente  utilizadas  técnicas  de  pré-processamento.  Uma 

dessas  técnicas,  quase  universalmente  utilizada  em  modelos  de  deep  learning  aplicado  a 

imagens, denominada data augmentation, apresenta como finalidade garantir maior 

diversificação ao conjunto de dados e, segundo Chollet (2018), mostra-se como uma forma 

poderosa para minimizar a possibilidade de ocorrência de sobreajuste (do inglês, overfitting). 

Os casos em que data augmentation normalmente é aplicado são aqueles em que o modelo 

apresenta  dificuldades  para  generalizar  a  aprendizagem  para  novos  dados,  apresentando 

desempenho inferior ao medido durante o treinamento.  

 

O emprego dessa abordagem consiste na expansão do conjunto de treinamentos, gerando novos 

dados a partir dos originais, por meio de transformações aleatórias, quanto ao tipo e número, 

durante o treinamento, resultando em imagens ainda não conhecidas pelo modelo. O emprego 

da técnica de data augmentation online foi escolhido de forma a garantir maior aleatoriedade 

durante o fornecimento de dados na aprendizagem do modelo. Ao avaliar as técnicas elencadas 

por Shorten e Khoshgoftaar (2019), considerando a base de dados existente e suas 

peculiaridades, além do contexto de inspeções, foram selecionados métodos de rotação, brilho 

e saturação. 

 

O método de rotação se resume em girar a imagem num ângulo pré-definido a fim de tornar o 

modelo menos sensível à orientação dos objetos na imagem de acordo com a posição em que a 

lente da câmera se encontrou posicionada, por exemplo. No caso de postes, a rotação também 

se mostra interessante pelo fato de comumente postes apresentarem abalroamento. Para o caso 

do brilho, ao adicioná-lo às imagens, o modelo tende a ser mais eficiente para detectar objetos 

com luminosidades variadas no momento da captura.  

 

Por  último,  o  ajuste  da  saturação  de  uma  imagem  pode  ajudar  o  modelo  a  ter  um  melhor 

desempenho quando as cores são diferentes (por exemplo, se um balanço de branco diferente 

for definido a partir da variação entre diferentes câmeras, ou se a iluminação ambiente estiver 

diferente, como seria o caso em fotos contra o sol, por exemplo, ou com alto nível de reflexo 

de luz. Na Figura 18, é possível visualizar exemplos das transformações a serem aplicadas aos 

dados de treinamento.  
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Figura 18 - Exemplo de rotação, alteração de brilho e saturação, respectivamente. 

   

Fonte: Produção da própria autora. 
 

Para realizar a implementação do data augmentation descrito, utilizam-se os parâmetros angle 

(referente à rotação), exposure (referente ao brilho) e saturation (referente à saturação), que 

geram imagens aplicando transformações aleatórias, dentro dos limites definidos, as quais são 

aplicadas durante o treinamento, a cada lote de dados retirado do banco original, antes de ser 

inserido na rede. Assim, a cada época de treinamento, a rede tem acesso a um  conjunto de 

imagens modificado, favorecendo a qualidade de generalização e limitando as possibilidades 

de sobreajuste do modelo. 

 

4.6 Implementação do treinamento 

Após a composição dos bancos de imagens rotuladas, inicia-se a etapa de implementação do 

treinamento da RNA. Para tanto, foi utilizada a YOLOv4, apresentando o backbone 

CSNDarknet,  de  Bochkovskiy,  Wang e Liao  (2020b),  a  qual  consiste  em  uma  versão 

aprimorada da Darknet original desenvolvida pelos criadores da YOLOv3 (VAHTRA; 

ANBARJAFARI, 2019). O algoritmo YOLOv4 pode ser implementado de diferentes formas, 

sendo  a  Darknet  uma  das  estruturas  de  rede  neural  de  código  aberto  mais  utilizada  como 

framework dessa aplicação. Ao todo, foram utilizadas 53 camadas de rede neural Darknet, além 

de 53 camadas adicionais para detecção (REDMON; FARHADI, 2018). 

 

Iniciando o processo de implementação do treinamento, em um primeiro momento é necessário 

fornecer  à  rede  as  informações  das  classes  de  objetos,  o  número  total  de  classes,  além  dos 
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diretórios necessários a serem utilizados. O próximo passo é referente à  configuração e aos 

ajustes da rede Darknet, sendo a seguir apresentado alguns dos parâmetros ajustados: 

 

 Largura e Altura (do inglês, Width e height): Referente ao tamanho das imagens do 

conjunto de dados, em pixels; 

 Subdivisões  (do  inglês,  Subdivision):  Divide  os  dados  de  treinamento  em  pequenos 

lotes para manejo da memória computacional; 

 Tamanho do lote (do inglês, Batch Size): Usado para referir-se ao número de exemplos 

de treinamento utilizados em uma iteração do algoritmo;  

 Número de classes (N): Referente ao número total de classes utilizadas no modelo; 

 Número de filtros: Obtido a partir da equação  𝐹𝑖𝑙𝑡𝑟𝑜𝑠  =   (𝑁  +  5) ×  3 

  Lote Máximo (do inglês, max_batches): Referente ao número máximo de iterações de 

treinamento da rede, podendo o limite mínimo obtido a partir da seguinte equação: 𝑚𝑎𝑥_𝑏𝑎𝑡𝑐ℎ𝑒𝑠  =   2000 × 𝑁  

 Passos (do inglês, Steps): Definido pela expressão 𝑆𝑡𝑒𝑝𝑠 = (0,8  × 𝑚𝑎𝑥 _𝑏𝑎𝑡𝑐ℎ𝑒𝑠), (0,9 × 𝑚𝑎𝑥_𝑏𝑎𝑡𝑐ℎ𝑒𝑠) 

4.6.1 Métricas de Desempenho 

Para  implementar  um  modelo  de  aprendizado  de  máquina  é  necessário  realizar  a  validação 

enquanto ainda é treinado de forma a acompanhar sua estabilidade e aprendizado, buscando 

evitar subajustes ou sobreajustes à base de treino. Além disso, após o fim da aprendizagem do 

modelo, é indispensável realizar sua avaliação, a partir da implementação de um teste em um 

novo conjunto de dados totalmente desconhecidos, com o objetivo de verificar o desempenho 

e eficiência do modelo. 

  

A Interseção sobre União (IoU, do inglês, Intersection over Union) está diretamente relacionada 

à  capacidade  de  o  detector  localizar  bem  os  objetos  (PINTO,2019).  A  Figura  19  ilustra  a 

determinação do IoU por meio de uma representação das bounding boxes bem como da sua 

definição matemática (WU; SAHOO; HOI, 2020).  
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 Figura 19 - Representação da definição matemática 
do conceito de IoU. 

 

Fonte: Olivatto (2021). 
 

As  outras  métricas  surgem  a  partir  das  informações  produzidas  pela  IoU.  A  partir  de  um 

determinado  valor  de  threshold,  comumente  utilizados  os  valores  0,50  e  0,75  (PADILLA; 

NETTO; DA SILVA, 2020), é possível determinar se uma detecção é considerada correta (IoU 

≥  threshold)  ou  incorreta  (IoU  <  threshold).  A  partir  dessa  informação  é  possível  obter  as 

seguintes divisões: 

 Verdadeiro  Positivo  (TP,  do  inglês,  True  Positive):  uma  detecção  correta  de  uma 

bounding box verdadeira; 

 Falso Positivo (FP, do inglês, False Positive): uma detecção incorreta de um objeto 

inexistente ou a detecção errada de um objeto existente; 

  Falso Negativo (FN, do inglês, False Negative): uma não detecção de uma bounding 

box verdadeira. 4 

 

A partir disso, é possível compreender matematicamente, os conceitos de precision e recall, 

necessárias para o entendimento e cálculo da métrica de Precisão Média (AP, do inglês, Average 

Precision). A Precision está diretamente relacionada à capacidade de o modelo de treinamento 

identificar  apenas  objetos  relevantes.  Qualitativamente,  pode  ser  compreendido  como  o 

percentual das detecções que são corretas (PADILLA; NETTO; DA SILVA, 2020). 

Matematicamente, é dado por: 

 
4 Nota: Para as métricas não são considerados os Verdadeiros Negativos (TN, do inglês, True Negative), uma vez que serão 
obtidos infinitos resultados (PADILLA; NETTO; DA SILVA, 2020).  
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𝑃 = 𝑇𝑃𝑇𝑃+𝐹𝑃 = 𝑇𝑃𝑇𝑜𝑑𝑎𝑠 𝑑𝑒𝑡𝑒𝑐çõ𝑒𝑠 𝑟𝑒𝑎𝑙𝑖𝑧𝑎𝑑𝑎𝑠                                         (1) 

 

Em contrapartida, o conceito de Recall está relacionado com a capacidade do modelo identificar 

todos os objetos corretamente. Qualitativamente, pode ser compreendido como o percentual 

dos objetos que foram realmente detectados (PADILLA; NETTO; DA SILVA, 2020). 

Matematicamente, é dado por: 

 𝑅 =  𝑇𝑃𝑇𝑃+𝐹𝑁 = 𝑇𝑃𝑇𝑜𝑑𝑜𝑠 𝑏𝑜𝑢𝑛𝑑𝑖𝑛𝑔 𝑏𝑜𝑥𝑒𝑠 𝑝𝑟𝑒𝑠𝑒𝑛𝑡𝑒𝑠                                      (2) 

 

Mediante as equações supracitadas, obtém-se uma curva de relação entre o precision e o recall, 

a  qual,  segundo  Saito  e  Rehmsmeier  (2015),  permite  uma  avaliação  precisa  e  interpretação 

intuitiva do desempenho do classificador. O cálculo de precisão média por classe pode ser visto 

como  a  área  de  um  gráfico  suavizado  de  precision  por  recall,  um  exemplo  deste  gráfico 

mostrado na Figura 20.  

 
Figura 20 – Representação da curva suavizada (C) e curva real (B). 

 

Fonte: Nogueira (2018). 

 
A partir da curva de precisão suavizada calcula-se a precisão média (AP) por classe com base 

na Equação 4, sendo N o número de predições e P o valor de precision para cada r (recall). 

 𝐴𝑃 =  1𝑁 ∑ 𝑃(𝑟)𝑟∈(0,…,1)                                                      (4) 
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A AP apresenta uma extensão, denominada Média das Precisões Médias (mAP, do inglês, Mean 

Average Precision), a qual é utilizada para se obter a acurácia do detector de objeto levando em 

consideração todas as classes treinadas, e é dada pela média simples das AP’s de cada classe.  

 

Durante o processo de treinamento e validação do modelo, utilizou-se a mAP e a Loss (perda) 

para acompanhamento do modelo, como exemplificado no gráfico na Figura 21. Tal gráfico 

representa  a  evolução  do  mAP,  à  medida  que  o  modelo  evolui  no  número  de  iterações  do 

treinamento,  apresentando  comportamento  inverso  à  perda  medida.  A  análise  deste  gráfico 

permite encontrar o melhor momento em número de iterações, para se finalizar o processo de 

aprendizado, minimizando a possibilidade de ocorrência do fenômeno de overfitting.  

 
Figura 21 - Gráfico ilustrativo do comportamento do mAP e Loss, representando o desempenho 
de um modelo, frente ao número de iterações realizadas para treinamento da rede. 

 

Fonte: Kim et al. (2020). 
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5 RESULTADOS E DISCUSSÕES 

5.1 Treinamento 

Para o desenvolvimento destas etapas foi utilizado um computador com placa gráfica (GPU, do 

inglês  Graphics  Processing  Unit)  NVIDIA  TITAN  V,  disponibilizado  pelo  LabVISIO,  por 

meio de acesso remoto via SSH (do inglês, Secure Shell). Para a rotulação dos dados o software 

LabelImg  foi  escolhido.  Os  códigos  foram  desenvolvidos  em  Python  3.6.9,  utilizando  o 

framework Darknet e o método de detecção YOLOv4.  

 

Após a estratificação de imagens, o conjunto de dados final ficou composto por 2000 imagens 

com alto nível de diversificação de características. Foram levantadas ao todo 1900 que incluem 

imagens de frames selecionados de vídeos de drones, imagens coletadas pela própria autora no 

período noturno e as demais selecionadas que compunham o banco. As 100 imagens restantes 

apresentam diferentes fundos não rotulados para compor o conjunto de treinamento, buscando 

a redução da possibilidade de falsos positivos em outros objetos presentes das imagens, uma 

vez que os fundos apresentam grande variabilidade no contexto de aplicação do trabalho.  Na 

Tabela 1, é apresentado um resumo do que foi descrito. 
 

Tabela 1 -  Resumo de tipos de imagens selecionadas. 

Imagens Número de imagens  Representação (%) do total 
Período noturno 100 5% 

Imagens de fundo 100 5% 
Frames de vídeos de drone 400 20% 
Demais imagens diversas 1400 70% 

Total 2000 100% 

Fonte: Produzida pela própria autora. 

 
A base de dados foi então dividida em dados de treinamento, validação e teste, buscando manter 

a variabilidade dos dados, na proporção de 80% para treinamento, 10% para validação e 10% 

para  teste  (Tabela  2).  Ao  todo  foram  escolhidas  1600  imagens  para  treinamento,  200  para 

validação e 200 para teste, totalizando as 2000 imagens. 
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Tabela 2 - Divisão de imagens por etapa. 
 

Etapa Número de imagens Representação (%) do total 
Treinamento 1600 80% 

Validação 200 10% 
Teste 200 10% 

Fonte: Produzida pela própria autora. 

 
Após a conclusão da rotulação das imagens, conforme mostrado na Tabela 3, foi verificado um 

desbalanceamento entre  a quantidade de rótulos  utilizados na base de treinamento. A partir 

disso, resultados inferiores poderiam ser gerados para a classe de transformador, possibilitando 

a presença de maiores ocorrências de falsos positivos, ou falsos negativos para essa classe. Isso 

deve ao fato do total de imagens adquiridas apresentar menor incidência de transformadores, 

uma vez que existem uma quantidade muito maior de cruzetas e postes ao longo da rede de 

distribuição de energia. 

 
Tabela 3 - Representação do balanceamento de classes 

Classe Número de rótulos Pesos de balanceamento 
Cruzeta 1674 1,07 

Transformador 558 3,20 
Poste 1785 1,00 

Fonte: Produzido pela própria autora. 

 
Sendo assim, foi realizada a inserção de parâmetros responsáveis pela minimização dos efeitos 

gerados pelo desbalanceamento de classes. Tal parâmetro denominado focal_loss é responsável 

pela modificação da função custo, de forma que a classe com maior peso receba maior ajuste 

de nível de importância, por meio da inserção dos pesos presentes na Tabela 3.  Os valores são 

obtidos partindo de uma normalização considerando como referência a classe dominante no 

conjunto.  

 

Com  base  nas  informações  apresentadas  no  item  4.6  deste  trabalho,  foram  adequados  os 

parâmetros da rede para atender as condições para o modelo proposto, conforme indicado no 

Quadro 3. Além da configuração de tais parâmetros, foi também utilizada a incorporação de 

pesos convolucionais pré-treinados, uma vez que podem otimizar o tempo de treinamento e 

elevar a acurácia final, assim como afirmaram He, Girshick e Dollar (2019).  
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Os  valores  teóricos  e  ajustados  referentes  a  cada  um  dos  parâmetros  adequados  ao  modelo 

proposto, bem como os valores padrões para o arquivo disponível por AlexeyAB 

(BOCHKOVSKIY; WANG; LIAO 2020b) são exibidos no Quadro 3. O valor de max_batches 

foi ajustado para 9000, haja vista que o valor mínimo não pode ser inferior a 6000, valor este 

teoricamente adotado para 3 classes. Consequentemente, também houve alteração no parâmetro 

steps devido à relação com o max_batches. 
 

 

Quadro 3 - Parâmetros padrões da rede e utilizados para o modelo proposto. 

Parâmetro Valor Padrão (AlexeyAB) Valor teórico para modelo 
Width e Height 416 608 

Subdivisions 1 64 

Batch Size 1 64 

Número de Classes 80 3 

Números de Filtros 255 24 

Max_Batches 500500 9000 

Steps 400000, 450000 7200, 8100 

Focal_loss - [1.07    3.2   1 ] 

Fonte: Produção da própria autora. 
 

Considerando  as  informações  supracitadas  em  conjunto  com  as  descritas  na  Seção  4  deste 

trabalho, foram realizados 2 treinamentos distintos considerando as diferentes técnicas 

empregadas, os quais são descritos na Tabela 4. Para o treinamento aplicando-se a técnica de 

data augmentation online, foi utilizado um valor de 5º para ângulo de rotação e, com base nos 

experimentos  conduzidos  por  Zaworski  (2018),  adotou-se  variação  de  20%  no  brilho  e 

saturação. 

 
Tabela 4 - Configuração para os diferentes treinamentos. 

Nº Treinamento Data Augmentation Balanceamento de Classes 
1 Não Sim 
2 Sim Sim 

Fonte: Produzida pela própria autora. 

 

5.2 Desempenho da rede 

Como citado na subseção anterior, foram realizados dois diferentes treinamentos variando-se 

parâmetros e configurações da rede. Durante a implementação do treinamento do modelo, a 
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cada  100  iterações,  eram  realizados  testes  de  validação  intermediários  que  forneciam  as 

métricas  de  validação  que  apresentam  informações  referentes  à  eficiência  do  treinamento, 

sendo possível assim determinar em qual momento do aprendizado o modelo estava obtendo 

melhor desempenho. Além disso, ao final do processo, a rede fornecia um arquivo de pesos 

com os melhores resultados, além do modelo obtido a cada 1000 iterações. 

 

Para etapa de testes e verificação do desempenho da rede, foram utilizadas 200 imagens ainda 

não vistas pela mesma. As métricas utilizadas para validação do modelo proposto neste trabalho 

foram AP, mAP e IoU médio. Todavia, a métrica AP representa pouco o desempenho da rede 

como um todo, sendo mais interessante para avaliação das classes individualmente. Além disso, 

as métricas Precision e Recall, citadas também no Capítulo 4 para entendimento do AP, também 

não demonstram grandes análises distintas, uma vez que, a área suavizada sob o gráfico que 

relaciona as duas métricas fornece o valor do mAP, gerando uma análise redundante.  

 

No modelo do framework Darknet o cálculo para os valores de mAP são realizados a cada 4 

épocas. Considerando que o banco de dados para treinamento continha 1600 imagens e que o 

valor do Batch size era igual a 64, tem-se que uma época é igual a 25 iterações, justificando 

assim o valor de 100 iterações citado no começo dessa subseção.  

 

A partir dos gráficos de curvas de mAP e Loss gerados durante o treinamento (vide Figura 22), 

foi realizado o acompanhamento do desempenho do modelo. Ao acompanhar o comportamento 

de evolução do mAP sobre o conjunto de validação e de Loss do conjunto de treinamento, é 

possível verificar o momento no qual a rede pode passar a apresentar indícios de overfitting. 

No caso do Treinamento 1, tal momento é referente a região a partir das 5800 iterações, uma 

vez que valores de mAP começam a apresentar estagnação, enquanto a curva de Loss apresenta 

valores inferiores a 3. 

 

Não obstante, para o segundo treinamento, foi realizado processo análogo. Nota-se que através 

do  emprego  de  técnicas  de  data  augmentation  a  rede  apresentou  o  mesmo  comportamento 

citado anteriormente a partir de valores de mAP em 7500 iterações, retardando a ocorrência de 

sobreajustes  e  elevando  o  desempenho  do  modelo.  Dessa  forma,  é  possível  afirmar  que  a 

possibilidade de overfitting é reduzida. Além disso, após a finalização dos treinamentos, por 

meio dos resultados obtidos a partir do conjunto de dados de testes, verifica-se que o modelo 
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proposto  foi  capaz  de  generalizar  a  detecção  dos  objetos,  ao  apresentar  o  desempenho, 

conforme exibido na Tabela 5 e 6 em dados nunca vistos anteriormente.  

 
Figura 22 - Gráficos do comportamento do mAP e Loss, representando o desempenho do modelo proposto, 
frente ao número de iterações realizadas durante Treinamento 1 e 2, respectivamente, da rede. 

 

Fonte: Produzido pela própria autora. 
 

A Tabela 5 - Métrica AP para diferentes classes e treinamentos.mostra os resultados de AP 

obtidos para os dois treinamentos realizados. Como citado anteriormente, a métrica AP é mais 

interessante para avaliação das classes de forma individual, sendo assim, é possível afirmar que 

o modelo proposto apresenta uma dificuldade um pouco maior na detecção de poste, seguido 

de cruzeta para o primeiro treinamento. Já utilizando o data augmentation o modelo apresentou 

maior dificuldade na detecção de cruzetas se comparada às demais classes. O fato de não ter 

apresentado grande melhora no AP da cruzeta pode estar relacionado a maior variabilidade de 

imagens quanto ao ângulo de visada, por exemplo, no caso dessa classe. 

 

Tabela 5 - Métrica AP para diferentes classes e treinamentos. 
 

Treinamento AP Cruzeta AP Transformador AP Poste 
1 87,93% 88,56% 86,21% 
2 88,38% 93,64% 92,17% 

Fonte: Produzido pela própria autora. 

 
A Tabela 6 apresenta o desempenho da rede por meio da utilização do mAP e IoU médio para 

os treinamentos realizados. Para o primeiro (sem data augmentation e com o balanceamento 
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das classes) em específico, foi alcançado um IoU médio de 63,53% e um mAP de 87,56%. Já 

para o segundo caso, onde foi empregada a técnica de data augmentation, houve uma evolução 

nas métricas de avaliação, obtendo-se um valor para o IoU médio de 67,26% e um mAP de 

91,39%. Além disso, é possível notar pelos valores mostrados pelas Tabelas 5 e 6 (referentes à 

base  de  teste)  que  o  modelo  proposto  foi  capaz  de  responder  bem  a  uma  base  nunca  vista 

anteriormente, mostrando robustez quanto à generalização para detecção dos objetos e sendo 

mais um indício de não ocorrência de sobreajustes. 

 
Tabela 6 - Métrica de desempenho mAP e IOU médio para os treinamentos com e sem data augmentation. 

Treinamento  mAP IOU médio 
1 87,56% 63,53% 
2 91,39% 67,26% 

Fonte: Produzido pela própria autora. 
 

Ao final, foram selecionadas algumas imagens da base de teste que apresentavam exemplos das 

diferentes  considerações  adotadas  ao  longo  do  desenvolvimento  do  trabalho,  de  forma  a 

exemplificar e visualizar o desempenho do modelo proposto em situações diversas. Na Figura 

23,  verifica-se  uma  situação  de  detecção  de  duas  imagens  com  as  três  classes  presentes, 

apresentando visada inferior e leve angulação e posicionamento dos equipamentos, diferentes 

condições de iluminação e saturação, e resolução da imagem favoráveis. Nota-se que detecções 

que  se  aproximam  de  80%  para  todas  as  classes  na  imagem  esquerda,  e  o  poste  com  um 

percentual de 66% se diferenciando dos outros dois equipamentos. 

 
Figura 23 – Desempenho da rede em imagens com visadas inferiores dos equipamentos  

 
Fonte: Produzido pela própria autora. 
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Na  Figura  24,  outro  exemplo  é  dado,  sendo  possível  verificar  o  desempenho  da  rede  em 

situações de oclusão de parte dos objetos. Na imagem da esquerda é mostrado um exemplo em 

que o transformador, apesar do fundo de vegetações, apresenta alta taxa de detecção. Por outro 

lado, é interessante notar que o poste apresenta alto nível de oclusão pela vegetação, sendo 

difícil de visualizar a olho humano, mas mesmo assim apresentou uma score de 38%. Já na 

imagem da direita, tem-se que apesar de o suporte da luminária se encontrar próximo à cruzeta 

e poder gerar confusão até mesmo para o ser humano, a rede se mostra eficaz, não apresentando 

confusão entre ela e a classe cruzeta, da mesma forma como garante uma detecção de 96% para 

a mesma classe nesse caso. 

 
Figura 24 – Desempenho da rede em imagens com oclusão. 

  

 Fonte: Produzido pela própria autora. 

 
Outra análise realizada, foi referente a situações desfavoráveis de iluminação (baixo brilho), 

resoluções inferiores, reflexos de luz (alteração na saturação), além de apresentarem um ângulo 

de rotação. Na Figura 25, verifica-se uma exemplificação das condições anteriores descritas, 

apresentando valores acima de 74% para os objetos de primeiro plano e ainda a detecção de 

objetos em segundo plano, como foi o caso da cruzeta e poste na imagem da esquerda com 

score de 52% e 25%, respectivamente. 
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Figura 25 – Desempenho da rede para imagens com baixo brilho e resolução. 

 

Fonte: Produzido pela própria autora. 

 
Um caso extremo selecionado, o qual representa um poste com alto nível de abalroamento, e, 

portanto, com objetos em uma grande alteração na angulação é apresentado na Figura 26. Nota-

se a detecção das classes, com score entre 25% e 50%, presentes para os equipamentos mais 

nítidos. 

 
Figura 26 – Desempenho da rede para caso extremo de abalroamento. 

 
Fonte: Produzido pela própria autora. 

 
A Figura 27 apresenta imagens obtidas por meio de frames de vídeos capturados por drones, 

equipamento cada vez mais difundida nas atividades de inspeções de redes aéreas, e por isso, 
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também foram consideradas nas análises. É possível observar score de 82% e de 92% para as 

classes cruzeta e poste, respectivamente, na imagem superior. A imagem inferior apresenta um 

cenário  com  vários  objetos  de  duas  classes  em  distância,  posicionamentos  e  angulações 

diferentes. Além disso, o fundo da imagem apresentada é variado e as linhas de fases da rede 

se mostram como oclusão de alguns dos objetos, sendo mais um ponto que pode gerar confusão 

à rede. Todavia, apesar de todos os pontos desfavoráveis ao reconhecimento, grande parte dos 

equipamentos foram reconhecidos com alta pontuação, chegando a valores acima de 90% para 

vários objetos, mostrando mais uma vez o bom desempenho da rede. 

 
  Figura 27 - Exemplos de imagens de frames de drones. 

 

Fonte: Produzido pela própria autora.  
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Sendo  assim,  diante  do  exposto,  é  possível  afirmar  que  ambos  os  treinamentos  realizados 

apresentam  eficácia  com  relação  ao  objetivo  do  trabalho,  ou  seja,  são  capazes  de  detectar 

equipamentos de rede no contexto de distribuição de energia. Por outro lado, o treinamento 

empregando o data augmentation apresentou melhor desempenho. E ainda, a partir das análises 

de  imagens  selecionadas,  pode-se  verificar  de  forma  geral  que  a  rede  se  comporta  bem  às 

condições  adversas  consideradas  ao  longo  do  desenvolvimento  do  trabalho.  Por  fim,  ao 

considerar o mAP, que representa mais adequadamente a qualidade da inferência como um 

todo, obtiveram-se medidas de desempenho relevantes que validam o modelo proposto.  
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6 CONCLUSÕES E TRABALHOS FUTUROS 

Na atualidade é inevitável pensar em novas soluções aplicadas ao contexto industrial com o 

emprego de novas tecnologias e do conceito da Indústria 4.0, o que é valido também para o 

setor de energia. O contexto atual das manutenções e inspeções de equipamentos de campo em 

distribuidoras  do  setor  ainda  apresentam  grandes  limitações  devido  à  intensa  realização  de 

análises  e  trabalhos  manuais.  Dessa  forma,  tem-se  a  elevação  de  HH  (homem  hora)  no 

desempenho  de  atividades  repetitivas,  que  acometem  diferentes  níveis  de  processo  em  tais 

organizações, as quais poderiam ser desempenhadas por tecnologias. Frente a tal cenário, o 

emprego  de  inteligência  artificial,  especificamente  o  aprendizado  de  máquina  e  a  visão 

computacional, confirmaram-se como alternativa viável para subsidiar soluções de inspeção e 

manutenção. 

 

Dada  a  complexidade  da  tarefa  de  detecção  de  equipamentos,  houve  a  necessidade  de  se 

compreender os conceitos envolvidos neste processo, iniciando-se pela visão computacional, 

permeando pelo aprendizado profundo e redes neurais, até a adoção do YOLOv4 como modelo 

com características que atendessem à demanda inicial. O método proposto para a composição 

do banco de treinamento atendeu ao objetivo de inclusão de variados padrões de equipamentos 

existentes na rede de distribuidoras de energia, sem tornar inviável sua estruturação. A partir 

disso foi possível realizar a rotulação de dados do trabalho. 

 

A rede neural foi avaliada utilizando algumas das principais métricas de detecção de objetos. O 

treinamento  com  a  base  de  testes  inicial  sem  a  aplicação  da  técnica  de  data  augmentation 

alcançou  um  IoU  médio  de  63,53%  e  um  mAP  de  87,56%  nos  dados  de  teste,  resultados 

academicamente já satisfatórios e que validam o treinamento da rede. Enquanto o treinamento 

realizado empregando o pré-processamento de data augmentation apresentou valores de IoU 

67,26%  e  um  mAP  de  91,39%,  se  mostrando  como  um  aprimoramento  dos  resultados  e 

desempenhando  com  eficiência  e  eficácia  para  o  contexto  proposto.  Ao  final,  a  abordagem 

desenvolvida  se  apresentou  como  uma  solução  satisfatória,  mesmo  considerando  a  alta 

variabilidade já citada nas características de iluminação, fundo, resolução de imagens, 

posicionamentos etc., para imagens aéreas por drones, tanto quanto para fotos capturadas por 

câmeras de celulares pelos técnicos de campo. 
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A partir dos resultados alcançados, pode-se afirmar que o processo de estratificação da base de 

treinamentos quanto à sua dimensão e qualidade apresentadas, o emprego de técnicas adequadas 

de  rotulação,  assim  como  a  implementação  e  validação  adequada  da  rede  contribuíram  nos 

resultados alcançados, se mostrando como práticas que podem ser indicadas durante o emprego 

do  YOLOv4,  para  elevar  a  eficiência  da  rede.  Além  disso,  o  emprego  da  técnica  de  data 

augmentation foi capaz de aprimorar o desempenho, reduzindo a possibilidade de sobreajustes 

e melhorando o processo de aprendizado do modelo. 

 

Consequentemente, considera-se que o principal objetivo proposto foi alcançado: o 

desenvolvimento de um detector capaz de identificar equipamentos de rede de distribuição de 

energia elétrica para agregação de valor ao processo de inspeções e manutenções no âmbito das 

distribuidoras de energia elétrica. 

 

Para trabalhos futuros, sugere-se a ampliação do banco de imagens rotuladas, incluindo outras 

classes que comtemplem, por exemplo, o estado de conservação de equipamentos, casos de 

falhas existentes, ou ainda os modelos dos equipamentos. Com base nos resultados 

apresentados, pode-se também extrapolar a aplicação do método proposto para outros tipos de 

componentes de rede de distribuição como, por exemplo, isoladores, para-raios e religadores.  

 

Outra  linha  possível  seria  integrar  o  sistema  de  detecção  desenvolvido  com  hardwares  de 

realidade aumentada de forma a aplicar essa tecnologia para orientação de eletricistas e técnicos 

em campo por especialistas. Desta forma, podem ser exploradas aplicabilidades, as quais vão 

desde as inspeções de equipamentos de distribuição em campo, até as realizações de 

manutenções  e  intervenção  a  ativos  que  compõem  o  sistema  de  energia,  contribuindo  no 

processo de orientação à distância, e reforçando os conceitos da Indústria 4.0 apresentados na 

introdução deste trabalho. 
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